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摘要：针对现有深度强化学习算法在状态空间维度大的环境中难以收敛的问题，提出了在时间维度上提取特征

的基于一维卷积循环网络的强化学习算法；首先在深度Ｑ网络 （ＤＱＮ，ｄｅｅｐＱｎｅｔｗｏｒｋ）的基础上构建一个深度强

化学习系统；然后在深度循环Ｑ网络 （ＤＲＱＮ，ｄｅｅｐｒｅｃｕｒｒｅｎｔＱｎｅｔｗｏｒｋ）的神经网络结构基础上加入了一层一

维卷积层，用于在长短时记忆 （ＬＳＴＭ，ｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ）层之前提取时间维度上的特征；最后在与时序

相关的环境下对该新型强化学习算法进行训练和测试；实验结果表明这一改动可以提高智能体的决策水平，并使得

深度强化学习算法在非图像输入的时序相关环境中有更好的表现。
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０　引言

用数学方法寻找最优策略的研究既古老又新颖，

最早可以追溯到２０世纪５０年代初，美国数学家贝尔

曼 （Ｒ．Ｂｅｌｌｍａｎ）等人在研究多阶段决策过程的优化

问题时，提出了著名的最优化原理，从而创立了动态

规划。然后随着时代发展，这个领域逐渐出现了蒙特

卡罗法、时序差分法等优秀的算法，解决了许多动态

规划所不能解决的问题。在传统强化学习时代，最为
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杰出和经典的就是 Ｑ 学习 （Ｑｌｅａｒｎｉｎｇ）算法。Ｑ

ｌｅａｒｎｉｎｇ采用表格记录状态－动作对价值，即Ｑ值的

方法探索最优策略，这也成为了后续深度强化学习算

法中基于价值 （ｖａｌｕｅｂａｓｅｄ）分支的基石
［１］。然而，

在现实中的许多情况下，问题所包含的状态空间和动

作空间都非常大，比如将一些连续状态离散化后形成

的状态空间，这就使得借助表格存储 Ｑ值的方法难

以为继。

幸运的是，随着计算机算力的飞速发展，在强化

学习中引入深度学习来解决连续状态空间问题成为了

可能。但人们很快就发现，使用神经网络这样的非线

性函数逼近动作价值函数的强化学习算法都是不稳定

甚至不收敛的。这就是所谓的 “离线学习－函数逼近

－自举检验”不可能三角 （ｄｅａｄｌｙｔｒｉａｄｉｓｓｕｅ），意思是

强化学习无法同时使用这３种数学方法，否则将导致

算法的不稳定甚至不收敛。造成这种情况的原因主要

有３点：１）连续的状态之间的相关性；２）动作价值

函数的微小变化可能导致策略的突变并显著地改变数

据分布；３）动作价值函数与收敛目标之间的相关性。

２０１５年，Ｍｎｉｈ及其同事提出的ＤＱＮ通过采用

经验回放 （ｅｘｐｅｒｉｅｎｃｅｒｅｐｌａｙ）和目标网络 （ｔａｒｇｅｔ

ｎｅｔｗｏｒｋｓ）技术解决了不稳定的问题，在２６００多个

雅达利游戏上达到了人类玩家的水平，带来了深度强

化学习的浪潮［２］。此后，对ＤＱＮ的各种改进技术不

断涌现。文献 ［３］提出了优先经验回放 （ｐｒｉｏｒｉｔｉｚｅｄ

ｅｘｐｅｒｉｅｎｃｅｒｅｐｌａｙ），能让重要的经验被更频繁地利用，

从而提升强化学习的效率。文献 ［４］于２０１６年提出

的深度双 Ｑ网络 （ＤＤＱＮ，ｄｏｕｂｌｅｄｅｅｐＱｎｅｔｗｏｒｋ），

解决了过度估计的问题。同年，文献 ［５］向ＤＱＮ加

入了竞争结构 （ｄｕｅｌｉｎｇａｒｃｈｉｔｅｃｔｕｒｅ），提升了ＤＱＮ的

学习效率。这种带有竞争结构的ＤＱＮ叫做竞争深度Ｑ

网络 （ＤｕｅｌｉｎｇＤＱＮ，ｄｕｅｌｉｎｇｄｅｅｐＱｎｅｔｗｏｒｋ）。除了

上述提到的基于ＤＱＮ的改进，深度强化学习领域还产

生了更多的不同的技术路径［６１５］。

ＤＱＮ及其衍生的强化学习算法已经能算得上是

非常强大的算法了，在许多领域，如简单的２Ｄ游戏

的表现都超出常人。然而，这种优秀表现往往只停留

在人为指定规则的环境中，如大多数棋牌和游戏等领

域。ＤＱＮ在现实问题中仍然有着难以落地的问题。

这是因为在过去的强化学习算法研究中，我们通常默

认环境的状态我们是可以完全获取的。但是在现实世

界中，我们显然没有棋牌和游戏中那样的上帝视角，

我们对环境的状态的获取是通过观测 （ｏｂｓｅｒｖａｔｉｏｎ）

得来的。而观测，或者说测量，必然会有信息误差甚

至损失，从而使得无法通过观测获得完全的状态。这

时，以马尔可夫决策过程为基本假设的ＤＱＮ的性能

自然就会受到较大的影响。

为了解决上述问题，文献 ［１６］提出了ＤＲＱＮ，

在ＤＱＮ的基础上将其第一个全连接层改为了相同大

小的ＬＳＴＭ 层，解决了现实环境部分观测的问题。

为了解决强化学习与反馈神经网络参数更新之间的矛

盾，ＭａｔｔｈｅｗＨａｕｓｋｎｅｃｈｔ和ＰｅｔｅｒＳｔｏｎｅ又提出了序

列自举更新和随机自举更新２种与之配套的参数更新

方式。在部分观测的马尔科夫环境，ＤＲＱＮ 相比

ＤＱＮ有着明显的提升。

然而，深度强化学习在状态空间维度大的环境中

仍然面临着难以收敛的问题。考虑到大多数环境中的

状态在时间上都具有一定的相关性，若能让神经网络

学会提取时间维度上的特征，则有可能改善强化学习

在时间相关场景的学习效率。区别于以上研究，本文

在ＤＲＱＮ的基础上展开研究，探究在时间维度上引

入一维卷积对强化学习性能的影响，并设计了仿真实

验与ＤＱＮ的性能进行对比。

１　基于一维卷积循环网络的深度强化学习算法

１１　深度强化学习基础

现实中许多决策问题都可以通过建模成由５个参

数 （犛，犃，犘，犚，γ）描述的马尔可夫决策过程 （ＭＤＰ，

ｍａｒｋｏｖｄｅｃｉｓｉｏｎｐｒｏｃｅｓｓ）来进行研究
［１，１７］。这５个

参数分别为状态空间犛、动作空间犃、状态转移概率函

数犘、奖赏函数犚和衰减因子γ，在马尔可夫决策过程

中的每一个时刻狋，智能体都会观察一个状态狊狋∈犛然

后选择一个动作犪狋∈犃，这个过程将决定下一个时刻

的状态狊狋～犘（狊狋，犪狋）并收到一个奖赏狉狋～犚。

１９９２年由 Ｗａｔｋｉｎｓ和 Ｄａｙａｎ提出的 Ｑｌｅａｒｎｉｎｇ

通过在给定状态狊下对动作犪的长期回报进行预测来

解决马尔可夫决策问题［１］。这样的长期动作回报叫做

犙值。某个动作犪的犙 值越高，意味着在当前状态

下选择该动作所获得的长期收益的期望越大。在 Ｑ

ｌｅａｒｎｉｎｇ中，Ｑ值通过下式迭代更新：

犙（狊，犪）←犙（狊，犪）＋α［狉＋γｍａｘ
犪′
犙（狊′，犪′）－犙（狊，犪）］

（１）
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　　Ｑｌｅａｒｎｉｎｇ伪代码。

输出：动作价值函数犙

对所有状态狊∈犛，犪∈犃（狊），随机初始化犙，其中终止

状态的动作价值为０

对每个回合：

初始化状态狊

对回合中的每个时间步长：

使用基于犙的策略，如ε－贪心算法 ，选择状态狊对应的

动作犪

执行动作犪，观察到狉，狊

犙（狊，犪）←犙（狊，犪）＋α［狉＋γｍａｘ
犪′
犙（狊′，犪′）－犙（狊，犪）］

狊←狊′

直到状态狊是终止状态

直到所有回合结束

许多现实问题的状态空间显然都是连续的，为了

让强化学习在这些问题上得以运用，需要借助一种强

大的函数拟合器代替Ｑｌｅａｒｎｉｎｇ中的表格。而神经网

络显然就是这样的强大函数拟合器。

２０１５年，文献 ［２］提出的ＤＱＮ使用经验回放

和目标网络解决了神经网络在强化学习问题中不稳定

的问题，开启了深度强化学习的时代。ＤＱＮ算法在

对神经网络进行训练时，经验 （狊狋，犪狋，狉狋，狊狋）会被存储

在经验池 （ｒｅｐｌａｙｂｕｆｆｅｒ）中，需要使用时再从经验

池随机采样，这个过程就叫做经验回放。经验回放可

以消除数据间相关性并平滑数据分布变化，为神经网

络的收敛创造数学条件。在深度强化学习训练阶段实

时更新的网络叫做在线网络 （ｏｎｌｉｎｅｎｅｔｗｏｒｋｓ）。而

大多数时候都保持原有参数，仅周期性地从在线网络

复制参数的网络叫做目标网络 （ｔａｒｇｅｔｎｅｔｗｏｒｋｓ）。

目标网络的引入能够有效地削弱动作价值函数犙（狊，

犪）与收敛目标狉＋γｍａｘ
犪′
犙（狊′，犪′）之间的相关性，从

而使收敛过程变得稳定。用于训练在线网络的代价函

数为：

（狉＋γｍａｘ
犪′
犙（狊′，犪′；θ－犻）－犙（狊，犪；θ犻））

２ （２）

　　其中：θ犻 为在线网络在第犻次迭代时的参数，θ
－
犻

为目标网络在第犻次迭代时的参数。θ－犻 周期性地复制

θ犻。下面为ＤＱＮ的伪代码。

输出：关于动作价值函数犙的神经网络初始化经验池犇

初始化在线动作价值网络犙的参数θ为随机数

初始化目标动作价值函数犙^的参数θ
－
＝θ

对每个回合：

初始化状态狊１

对回合中的每个时间步长狋：

根据ε－贪心算法 选择动作

犪狋＝

随机动作 概率为ε

ａｒｇｍａｘ
犪
犙（狊狋，犪；θ）烅

烄

烆
其他

执行动作犪狋，观测奖赏狉狋和下一个状态狊狋＋１

将经验 （狊狋，犪狋，狉狋，狊狋＋１）存入经验池犇

／／经验回放

犇随机采样一批次的经验 （狊犼，犪犼，狉犼，狊犼＋１）

设狔犼 ＝
狉犼，回合在第犼＋１步结束

狉犼＋γｍａｘ
犪′
犙（狊犼＋１，犪′；θ

－），烅
烄

烆
其他

反向传播 ［狔犼－犙（狊犼，犪犼；θ）］
２，并用梯度下降法更新θ

／／周期性更新目标网络

每过犆步，将在线网络犙复制给目标网络犙^，即，设θ
－
＝

θ

直到状态狊狋是终止状态

直到所有回合结束

在现实的环境中，智能体往往很难获得完整的状

态。换句话说，现实世界的环境通常不严格符合马尔

可夫性［１６］。部分可观测马尔可夫决策过程 （ＰＯＭ

ＤＰ，ｐａｒｔｉａｌｌｙｏｂｓｅｒｖａｂｌｅｍａｒｋｏｖｄｅｃｉｓｉｏｎｐｒｏｃｅｓｓ）

对观测与真实状态之间的联系进行了数学建模，因而

能更好地描述现实环境的动态性［１８］。ＰＯＭＤＰ 在

ＭＤＰ的基础上引入了观测空间Ω与条件观测概率函

数犗 ，并将智能体对环境的一次感知定义为观测狅∈

Ω。观测与真实状态之间有着某种联系，这种联系通

过概率描述，即狅～犗（狊）。如此，ＰＯＭＤＰ就可以

被６个参数（犛，犃，犘，犚，Ω，犗）描述，分别表示状态空

间、动作空间、状态转移概率函数、奖赏函数，以及

相对于 ＭＤＰ新增加的观测空间Ω与条件观测概率函

数犗 。显然，当观测狅与状态狊一一对应时，ＰＯＭ

ＤＰ就变为了ＭＤＰ。２０１７年 ＭａｔｔｈｅｗＨａｕｓｋｎｅｃｈｔ和

ＰｅｔｅｒＳｔｏｎｅ提出的ＤＲＱＮ对ＤＱＮ的网络结构进行

了修改，将其第一个全连接层改为了相同大小的

ＬＳＴＭ层。

因为引入了记忆能力，使得神经网络能更好地对

抗由于观测带来的信息不完整。ＤＲＱＮ的神经网络

结构如图１所示。

１２　算法结构

本文在ＤＱＮ的基础上构建了一个深度强化学习

系统，如图２所示。

与大多数强化学习系统一样，从宏观层面上看，

　
投稿网址：ｗｗｗ．ｊｓｊｃｌｙｋｚ．ｃｏｍ



第１期 畅　鑫，等：


基于一维卷积循环神经网络的深度强化学习算法 ·２６１　　 ·

图１　ＤＲＱＮ结构示意图
［１６］

图２　深度强化学习系统示意图

本文所构建的系统同样为环境与智能体进行交互的闭

环系统。在每个步长里，智能体需要从环境获取当前

步长的状态和奖赏，并选择一个动作反作用到环境中。

具体到内部结构，智能体主要由４个部分组成，

分别为经验池、在线动作价值网络、目标动作价值网

络和神经网络优化器。在每个步长里，经验池会将这

一步长的状态、动作、奖赏以及下一步长的状态组合

成一条经验储存起来，并随机选择一个批次的经验供

神经网络训练使用；在线动作价值网络会根据当前步

长的状态选择一个动作；神经网络优化器会计算代价

函数，并将其计算结果反向传播给在线动作价值网

络，优化神经网络的参数。在设定好的参数复制周期

到来之时，目标动作价值网络会复制在线动作价值网

络的参数并更新自身的参数。

１３　伪代码

一维卷积循环网络的伪代码与ＤＱＮ的伪代码形

式基本一致，但因为包含了ＬＳＴＭ 层，需要对经验

回放部分进行修改，使其变为随机自举更新 （ｂｏｏｔ

ｓｔｒａｐｐｅｄｒａｎｄｏｍｕｐｄａｔｅｓ）
［１６］。下面为一维卷积循环

网络的伪代码。

一维卷积循环网络伪代码。

输出：关于动作价值函数犙的神经网络初始化经验池犇

初始化在线动作价值网络犙的参数θ为随机数

初始化目标动作价值函数犙^的参数θ
－
＝θ

对每个回合：

初始化状态狊１

对回合中的每个时间步长狋：

根据ε－贪心算法 选择动作

犪狋＝

随机动作， 概率为ε

ａｒｇｍａｘ
犪
犙（狊狋，犪；θ），烅

烄

烆
其他

执行动作犪狋，观测奖赏狉狋和下一状态狊狋＋１

将经验 （狊狋，犪狋，狉狋，狊狋＋１）存入经验池犇中本回合的位置

／／经验回放

随机选取一个序列长度狊犲狇＿犾犲狀

从经验池犇随机选取若干个回合的数据

从选取的回合数据中随机选取若干个时间点，并取出长

度为狊犲狇＿犾犲狀的经验序列

设狔犼＝
狉犼， 回合在第犼＋１步结束

狉犼＋γｍａｘ
犪′
犙（狊犼＋１，犪′；θ

－），烅
烄

烆
其他

反向传播 ［狔犼－犙（狊犼，犪犼；θ）］
２，并用梯度下降法更新θ

／／周期性更新目标网络

每过犆步，将在线网络犙复制给目标网络犙^，即，设θ
－
＝

θ

直到状态狊狋是终止状态

直到所有回合结束

２　一维卷积循环神经网络

为了在图像作为输入的Ａｔａｒｉ游戏环境上进行测

试，ＤＱＮ与ＤＲＱＮ 的神经网络都包含了二维卷积

层。通常情况下，如果输入不为图像，而仅仅是特征

向量，ＤＱＮ与ＤＲＱＮ所使用的神经网络将不会包含

卷积层。然而，卷积层的特征提取能力不仅可以应用

于提取图像特征，也可以应用于提取时间维度上的特

征［１９］。因此，本文探究了将卷积层的时间维度特征

提取能力应用于深度强化学习的可能性。

图２系统中的在线动作价值网络与目标动作价值

网络结构如图３所示，在ＤＲＱＮ所用神经网络的基

础上加入了一维卷积层，称为一维卷积循环神经网
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络。一维卷积层将在时间维度上对输入的数据进行卷

积，并提取其在时间维度上的特征。实验表明这样做

能提高神经网络的特征提取能力和拟合能力，从而提

高智能体的决策水平，使得智能体在与时序相关的环

境中有更好的表现。

图３　一维卷积循环神经网络示意图

２１　一维卷积层

为了解决深度强化学习在状态空间维度大的环境

中的快速收敛问题，本文用到了一维卷积层来提取状

态在时间维度上的特征。设输入为犡∈犚
犖×犆ｉｎ×犔ｉｎ，输

出为犢∈犚
犖×犆ｏｕｔ×犔ｏｕｔ，则一维卷积层的数学表达式为：

犢［犻，犼，：］＝β［犼］＋∑

犆
ｉｎ－１

犽＝０

α［犼，犽，：］★犡［犻，犽，：］（３）

式 （３）中，符号★为互相关运算，犖为一个批次训练

数据的大小，犆ｉｎ和犆ｏｕｔ分别为输入和输出数据的通道

数，犔ｉｎ 和 犔ｏｕｔ 分 别 为 输 入 和 输 出 数 据 的 长 度，

犽犲狉狀犲犾＿狊犻狕犲表示一维卷积核大小。α∈犚
犆
ｏｕｔ×犆ｉｎ×犽犲狉狀犲犾

＿狊犻狕犲

为该层的一维卷积核，β∈犚
犆
ｏｕｔ 为该层的偏置项。

２２　犔犛犜犕层

ＬＳＴＭ层是一种循环神经网络，能给神经网络

带来记忆能力。一般地，ＬＳＴＭ 层的输入为某一特

征向量的时间序列狓∈犚
犖×犔ｉｎ×犎ｉｎ。为简单起见，假设

一个批次只包含１条数据且该特征向量只包含１个特

征，即狓∈犚
犔
ｉｎ。由此可知狓 ＝ ［狓１，狓２，…，狓狋，…，

狓犔
ｉｎ
］犜，则对于狓中的任意一个时刻的元素狓狋，ＬＳＴＭ

层的数学表达式为：

犻狋＝σ（犠犻犻狓狋＋犫犻犻＋犠犺犻犺狋－１＋犫犺犻）

犳狋＝σ（犠犻犳狓狋＋犫犻犳 ＋犠犺犳犺狋－１＋犫犺犳）

犵狋＝ｔａｎｈ（犠犻犵狓狋＋犫犻犵 ＋犠犺犵犺狋－１＋犫犺犵）

狅狋＝σ（犠犻狅狓狋＋犫犻狅＋犠犺狅犺狋－１＋犫犺狅）

犮狋＝犳狋⊙犮狋－１＋犻狋⊙犵狋

犺狋 ＝狅狋⊙犮

烅

烄

烆 狋

（４）

式 （４）中，符号⊙表示哈达玛积，犖为一个批次训练

数据的大小，犔ｉｎ为时间序列在时间维度上的长度，犎ｉｎ

为时间数列包含的特征数。犻狋、犳狋、犵狋和狅狋分别被称为狋

时刻的输入门 （ｉｎｐｕｔｇａｔｅｓ）、遗忘门 （ｆｏｒｇｅｔｇａｔｅｓ）、

元胞门 （ｃｅｌｌｇａｔｅｓ）和输出门 （ｏｕｔｐｕｔｇａｔｅｓ）。犮狋 和犺狋

分别被称为狋时刻的元胞状态 （ｃｅｌｌｓｔａｔｅｓ）和隐藏状

态 （ｈｉｄｄｅｎｓｔａｔｅｓ）。

２３　全连接层

全连接层是神经网络最经典的组成部件。按照经

典的形式，设全连接层的输入为特征向量犡∈犚
犖×犎ｉｎ，

输出为犢∈犚
犖×犎ｏｕｔ，则全连接层的数学表达式为：

犢［犻，：］＝σ（犡［犻，：］犃＋犫） （５）

　　其中：σ为某一非线性激活函数，常用的有ｓｉｇ

ｍｏｉｄ函数和ＲｅＬＵ函数等。犖 为一个批次训练数据

的大小，犎ｉｎ和 犎ｏｕｔ分别为输入和输出数据的特征

数。犃∈犚
犎
ｉｎ×犎ｏｕｔ为该层的权重，犫∈犚

１×犎ｏｕｔ为该层的

偏置项。

２４　神经网络详细结构

具体地，以在 ＭｏｕｎｔａｉｎＣａｒｖ０环境中时为例。

在训练阶段，深度强化学习训练器会在每个训练步长

从经验池提取一个批次的经验用于训练神经网络，一

个批次包含５１２条训练数据；每条训练数据皆为时间

序列，序列长度在每个训练步长开始前随机选择；序

列中每个时刻都包含小车当时的位置和速度信息。训

练数据首先会被视为通道数为２的一维向量输入进一

维卷积层，用于提取时间维度上的特征；然后被视为

特征数为２的时间序列输入进ＬＳＴＭ 层，增强对数

据时间相关性的利用；最后将训练数据展开为一维向

量输入到全连接层得到最终对每个动作价值的估计。

为了加快收敛速度，在每一层后还加入了批归一化处

理 （ｂａｔｃｈｎｏｒｍａｌｉｚａｔｉｏｎ）。神经网络的详细结构如图

４所示。

在测试阶段，神经网络的输入为由当前时刻小车

的位置和速度组成的状态信息，为特征数为２的一维

向量，输出每个动作价值的估计。

３　实验验证与分析

为了验证本文所提出的在时间维度上引入一维卷

积层的有效性，设计仿真实验在ＯｐｅｎＡＩＧｙｍ提供

的 ＭｏｕｎｔａｉｎＣａｒｖ０环境下测试其性能，并在使用相

同超参数的情况下与ＤＱＮ的性能进行对比。
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图４　神经网络详细结构

在 ＭｏｕｎｔａｉｎＣａｒｖ０环境中，一辆小车处于两个

山峰之间的一条一维轨道上，如图５所示。小车的目

标是到达右边的山峰上，可是由于马力不足，小车必

须学会积攒能量才能完成这一目标。

图５　ＭｏｕｎｔａｉｎＣａｒｖ０环境示意图
［２０］

具体地，在 ＭｏｕｎｔａｉｎＣａｒｖ０环境中，神经网络

输入的状态信息为小车的位置和速度，组成特征数为

２的一维向量，输出的动作为小车的前进方向，共有

向左、向右和空挡３种选择。

在测试中，学习率为０．０１，衰减因子为０．９，探

索度为０．１；目标网络更新周期为１００，经验池大小

为４０９６，一个批次包含５１２条训练数据，即ｂａｔｃｈ

ｓｉｚｅ＝５１２，训练数据序列长度在１～３２中随机选择。

深度强化学习超参数总结如表１所示。

表１　深度强化学习超参数表

超参数 取值

学习率 ０．０１

衰减因子 ０．９

探索度 ０．１

目标网络更新周期 １００

经验池大小 ４０９６

批大小 ５１２

训练数据序列长度 ｒａｎｄｏｍ（１～３２）

下面首先给出一维卷积循环神经网络获取的总奖

赏随训练轮次的变化曲线。在 ＭｏｕｎｔａｉｎＣａｒｖ０环境

中，奖赏设定为当前时刻小车所具有的能量，即小车

动能与势能之和。在具体代码实现中，设狆狋 和狏狋 为

当前时刻小车的位置和速度，则奖赏狉狋的定义如下：

狉狋＝犪犫狊（狆狋＋０．６）＋１０×犪犫狊（狏狋） （６）

　　ＤＱＮ与一维卷积循环神经网络在 ＭｏｕｎｔａｉｎＣａｒ

ｖ０环境中获取总奖赏的表现如图６与图７所示。

图６　ＤＱＮ的总奖赏随训练轮次的变化

图７　一维卷积循环神经网络的

总奖赏随训练轮次的变化

图６与图７分别为ＤＱＮ和一维卷积循环神经网

络的总奖赏变化曲线。其中浅色部分表示原始数据，

深色部分是平滑滤波后的结果。对比两者的总奖赏变

化曲线，可以看出一维卷积循环神经网络相比ＤＱＮ

有着明显的提升。首先，在收敛过程中，一维卷积循

环神经网络的总奖赏曲线斜率更大，上升速度更快，

这说明一维卷积循环神经网络相比ＤＱＮ有着更高的

收敛效率；其次，更为突出的是，从最终达到的总奖

赏来看，一维卷积循环神经网络学习到的策略所获取

的总奖赏比ＤＱＮ明显高出一部分，大约为１０分。

图８与图９分别为ＤＱＮ和一维卷积循环神经网

络所作出动作选择的平均动作价值的变化曲线。其中
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浅色部分表示原始数据，深色部分是平滑滤波后的

结果。

图８　ＤＱＮ的平均动作价值随着训练轮次的变化

图９　一维卷积循环神经网络的平均

动作价值随着训练轮次的变化

可以看出在平均动作价值收敛的稳定性上，一维

卷积循环神经网络相比ＤＱＮ有着明显的提升。通过

观察图８和图９中浅色部分的原始数据可以发现，

ＤＱＮ的平均动作价值曲线波动较大，说明收敛过程

不稳定；一维卷积循环神经网络的平均动作价值曲线

波动较小，说明收敛过程相对稳定。

结合ＤＱＮ和一维卷积循环神经网络的训练历史

进行对比分析，不难发现一维卷积循环神经网络在最

终结果还是收敛速度上都要优于 ＤＱＮ。这是因为

ＬＳＴＭ层赋予了一维卷积循环神经网络记忆性，使

其可以利用更多的历史信息来辅助决策，并削弱

ＰＯＭＤＰ的影响，从而让一维卷积循环神经网络在时

间相关的环境中最终获得的总奖赏超过ＤＱＮ。同时，

ＬＳＴＭ层之前的一维卷积层在训练的过程中在时间

维度上进行特征提取，使得整个一维卷积循环神经网

络相比ＤＱＮ有着更快的收敛速度以及稳定性。故相

比于ＤＱＮ简单的全连接结构，一维卷积循环神经网

络在状态空间维度大且状态之间在时间上相关的环境

中有着更好的表现。

４　结束语

在使用深度强化学习解决现实问题时，许多问题

所构造的环境都存在着状态空间维度大且状态之间在

时间上相关的特征。如果能够利用好状态在时间上的

相关性就可以有效提升神经网络在大维度状态空间中

的收敛效率。就本文所提出的一维卷积循环神经网络

来说，ＬＳＴＭ层的引入使得其拥有了一定的记忆能

力，而一维卷积层的加入则让其在具备记忆能力的基

础上有了更强的特征提取能力，进而可以更高效地处

理时间维度上的信息。这使得改进后的算法能在

ＭｏｕｎｔａｉｎＣａｒｖ０这样与时序相关的环境中能够得到

得到更高的总回报。同时，一维卷积层还增加了神经

网络的拟合能力以及稳定性，使得深度强化学习的训

练过程更加平稳。
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