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基于犔犛犜犕－犔犻犵犺狋犌犅犕模型的车站

环境温度预测

张亚伟，陈瑞凤，徐春婕，杨国元，吕晓军，方　凯
（中国铁道科学研究院集团有限公司 电子计算技术研究所，北京　１０００８１）

摘要：客运火车站环境温度易受其他环境特征变量如湿度、ＰＭ２．５、二氧化碳等影响，传统的单变量预测算法

并未考虑其他环境特征变量的影响因素；为进一步准确预测车站环境温度值，提出了结合长短期记忆神经网络

ＬＳＴＭ与梯度提升算法ＬｉｇｈｔＧＢＭ的组合模型，对客运站环境温度值进行预测；首先将预处理数据输入ＬＳＴＭ 模

型，对环境特征变量湿度、二氧化碳、ＰＭ２．５、ＰＭ１０进行单变量预测；再将环境特征变量的ＬＳＴＭ输出预测值输

入ＬｉｇｈｔＧＢＭ模型得出环境温度预测值；根据波形图与均方根误差ＲＭＳＥ对比分析，基于ＬＳＴＭ－ＬｉｇｈｔＧＢＭ的组

合模型预测方法可以保留ＬＳＴＭ模型对单变量预测的周期性特点，且可表现出环境特征变量输入ＬｉｇｈｔＧＢＭ 模型

后对温度预测的非平稳变化；结果表明基于ＬＳＴＭ－ＬｉｇｈｔＧＢＭ的组合模型方法比单纯使用ＬＳＴＭ方法更接近原始

波形，具有更低的ＲＭＳＥ。

关键词：环境温度；单变量预测；长短期记忆神经网络；梯度提升算法；环境特征变量
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模型的车站环境温度预测 · ２１　　　 ·

０　引言

智能高铁已成为目前铁路运输领域的发展方向，

推进智能车站的建设是构建智能高铁的重要组成部分。

铁路客运站作为城市间重要的桥梁，智能化体验、舒

适旅行也成为了人们所追求的目标。某些大型客运站

人流进出量大，容易出现人流密集、拥挤的情况，而

其内部的空气环境直接影响着旅客舒适度的体验，尤

其是温度成为了环境指数中重要的物理量。站内风水

系统的调节直接受环境温度影响，随着环境温度高低

的变化，风水系统可提前调节为合适的大小，从而可

达到最佳的旅客感知体验。站内温度受多方面环境因

素影响，包括湿度、二氧化碳 （ＣＯ２）浓度、ＰＭ２．５、

ＰＭ１０等参数，本文基于站内环境特征变量参数，结

合模型算法重点研究站内环境温度的预测问题。

基于数学建模的预测方法种类繁多，如单耗法、

弹性系数法、统计分析法、灰色预测法等［１］。针对不

同预测内容的特点会选择相应的预测方法建立预测模

型。对于中短期预测，近似于指数增长的预测，可选

用灰色预测模型。对于时间序列问题，传统方法有指

数平滑法、自回归积分滑动平均 ＡＲＩＭＡ模型算法，

ＬＳＴＭ模型算法等
［２］，这些方法对具有周期性规律的

数据预测有较好的效果。对于多因子影响的预测问题，

可用ＢＰ、ＧＢＤＴ等机器学习算法
［３］。文献 ［２ ３］采

用分位数回归法、改变学习速率法对ＬＳＴＭ模型进行

了改进，并应用于用电负荷与股价趋势预测。文献

［４］采用时间序列分析ＡＲＩＭＡ模型对局部地区的季

节性气温进行了预测。另外，基于ＧＢＤＴ模型改进的

梯度提升算法如ＸＧＢｏｏｓｔ、ＬｉｇｈｔＧＢＭ模型，具有训练

速度快、占用内存小的特点，也得到了相关预测的应

用。车站环境温度值有两个特点：（１）一种时间序列，

即数据会随时间发展而展现出一种规律性，受季节与

白天黑夜的影响呈现一种周期性波动；（２）规律之中

又有其特殊性，如会受湿度值、ＰＭ２．５、ＣＯ２ 等环境

因素的影响而发生波动，对于车站人员密集场所，这

些因素的影响会更大，单独使用上述算法缺乏对车站

环境温度的整体预测感知能力。

针对车站环境温度的特点，本文将 ＬＳＴＭ 与

ＬｉｇｈｔＧＢＭ模型进行组合，充分利用车站环境特征变

量对站内环境温度进行预测。该组合模型能够结合

ＬＳＴＭ 与ＬｉｇｈｔＧＢＭ 模型各自的特点，既可挖掘长

时数据之间的内在关系，又可避免非连续性以及波动

数据对预测精度的不良影响［４］。

１　犔犛犜犕环境预测模型算法

ＬＳＴＭ是一种特殊的 ＲＮＮ网络，ＲＮＮ会存在

梯度消失和梯度爆炸的问题，ＬＳＴＭ通过ｃｅｌｌ门开关

实现时间上的记忆功能，并防止梯度消失，可以学习

长期依赖信息，让信息长期保存，解决ＲＮＮ的缺陷

问题［５］，其算法结构如图１。ＬＳＴＭ的当前输入狓狋和

上一个状态传递下来的犺狋－１拼接训练可以得到四个状

态，状态公式如下：

图１　ＬＳＴＭ算法结构图

狕＝ｔａｎ犺（狑
狓
狋

犺
狋－１） （１）

狕犻＝σ（狑
犻
狓
狋

犺
狋－１） （２）

狕犳 ＝σ（狑犳狓
狋

犺
狋－１） （３）

狕狅 ＝σ（狑
狅
狓
狋

犺
狋－１） （４）

式 （２）～ （４）的狕犻，狕犳，狕狅 是由拼接向量乘以权重矩

阵之后，再通过一个ｓｉｇｍｏｉｄ激活函数转换成０到１之

间的数值，作为一种门控状态。公式 （１）中狕是将结

果通过ｔａｎ犺激活函数转换成－１到１之间的值。⊙是

操作矩阵中对应的元素相乘，要求两个相乘矩阵是同

型的［６］。
!

代表矩阵加法。犮狋、犺狋、狔
狋计算公式如下：

犮狋＝狕犳⊙犮
狋－１
＋狕

犻
⊙狕 （５）

犺狋＝狕
狅
⊙ｔａｎ犺（犮

狋） （６）

狔
狋
＝σ（犠犳犺狋） （７）

　　ＬＳＴＭ模型计算过程主要分为三个阶段：忘记

阶段、输入阶段、输出阶段。忘记阶段即 “忘记”之

前没用的信息。遗忘门会根据当前时刻节点的输入

狓狋、上一时刻节点的状态犮狋－１ 和上一时刻节点的输出

犺狋－１ 来决定哪些信息将被遗忘
［７］。输入阶段决定当前

输入数据哪些信息被留下来。主要对输入狓狋 进行选

择记忆。当前输入内容由公式 （１）狕得出，选择门

控信号由狕犻来进行控制。由公式 （１）、（２）、（３）可

得到传输给下一个状态的犮狋，即公式 （５）。输出阶段
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确定输出值。ＬＳＴＭ 在得到最新节点状态犮狋 后，结

合上一时刻节点输出犺狋－１ 和当前时刻节点的输入狓狋

来决定当前时刻节点的输出狔
狋，通过公式 （６）的犺狋

变化得到公式 （７）。其中公式 （６）中狕狅 来进行控

制，并对状态犮狋进行了缩放 （通过ｔａｎｈ激活函数进

行变化）［８］。

２　犔犻犵犺狋犌犅犕模型算法

ＬｉｇｈｔＧＢＭ是基于决策树算法的分布式梯度提升

ＧＢＤＴ框架，在大训练样本和高维度特征的数据环

境下，ＧＢＤＴ算法的性能以及准确性会面临极大的

挑战。为 了 解 决 此 问 题，ＬｉｇｈｔＧＢＭ 应 运 而 生。

ＬｉｇｈｔＧＢＭ具有训练速度快、内存占用少、准确率

高、支持并行化学习、可处理大规模数据的特点［９］。

ＬｉｇｈｔＧＢＭ在梯度算法中主要采用了一些优化算法：

１）单边梯度采样算法 （ＧＯＳＳ）：ＬｉｇｈｔＧＢＭ 使

用ＧＯＳＳ算法进行训练样本采样的优化。ＧＯＳＳ算法

的基本思想是首先对训练集数据根据梯度排序，预设

一个比例，保留在所有样本中梯度高于比例的数据样

本；梯度低于该比例的数据样本不会直接丢弃，而是

设置一个采样比例，从梯度较小的样本中按比例抽取

样本。为了弥补对样本分布造成的影响，ＧＯＳＳ算法

在计算信息增益时，会对较小梯度的数据集乘以一个

系数用来放大。在计算信息增益时，算法可以更加关

注 “未被充分训练”的样本数据。

２）ＥＦＢ 算法 （ＥｘｃｌｕｓｉｖｅＦｅａｔｕｒｅＢｕｎｄｌｉｎｇ）：

ＬｉｇｈｔＧＢＭ算法不仅通过ＧＯＳＳ算法对训练样本进行

采样优化，也进行了特征抽取，以进一步优化模型的

训练速度。ＥＦＢ算法可以将数据集中互斥的特征绑

定在一起，形成低维的特征集合，能够有效避免对０

值特征的计算。在算法中，可以对每个特征建立一个

记录非零值特征的表格。通过对表中数据的扫描，可

以有效降低创建直方图的时间复杂度。

３）直方图算法 （Ｈｉｓｔｏｇｒａｍ）：ＬｉｇｈｔＧＢＭ 采用

了基于直方图的算法，将连续的特征值离散化成了

犓个整数，构造宽度为犓 的直方图，遍历训练数据，

统计每个离散值在直方图中的累积统计量。在选取特

征的分裂点时，只需要遍历排序直方图的离散值。使

用直方图算法降低了算法的计算代价，同时降低了算

法的内存消耗。

４）按叶子生长 （ｌｅａｆ－ｗｉｓｅ）算法：大多数决策

树学习算法的树生成方式都采用按层生长 （ｌｅｖｅｌ－

ｗｉｓｅ）的策略
［１０］，如图２所示。

图２　ｌｅｖｅｌ－ｗｉｓｅ策略图

ＬｉｇｈｔＧＢＭ 采用一种更为高效的按叶子生长

（ｌｅａｆ－ｗｉｓｅ）策略算法，如图３所示。该策略每次从

当前决策树所有的叶子节点中，找到分裂增益最大的

一个叶子节点进行分裂，如此循环往复。该机制减少

了对增益较低的叶子节点的分裂计算。与ｌｅｖｅｌ－

ｗｉｓｅ策略相比，在分裂次数相同的情况下，ｌｅａｆ－

ｗｉｓｅ可以降低误差，得到更好的精度。Ｌｅａｆ－ｗｉｓｅ

算法的缺点是可能会生成较深的决策树。因此，

ＬｉｇｈｔＧＢＭ在ｌｅａｆ－ｗｉｓｅ上增加了限制最大深度的参

数，在保证算法高效的同时，防止过拟合［１１］。

图３　ｌｅａｆ－ｗｉｓｅ策略图

３　基于犔犛犜犕－犔犻犵犺狋犌犅犕组合模型预测算法

基于ＬＳＴＭ－ＬｉｇｈｔＧＢＭ组合模型对温度进行预

测的流程图如下，其中环境特征变量为湿度、二氧化

碳、ＰＭ２．５、ＰＭ１０，环境传感器数据除上述４种环

境特征变量外还包含温度值。

图４　ＬＳＴＭ－ＬｉｇｈｔＧＢＭ算法流程图

３１　数据预处理

数据来源为京张线清河站环境传感器获取的两日

内１４５ 条 数 据，包 含 温 度 （Ｔｅｍｐｒａｔｕｒｅ）、湿 度

（ｈｕｍｉｄｉｔｙ）、二氧化碳 （ＣＯ２）、ＰＭ２．５、ＰＭ１０数
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据。表１所示为采集数据的前５行：

表１　环境传感器采集数据

ｔｉｍｅ
Ｈｕｍｉｄｉｔｙ
／％

ＣＯ２

／ＰＰＭ

ＰＭ２．５／

（μｇ／ｍ
３）

ＰＭ１０／

（μｇ／ｍ
３）
Ｔｅｍｐｅｒａ

ｔｕｒｅ／℃

２０２１／１／２４０：００ ５７ ５０６ １９ ３７３ ７

２０２１／１／２４０：０５ ３７ ５２１ ２０ ４１２ ５．２

２０２１／１／２４０：１０ ３６ ５２４ ２０ ４２４ ５．１

２０２１／１／２４０：１５ ３８ ５４９ １８ ３５３ ３．７

２０２１／１／２４０：２０ ５６ ５２２ １８ ３５０ ７．２

由于输入、输出变量值差异较大，先做归一化处

理，以减小所得结果误差［１２］。采用ｍｉｎ－ｍａｘ标准化方

法，将数据映射到 ［０，１］之间，如公式 （１０）所示：

狓 ＝
狓－狓ｍｉｎ
狓ｍａｘ－狓ｍｉｎ

（１０）

　　其中：狓ｍａｘ为样本数据的最大值，狓ｍｉｎ为样本数据

的最小值。归一化后的数据前五行如表２所示。

表２　归一化样本

ｈｕｍｉｄｉｔｙ ＣＯ２ ＰＭ２．５ ＰＭ１０ Ｔｅｍｐｒａｔｕｒｅ

０．７８ ０．０５ ０．６７ ０．３３ ０．９１

０．１６ ０．３２ １．００ ０．７９ ０．４９

０．１３ ０．３８ １．００ ０．９３ ０．４７

０．１９ ０．８２ ０．３３ ０．０９ ０．１４

０．７５ ０．３４ ０．３３ ０．０６ ０．９５

３２　构造模型及训练

３．２．１　构造ＬＳＴＭ训练模型

首先将输入数据整理成ＬＳＴＭ所需的三维结构，

表示为 （ＴｒａｉｎＸ，ＳｅｑＬｅｎ，Ｄｉｍ ＿ｉｎ）第一个维度

ＴｒａｉｎＸ表示对应样本，第二个维度ＳｅｑＬｅｎ表示该样

本所采集的序列数据 （指定序列长度），第三个维度

Ｄｉｍ＿ｉｎ表示对应的特征维度，本文数据集环境特征

变量为４个，因此Ｄｉｍ＿ｉｎ取４。按照此三维结构形

式将数据集划分为训练集和测试集［１３］。

第二，构建ＬＳＴＭ 模型。模型结构表示为 （Ｕ

ｎｉｔｓ，Ｉｎｐｕｔ＿Ｓｈａｐｅ，Ａｃｔｉｖａｔｉｏｎ，Ｒｅｃｕｒｒｅｎｔ＿ｄｒｏｐ

ｏｕｔ）。Ｕｎｉｔｓ为隐含层神经元个数，Ｉｎｐｕｔ＿Ｓｈａｐｅ为

输入数据集的结构形式，Ａｃｔｉｖａｔｉｏｎ为激活函数，

Ｒｅｃｕｒｒｅｎｔ＿ｄｒｏｐｏｕｔ为学习率。分析数据集样本大小

和特点，得到最佳模型取值。本文 Ｕｎｉｔｓ取４５，Ａｃ

ｔｉｖａｔｉｏｎ取 “ｒｅｌｕ”，Ｒｅｃｕｒｒｅｎｔ＿ｄｒｏｐｏｕｔ为０．０１。

第三，训练ＬＳＴＭ模型。训练模型结构为 （Ｘ＿

Ｔｒａｉｎ，Ｙ＿Ｔｒａｉｎ，Ｅｐｏｃｈｓ，Ｂａｔｃｈ＿Ｓｉｚｅ，Ｖａｌｉｄａｔｉｏｎ

＿Ｓｐｌｉｔ）。Ｘ ＿Ｔｒａｉｎ，Ｙ ＿Ｔｒａｉｎ为模型训练数据；

Ｅｐｏｃｈｓ为迭代次数；Ｂａｔｃｈ＿Ｓｉｚｅ为批处理样本数；

Ｖａｌｉｄａｔｉｏｎ＿Ｓｐｌｉｔ为训练验证集分割比例。训练模型

参数的取值是基于先验知识与大量实验得出，本文

Ｅｐｏｃｈｓ取值为１００，Ｂａｔｃｈ＿Ｓｉｚｅ为１６，Ｖａｌｉｄａｔｉｏｎ＿

Ｓｐｌｉｔ为０．８
［１４］。

３．２．２　构造ＬｉｇｈｔＧＢＭ训练模型

将数据集划分为训练集和验证集，设置训练集和

验证集比例系数为０．８。模型的参数设置是基于先验

知识以及大量的实验，针对所用实验数据，ＬｉｇｈｔＧ

ＢＭ训练模型的核心参数设置如下
［１５］：

ｏｂｊｅｃｔｉｖｅ：任务类型。可选任务类型为ｒｅｇｒｅｓ

ｓｉｏｎ （回归）、ｂｉｎａｒｙ （二分类）、ｍｕｌｔｉｃｌａｓｓ （多分

类）等。本文任务是进行预测，设置为ｒｅｇｒｅｓｓｉｏｎ。

ｎｕｍ＿ｌｅａｖｅｓ：叶节点的数目。该参数决定树模

型的复杂度，越大会越准确，但可能过拟合，该参数

设置为１２０。

ｍａｘ＿ｄｅｐｔｈ：控制了树的最大深度。该参数可以

显式的限制树的深度。一般设置为不大于ｌｏｇ２ （ｎｕｍ

＿ｌｅａｖｅｓ）的值，本文设置为７。

ｍｉｎ＿ｄａｔａ＿ｉｎ＿ｌｅａｆ：每个叶节点的最少样本数

量。它是处理ｌｅａｆ－ｗｉｓｅ树的过拟合的重要参数。将

它设为较大的值，可以避免生成一个过深的树，但是

也可能导致欠拟合。本文设置为１６。

ｌｅａｒｎｉｎｇ＿ｒａｔｅ：训练模型的学习率。较大的学习

率会加快收敛速度，但是会降低准确率，默认为０．１。

针对数据集的大小可调整学习率，本文设置为０．０５。

ｎｕｍ＿ｂｏｏｓｔ＿ｒｏｕｎｄ：迭代次数。设置为１０００
［１６］。

３．２．３　ＬＳＴＭ－ＬｉｇｈｔＧＢＭ组合模型预测

将环境 特征 变量 湿 度、二 氧 化 碳、ＰＭ２．５、

ＰＭ１０数据输入ＬＳＴＭ 训练模型，可计算出每个环

境特征变量的预测值。该多维预测值作为输入变量，

输入ＬｉｇｈｔＧＢＭ模型，由此可得出温度预测值。

３．２．４　实验评价标准

误差标准采用均方根误差 （ＲＭＳＥ）公式
［７］。

ＲＭＳＥ计算公式如下：其中狔犻为所采集的每个数据，

狔^犻为预测值，犿为样本数
［１７］。

犚犕犛犈 ＝
１

犿∑
犿

犻＝１

（狔犻－狔犻
＾

）
槡

２ （９）

４　结果分析

选取环境特征变量２４条数据 （即２小时）输入
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ＬＳＴＭ模型，所得预测结果如图５，四幅图为每个环

境特征变量的预测结果。从图中可看出ＬＳＴＭ 模型

对于有突变的尖峰预测灵敏度较差，但是可以将数据

的整体上升下降趋势预测出来［１８］。表３为环境特征

变量预测值与真实值的ＲＭＳＥ。

图５　ＬＳＴＭ环境特征变量预测结果

表３　环境特征变量预测ＲＭＳＥ

ｈｕｍｉｄｉｔｙ ＣＯ２ ＰＭ２．５ ＰＭ１０

ＲＭＳＥ ９．８１ １１．２３ ０．８８ ２６．３９

图６　ＬＳＴＭ－ＬｉｇｈｔＧＢＭ温度预测结果

将 ＬＳＴＭ 模 型 已 预 测 的 湿 度、二 氧 化 碳、

ＰＭ２．５、ＰＭ１０数据输入ＬｉｇｈｔＧＢＭ训练模型，所得

温度预测值如图６。两模型预测结果ＲＭＳＥ分别为

０．８２和１．３５。从图中可看出，ＬＳＴＭ－ＬｉｇｈｔＧＢＭ

组合模型比 ＬＳＴＭ 模型结果更接近原始波形，

ＬＳＴＭ－ＬｉｇｈｔＧＢＭ 组合模型对波形突变有更好的响

应，能反应出环境特征变量所引起的温度变化。

本文利用ＬｉｇｈｔＧＢＭ 自带的输入变量重要性判

别函数对环境特征变量的重要性做了对比，结果如表

４与图７。表５对环境特征变量的重要性用数值进行

量化，重要性代表特征值在训练过程中使用

的平均次数［１９］，图７以折线图形式呈现。可

以看出，二氧化碳和ＰＭ１０对预测结果有较

大影响。

表４　环境特征变量重要性比对

环境特征 重要性

ｈｕｍｉｄｉｔｙ １３２

ＣＯ２ ２６８

ＰＭ２．５ ２９

ＰＭ１０ ２８７

　图７　环境特征变量重要性比对折线图

５　结束语

本文基于客运火车站重点区域的环境传感器实际

数据，采用预测算法对车站温度值进行预测分析。首

先利用ＬＳＴＭ模型分别对湿度、二氧化碳、ＰＭ２．５、

ＰＭ１０四项环境特征变量进行预测。再利用 ＬＳＴＭ

模型预测的四项环境特征变量输入ＬｉｇｈｔＧＢＭ 模型

对温度值进行预测。通过对比单独使用ＬＳＴＭ 模型

与使用ＬＳＴＭ－ＬｉｇｈｔＧＢＭ组合模型对温度的预测结

果，得出ＬＳＴＭ－ＬｉｇｈｔＧＢＭ组合模型的预测值有更

低的ＲＭＳＥ，其预测波形趋势更接近原始波形。

本文研究内容可应用于车站重点区域环境温度的

预测，可为工作人员提供辅助决策手段，如通过预测

值提前设定站内风水系统的空调温度值与通风量大
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小，从而提升区域舒适度，减少能耗［２０］。最后，本

文的算法仍有研究空间，如训练数据量大小对模型的

影响，不同环境特征变量的预测对车站节能、舒适度

的影响等。

参考文献：

［１］ＺＨＡＯＺ，ＣＨＥＮ Ｗ Ｈ，ＷＵＸＭ，ｅｔａｌ．ＬＳＴＭＮｅｔ

ｗｏｒｋ：Ａ ＤｅｅｐＬｅａｒｎｉｎｇ ＡｐｐｒｏａｃｈｆｏｒＳｈｏｒｔ－ｔｅｒｍ

ＴｒａｆｆｉｃＦｏｒｅｃａｓｔ ［Ｊ］．ＩＥＴＩｎｔｅｌｌｉｇｅｎｔＴｒａｎｓｐｏｒｔＳｙｓ

ｔｅｍｓ，２０１７，１１ （２）：６８ ７５．

［２］李　彬，彭曙蓉，彭君哲，等．基于深度学习分位数回

归模型的风电功率概率密度预测 ［Ｊ］．电力自动化设

备，２０１８，３８ （９）：１５ ２０．

［３］孙瑞奇．基于ＬＳＴＭ 神经网络的美股股指价格趋势预

测模型的研究 ［Ｄ］．北京：首都经济贸易大学，２０１６．

［４］马　力，于瑞林，李　杰，等．基于时间序列分析并预

测三峡库区局地环境温度的变化 ［Ｊ］．中国农业气象，

２０１８，３９ （１）：９ １７．

［５］李　乐．时空序列数据预处理方法研究 ［Ｄ］．北京：中

国科学院大学，２０１７．

［６］刘蓉晖，赵才涛．基于数据挖掘技术的气温敏感负荷短

期预测研究 ［Ｊ］．电网与清洁能源，２０１７，３３ （１１）：３２

３８．

［７］ＹＡＮＧＹ，ＤＯＮＧＪ，ＳＵＮＸ，ｅｔａｌ．ＡＣＦＣＣ－ＬＳＴＭ

ＭｏｄｅｌｆｏｒＳｅａＳｕｒｆａｃｅＴｅｍｐｅｒａｔｕｒｅＰｒｅｄｉｃｔｉｏｎ［Ｊ］．Ｇｅ

ｏｓｃｉｅｎｃｅａｎｄＲｅｍｏｔｅＳｅｎｓｉｎｇＬｅｔｔｅｒｓ，２０１８，１５ （２）：

２０７ ２１１．

［８］ＫＥＧＬ，ＱＩＭ，ＴＨＯＭＡＳＦＩＮＬＥＹ，ｅｔａｌ．ＬｉｇｈｔＧ

ＢＭ：ａｈｉｇｈｌｙｅｆｆｉｃｉｅｎｔｇｒａｄｉｅｎｔｂｏｏｓｔｉｎｇｄｅｃｉｓｉｏｎｔｒｅｅ

［Ｃ］／／ＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓ

ｔｅｍｓ，２０１７：３１４９ ３１５７．

［９］ＣＨＥＮ Ｔ，ＧＵＥＳＴＲＩＮ Ｃ．ＸＧＢｏｏｓｔ：ａｓｃａｌａｂｌｅｔｒｅｅ

ｂｏｏｓｔｉｎｇｓｙｓｔｅｍ ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２２ｎｄＡＣＭ

ＳＩＧＫＤＤＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｏｎｃｅｏｎＫｎｏｗｌｅｄｇｅＤｉｓ

ｃｏｖｅｒｙａｎｄＤａｔａＭｉｎｉｎｇ．ＡＣＭ，２０１６．１３４ １４２．

［１０］赵冬红，刘文颖．基于负荷预测模型特性的组合预测

新方法 ［Ｊ］．现代电力，２００８，２５ （６）：２１ ２６．

［１１］陈剑强，杨俊杰，楼志斌．基于ＸＧＢｏｏｓｔ算法的新型

短期负荷预测模型研 ［Ｊ］．电测与仪表，２０１９，５６

（２１）：２３ ２９．

［１２］焦润海，苏辰隽，林碧英，等．基于气象信息因素修正

的灰色短期负荷预测模型 ［Ｊ］．电网技术，２０１３，３７

（３）：７２０ ７２５．

［１３］杨红军，王胜辉，李潇潇．基于最优加权组合模型的光

伏出力预测 ［Ｊ］．沈阳工程学院学报，２０１９，１５ （４）：

３００ ３０５．

［１４］王华勇，杨　超，唐　华．基于ＬｉｇｈｔＧＢＭ改进的ＧＢ

ＤＴ短期负荷预测研究 ［Ｊ］．自动化仪表，２０１８，３９

（９）：７６ ７８．

［１５］熊军华，牛　珂，张春歌，等．基于小波变异果蝇优化

支持向量机短期负荷预测方法研究 ［Ｊ］．电 力系统保

护与控制，２０１７，４５ （１３）：７１ ７７．

［１６］ＣＨＡＲＬＥＳ ＤＵＢＯＵＴ，ＦＲＡＮＯＩＳ ＦＬＥＵＲＥＴ．

Ｂｏｏｓｔｉｎｇｗｉｔｈ ｍａｘｉｍｕｍ ａｄａｐｔｉｖｅｓａｍｐｌｉｎｇ ［Ｃ］／／

ＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ，

２０１１：１３３２ １３４０．

［１７］许言路，张建森，吉　星，等．基于多模型融合神经网

络的短期负荷预测 ［Ｊ］．控制工程，２０１９，２６ （４）：

６１９ ６２４．

［１８］ＳＡＮＪＡＹＲＡＮＫＡ，ＶＳＩＮＧＨ．Ｃｌｏｕｄｓ：Ａｄｅｃｉｓｉｏｎ

ｔｒｅｅｃｌａｓｓｉｆｉｅｒｆｏｒｌａｒｇｅｄａｔａｓｅｔｓ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ

ｔｈｅ４
ｔｈ
ＫｎｏｗｌｅｄｇｅＤｉｓｃｏｖｅｒｙａｎｄＤａｔａＭｉｎｉｎｇＣｏｎｆｅｒ

ｅｎｃｅ，１９９８：２ ８．

［１９］周　挺，杨　军，周强明，等．基于改进ＬｉｇｈｔＧＢＭ的

电力系统暂态稳定评估方法 ［Ｊ］．电网技术，２０１９，

４３ （６）：１９３１ １９４０．

［２０］ ＲＯＮ ＡＰＰＥＬ， ＴＨＯＭＡＳ Ｊ ＦＵＣＨＳ， ＰＩＯＴＲ

ＤＯＬＬ?Ｒ，ｅｔａｌ．Ｑｕｉｃｋｌｙｂｏｏｓｔｉｎｇｄｅｃｉｓｉｏｎｔｒｅｅｓ－

ｐｒｕｎｉｎｇｕｎｄｅｒａｃｈｉｅｖｉｎｇｆｅａｔｕｒｅｓｅａｒｌｙ ［Ｃ］／／ＩＣＭＬ

（３），２０１３：

檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳檳

５９４ ６０２．

（上接第１９页）

［１６］程利军，张英堂，李志宁．基于阶比跟踪及共振解调

的连杆轴承故障诊断研究 ［Ｊ］．内燃机工程，２０１２

（５）：６７ ６３．

［１７］周　宇，陈　进，董广明，等．基于循环双谱二次切

片分析的滚动轴承故障诊断研究 ［Ｊ］．振动与冲击，

２０１２ （１８）：２４ ２８．

［１８］王小玲，陈　进，从飞云．基于时频的频带熵方法在

滚动轴承故障识别中的应用 ［Ｊ］．振动与冲击，２０１２

（１８）：２９ ３３．

［１９］罗红梅，齐明侠，裴峻峰，等．滚动轴承故障诊断中

精确转频的实用计算新方法 ［Ｊ］．振动与冲击，２００７

（５）：６４ ６６．

［２０］肖志松，唐力伟，王　虹．时域平均在行星齿轮箱故

障诊断的应用 ［Ｊ］．河北工业大学学报，２００３ （６）：

９９ １０２．

　
投稿网址：ｗｗｗ．ｊｓｊｃｌｙｋｚ．ｃｏｍ




