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基于图神经网络的具有依赖关系任务的

计算卸载方法

崔　硕，覃少华，谢志斌，张家豪，卞圣强
（广西师范大学 计算机科学与信息工程学院，广西 桂林　５４１００４）

摘要：计算卸载作为移动边缘计算的关键技术之一，通过将任务就近迁移至边缘服务器上执行大幅降低了用户的等待时延；

针对具有依赖关系任务的计算卸载问题，为了解决以往文献在将表示任务依赖关系的有向无环图输入深度强化学习算法的神经网

络时存在的丢失结构信息的问题，提出了一种有向无环图神经网络 （ＤＡＧＮＮ，ｄｉｒｅｃｔｅｄａｃｙｃｌｉｃｇｒａｐｈｎｅｕｒａｌｎｅｔｗｏｒｋ），并将其与

深度强化学习相结合，用以做卸载调度的决策；卸载决策的过程被描述为马尔科夫决策过程，用提出的ＤＡＧＮＮ评估深度强化学

习算法中每个卸载动作的Ｑ值，进而做出卸载调度决策；仿真实验表明，所提出算法在各种条件下的表现均优于其它所有基线

算法，并表现出较好的稳定性和通用性。

关键词：移动边缘计算；任务调度；计算卸载；图神经网络；依赖关系
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０　引言

移动边缘计算 （ＭＥＣ，ｍｏｂｉｌｅｅｄｇｅｃｏｍｐｕｔｉｎｇ）技术通

过在网络边缘部署计算和存储资源，将云计算的部分能力

下沉到无线接入网等靠近用户的网络边缘，就近为用户提

供计算和存储服务，降低用户的等待时延，同时减轻了骨

干网的负担，防止网络拥塞的发生［１３］。计算卸载是 ＭＥＣ

的关键技术［４］，用户设备可以通过计算卸载技术将计算密

集型的应用整体或部分地卸载到 ＭＥＣ服务器上运行，显著

降低了处理时延和能耗。

细粒度的计算卸载将应用进一步分割为多个任务，使

得任务间的并行卸载处理成为可能［５］。由于在应用程序中

一个任务经常需要其它任务的输出数据作为自己的输入，

因而不同任务间是具有依赖关系的。现有文献大多使用有

向无环图 （ＤＡＧ，ｄｉｒｅｃｔｅｄａｃｙｃｌｉｃｇｒａｐｈ）对具有依赖关系

的计算卸载问题进行建模，但是由于ＤＡＧ结构的复杂性和

多样性，基于ＤＡＧ的计算卸载问题是困难的
［５７］。受制于

问题的复杂性，文献［８ ９］大多使用启发式算法对这一问

题进行求解。然而，启发式算法难以满足 ＭＥＣ环境下的实

时动态决策的要求［１０］，同时也缺乏通用性。针对这一问题，

文献［１０ １２］提出通过深度强化学习 （ＤＲＬ，ｄｅｅｐｒｅｉｎ

ｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ）算法求解ＤＡＧ任务卸载调度决策的方

法，利用ＤＲＬ算法较强的表示能力
［１３］对ＤＡＧ卸载决策问

题巨大的状态空间进行学习，与此同时ＤＲＬ算法把最大化
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长期奖励作为目标，可以避免卸载决策算法陷入局部最优，

更能求得全局最优解。

然而，使用ＤＲＬ算法解决基于ＤＡＧ的卸载调度问题

时会遇到一个棘手的问题，那就是ＤＲＬ算法所使用的神经

网络只适用于处理欧氏空间数据［１４］，无法处理非欧式空间

的数据，因而对这一卸载调度问题中的ＤＡＧ图无能为力。

为了能将ＤＡＧ图输入ＤＲＬ算法的神经网络中，文献［１５］

采取嵌入的方法，把ＤＡＧ图中的每个任务节点的本地执行

时延、ＭＥＣ服务器执行时延和前驱后继任务的索引等信息

构成一个定长的任务嵌入向量，然后输入到ＤＲＬ算法的神

经网络中。这种方法中每个任务的嵌入向量是定长的，同

时由于嵌入向量的长度直接决定了ＤＲＬ算法中神经网络的

规模，因而嵌入向量的长度不能过长。但是对于很多ＤＡＧ

结构复杂的应用来说其中核心任务的前驱后继任务的数量

可能是非常大的，这将导致ＤＡＧ图转换为嵌入向量的过程

会丢失很多ＤＡＧ自身的结构信息，从而使制定的卸载策略

不够准确。鉴于图神经网络 （ｇｒａｐｈｎｅｕｒａｌｎｅｔｗｏｒｋ，ＧＮＮ）

所表现出的对图结构数据出色的处理能力［１６］，本文针对

ＤＡＧ任务卸载调度问题提出一种新颖的将ＧＮＮ和ＤＲＬ算

法相结合的方案，收到了很好的效果。

本文提出的方案基于ＤＲＬ中的ＤＱＮ算法进行了修改

以使其适用于处理ＤＡＧ任务的卸载调度问题，具体的，本

文使用ＧＮＮ替代ＤＱＮ算法中的标准神经网络来评估每个

卸载动作的Ｑ值。在ＧＮＮ的结构方面，本文借鉴了消息传

递网络 （ＭＰＮＮ，ｍｅｓｓａｇｅｐａｓｓｉｎｇｎｅｕｒａｌｎｅｔｗｏｒｋ）的结

构［１７］，由于ＤＡＧ图是有向的和无环的，本文针对ＤＡＧ图

的结构特点设计了一种有向无环图神经网络 （ＤＡＧＮＮ，ｄｉ

ｒｅｃｔｅｄａｃｙｃｌｉｃｇｒａｐｈｎｅｕｒａｌｎｅｔｗｏｒｋ）用来更有效地提取

ＤＡＧ图的信息。仿真实验表明，本文提出的方案具有良好

的收敛性，并在不同的节点数和网络环境下收到了优于其

它对比算法的调度效果。

１　系统结构及原理

下面首先给出整个系统的实现结构流程图，如图１所

示，系统首先读取待调度应用的ＤＡＧ结构图，以及应用中

每个任务的本地执行时延和在 ＭＥＣ服务器上执行的传输时

延和计算时延。随后系统初始化ＤＡＧＮＮ的参数和每个节

点的输入状态。在对应用进行卸载调度时，系统首先计算

每个任务的最晚开始执行时间，并按照升序进行排列，从

而得到任务的优先级序列，之后系统对所有任务按照优先

级的顺序依次进行调度。在对每个任务进行调度时系统首

先调用下文的算法１衡量每个动作的狇值，之后根据贪心策

略选择要采取的动作，并更新卸载动作序列。随后系统收

到环境反馈的即时奖励狉，并进入下一状态狊′，与此同时系

统将四元组 （狊，犪，狉，狊′）存入经验回放缓存区，并定时

从经验回放缓存区中取出一些元组数据通过随机梯度下降

法更新ＤＡＧＮＮ的参数。

图１　系统实现结构流程图

２　系统模型

系统模型如图２所示，本文提出的场景包括多个微基

站 （ＳＢＳ）和单个用户设备 （ＵＥ），其中每个微基站都配备

有一台 ＭＥＣ服务器，可以进行计算任务的运行。计算任务

既可以在用户设备 ＵＥ本地运行也可以卸载至微基站的

ＭＥＣ服务器上运行，每台 ＭＥＣ服务器所能提供的计算资

源各不相同，用户设备ＵＥ需要根据当前的信道状况和各台

ＭＥＣ服务器的计算能力对每个任务进行卸载调度决策。用

集合犖＝ ｛０，１，２，…，狀，…犖｝表示用户设备 ＵＥ和

ＭＥＣ服务器的集合，其中犖＝ ｛０｝表示用户设备 ＵＥ，犖

为用户设备ＵＥ和 ＭＥＣ服务器数量的总和 （由于用户设备

ＵＥ和任一 ＭＥＣ服务器都可进行任务的计算，所以下文将

ＵＥ和 ＭＥＣ服务器统称为处理单元）。用集合犞＝ ｛１，２，

…，犻，…，犞｝表示任务的集合，其中犻代表第犻个任务，

犞 代表任务数量的总和，对于每个任务犻∈犞 分别定义其被

执行所需的ＣＰＵ周期数为犆犻、输入数据量为犇
犻狀
犻 和输出数

据量为犇狅狌狋
犻 。

２１　通信模型

用户设备ＵＥ和每个微基站之间通过无线链路相连，我

们假设在任务的执行过程中ＵＥ与 ＭＥＣ服务器之间的信道

保持稳定，根据香农公式可得到用户设备ＵＥ到 ＭＥＣ服务

器间链路的传输速率为：

犚狌犾狀 ＝犅ｌｏｇ２ １＋
狆０犵狀
犖（ ）０

（１）

　　其中：参数犅代表用户设备 ＵＥ可用的信道带宽，狆０
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图２　系统模型

代表用户设备ＵＥ的发送功率，犵狀表示ＵＥ与 ＭＥＣ服务器

狀之间的信道增益，犖０表示高斯噪声功率。

２２　计算模型

用户设备ＵＥ在同一时隙内只产生一个计算密集型的应

用，它被进一步分割为多个相互之间具有依赖关系的任务，

每个处理单元在同一时隙内只能处理一个任务，每个任务

只能被一个处理单元所处理。下面分别讨论任务在本地计

算和 ＭＥＣ服务器上计算的时延。

①本地计算：

用犳０ 表示用户设备 ＵＥ自身的计算能力，则任务犻在

ＵＥ本地计算的计算时延可以表示为：

犜犮狅犿０，犻 ＝
犆犻

犳０
（２）

　　由于本地计算无需进行数据的传输所以不存在通信时

延，所以任务犻在本地计算的全部时延为：

犜０，犻 ＝犜
犮狅犿
０，犻 （３）

　　②ＭＥＣ服务器计算：

当任务犻被调度为 ＭＥＣ服务器狀计算时，数据需要在

用户设备ＵＥ和 ＭＥＣ服务器之间传输，因而 ＭＥＣ服务器

计算情景下的时延由两部分构成：传输和 ＭＥＣ服务器执

行。特别地，由于任务被执行所产生的计算结果的数据量

往往很小，类似于现有大多数文献的假设［８，１２，１８］，本文不考

虑计算结果的传输时延。由此可得任务犻在 ＭＥＣ服务器狀

上计算的时延为：

犜狀，犻 ＝犜
狋狉犪
狀，犻＋犜

犮狅犿
狀，犻 ＝

犇犻狀

犚狌犾狀
＋
犆犻

犳狀
（４）

　　其中：犜
狋狉犪
狀，犻表示任务犻的输入数据从用户设备 ＵＥ传输

到 ＭＥＣ服务器狀的传输时延，犜犮狅犿狀，犻表示任务犻在 ＭＥＣ服务

器狀上的执行时延，犳狀表示 ＭＥＣ服务器狀的计算能力。

２３　依赖关系模型

本文将应用中不同任务间的依赖关系建模为一个ＤＡＧ，

表示为犌＝ （犞，犈），其中犞 表示ＤＡＧ中节点的集合，每

个节点犻∈犞 表示 ＵＥ运行的应用中的一个任务；犈 表示

ＤＡＧ中边的集合，每条边犲 （犻，犼）∈犈表示任务犻和犼之

间的依赖关系，即任务犼需要任务犻的输出数据作为自己的

输入，并称任务犻为犼的前驱，任务犼为犻的后继，一个任

务只有在其所有前驱任务完成后才能开始执行。在一个

ＤＡＧ中，没有前驱任务的任务被称为入口任务，没有后继

任务的任务被称为出口任务，一个应用允许同时有多个入

口任务和出口任务。

在应用开始卸载调度后，用犃犉犜狀，犻表示任务犻在处理单

元狀上执行时的实际完成时间。由于一个任务只有在其所

有直接前驱任务都被执行完成后才能进入准备就绪状态，

所以任务犻的就绪时间可以表示为：

犚犜犻＝ ｍａｘ
犺∈狆狉犲（犻）

犃犉犜狀，犺 （５）

　　其中：狆狉犲 （犻）表示任务犻所有直接前驱任务的集合。

然而，当一个任务被分配至处理单元狀上执行时该处理单

元可能并未处于空闲状态，所以任务的就绪时间并不一定

是它真正开始被执行的时间。我们用犃犜狀，犻表示处理单元狀

最早可以为任务犻服务的时间，容易得到：

犈犛犜狀，犻 ＝ｍａｘ｛犚犜犻，犃犜狀，犻｝ （６）

　　用犈犜狀，犻表示任务犻在处理单元狀上执行所花费的时间，

它可以表示为：

犈犜狀，犻 ＝
犆犻

犳狀
（７）

　　由于用户设备ＵＥ的应用都是时延敏感型的，所以应用

存在一个最大容忍时延。我们定义狋ｍａｘ为应用的最大容忍时

延，它可以看作是应用的ＤＡＧ图中出口任务的最晚执行完

成时间。用犔犉犜狀，犻表示 ＤＡＧ图中任务犻的最晚执行完成时

间，它可以从应用的出口任务逐级往上递归地求出，则

犔犉犜狀，犻可以表示为：

犔犉犜狀，犻 ＝ ｍｉｎ
犼∈狊狌犮（犻）

（犔犉犜狀，犼－犈犜
ｍｉｎ
狀，犼） （８）

　　其中：犼∈狊狌犮 （犻）表示任务犻所有直接后继任务的集

合，犈犜ｍｉｎ
狀，犼＝ｍｉｎ

１≤狀≤犖
犈犜狀，犼，即犈犜

ｍｉｎ
狀，犼为任务犼在所有犖 个 ＭＥＣ

服务器上最短的执行时间。值得注意的是，任务的最晚开

始执行时间可以用来衡量该任务的紧急程度，这在下文的

章节中将会用到。

在定义了任务的最晚完成时间后我们可以相应地得到

任务的最晚开始执行时间，它可以表示为：

犔犛犜狀，犻 ＝犔犉犜狀，犻－犈犜
ｍｉｎ
狀，犻 （９）

２４　优化目标制定

本文以使任务的时延最小为优化目标，首先定义两个０

－１变量狓狀，犻和狔犺，犻，它们的取值分别为：

狓狀，犻 ＝
０ 否则，

１ 任务犻在服务器狀｛ 上执行
（１０）

狔犺，犻 ＝
０ 否则，

１ 任务犺执行顺序在犻｛ 之前
（１１）

　　基于上文的定义，本文的优化问题可表示为：

ｍｉｎ∑
犞

犻＝１
∑
犖

狀＝０

犜狀，犻 （１２）

狊．狋．犈犛犜狀，犻≥狓狀，犻·狔狀，犻·犃犉犜犺 （１２ａ）

狓狀，犻∈ ｛０，１｝，狀∈犖，犻∈犞 （１２ｂ）
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∑
犖

狀＝０
∑
犞

犻＝１

狓狀，犻 ＝１ （１２ｃ）

　　其中：约束式 （１２ａ）表示任务犻的最早开始执行时间

不能早于其直接前驱任务犺 的实际完成时间，约束式

（１２ｂ）和 （１２ｃ）表示同一任务只能在同一个处理单元上

计算。

３　基于犇犚犔和犌犖犖的犇犃犌任务卸载调度算法

由于ＤＡＧ任务调度问题的复杂性，文献［１１］等提出使

用深度强化学习的方法进行卸载决策。但由于ＤＲＬ算法无

法处理诸如ＤＡＧ图一类的图结构的信息，文献 ［２２］采用

节点嵌入的方式将ＤＡＧ图的拓扑结构和节点信息转化为任

务序列输入到ＤＲＬ算法的神经网络中。但这种方式会损失

很多ＤＡＧ图的结构信息。鉴于图神经网络在处理图结构数

据时的优异表现，本文提出将图神经网络 （ＧＮＮ，ｇｒａｐｈ

ｎｅｕｒａｌｎｅｔｗｏｒｋ）与ＤＲＬ算法相结合用于解决ＤＡＧ任务的

卸载调度问题。与此同时由于ＤＡＧ图是有向图，本文针对

ＤＡＧ图的结构特点设计了一种有向图神经网络 （ＤＡＧＮＮ）

用于提取ＤＡＧ图的信息，取得了较好的效果。

３１　任务优先级

为了简化卸载调度决策过程同时也满足任务之间的依

赖性，与其它基于 ＤＡＧ 图的任务卸载调度问题文献一

样［７，１９］，本文首先确定任务的调度顺序。由于计算卸载的任

务大多是时延敏感型的，所以在确定任务调度的优先级时

应主要考虑任务的时延约束。如上文所述，任务的最晚完

成时间可以看作是每个任务的时延约束，每个任务的最晚

完成时间可以从出口任务开始逐层向上递归地求出，基于

此我们可求得所有任务的优先级。

３２　犕犇犘的构造

３．２．１　状态空间

ＭＤＰ的状态空间应该能够反映当前应用的ＤＡＧ结构、

已经完成调度决策的任务情况等，基于此状态空间应包括

以下部分：①当前已完成调度的任务序列；②已完成调度

任务的卸载动作的集合；③ＤＡＧ图。每当完成一个任务节

点的调度，系统更新已完成调度任务序列及其动作集，并

进入下一状态。

３．２．２　动作空间

动作空间中的动作表示的是犌中每个任务的卸载调度

决策，由于本文中每个任务都可以被分配给犖 个处理单元

中的任意一个进行执行且分配给每个处理单元的概率是相

同的，所以动作空间具体可以表示为：

犃＝ ｛０，１，２，…，狀，…犖｝

　　其中：动作犪＝ ｛０｝表示任务被分配在本地执行，犪＝

｛狀｝表示任务被分配给了第狀台 ＭＥＣ服务器执行。

３．２．３　即时奖励

智能体在执行选定的动作犪后，环境将会反馈给智能

体一个即时奖励狉，在本章中即时奖励被设定为任务节点调

度前后应用执行时延的差值，特别地，如果任务的执行时

间超过了其最大容忍时延，即时奖励被设定为０。

３３　有向无环图神经网络

由于ＤＡＧ图是有向的、无环的，所以我们针对 ＤＡＧ

的结构特性对标准的ＧＮＮ做了改动使其能够处理ＤＡＧ图。

由于文献［１６］归纳并抽象出各种ＧＮＮ模型的共性，提出了

一种通用的 ＧＮＮ处理框架信息传递网络 （ＭＰＮＮ，ｍｅｓ

ｓａｇｅｐａｓｓｉｎｇｎｅｕｒａｌｎｅｔｗｏｒｋ），鉴于其在各领域的应用中展

现出的良好的ＧＮＮ信息提取能力
［１７］，本文的ＤＡＧＮＮ借

鉴了 ＭＰＮＮ的基本结构，具体的结构如图３所示。

图３　ＤＡＧＮＮ结构图

ＤＡＧＮＮ中每个节点代表应用的一个任务，共包含犔

层网络。ＤＡＧＮＮ通过聚合函数对每个节点的直接前驱节

点的节点表示进行聚合，并把得到的聚合信息用连结函数

与该节点在当前网络层的节点表示进行连结，用以更新节

点表示。在所有节点间迭代进行这一过程，最后使用最大

池化的方法将所有网络层的出口节点的节点表示进行聚合，

通过读出函数将聚合后的信息读出，生成最终的图表示。

ＤＡＧＮＮ总的计算过程如式 （１３）和式 （１４）所示：

犺犾狏 ＝犆犗犕犅犐犖犈
犾（犺犾－１狏 ，

犃犌犌犚犈犌犃犜犈犾（｛犺犾狌狘狌∈狆（狏）｝，犺
犾－１
狏 ）） （１３）

犺犌 ＝犚犈犃犇犗犝犜（犺
犾
狏） （１４）

　　其中：犾＝１，…，犔，表示ＤＡＧＮＮ的各个网络层，犺
犾
狏

为节点狏 在第犾 层网络的隐藏状态，ＣＯＭＢＩＮＥｌ、ＡＧ

ＧＲＥＧＡＴＥ
ｌ和ＲＥＡＤＯＵＴ分别是连结函数、聚合函数和读

出函数，它们是带参数的神经网络，犘 （狏）表示节点狏所

有直接前驱节点的集合。式 （１４）中狏∈犜，犜 表示ＤＡＧ

图中没有直接后继的节点 （即出口节点）的集合。

由于每个任务的执行时延只受其前驱任务的影响，因

此我们在进行信息聚合时只考虑节点的前驱任务。除此之

外，本文在聚合函数计算过程中引入注意力机制以便更好

地聚合相关节点的信息，具体的计算方式如式 （１５）所示：

犿犾

︸
狏

ｍｅｓｓａｇｅ

＝犃犌犌犚犈犌犃犜犈
犾（｛犺犾狌狘狌∈犘（狏）｝，犺

犾－１
狏 ）＝

∑
狌∈犘（狏）

犪犾狏狌（犺
犾－１

︸
狏

ｑｕｅｒｙ

，犺犾

︸
狌

ｋｅｙ

）犺犾

︸
狌

ｖａｌｕｅ

（１５）

　　其中：犺
犾－１
狏 、犺

犾
狌分别充当注意力机制中的ｑｕｅｒｙ和ｋｅｙ，

带权系数犪犾狏狌 （犺
犾－１
狏 ，犺

犾
狌）的计算公式如下：
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犪犾狏狌（犺
犾－１
狏 ，犺

犾
狌）＝

狊狅犳狋犿犪狓

狌∈犘（狏）
（狑犾犜１犺

犾－１
狏 ＋狑

犾犜
２犺
犾
狌） （１６）

　　其中：狑
犾
１和狑

犾
２是模型的参数。在得到每个节点狏的输

出信息犿犾狏后使用连结函数将节点狏在上一网络层的节点表

示犺犾－１狏 与当前网络层的输出信息犿犾狏进行连结，得到更新后

的节点表示犺犾狏。本文连结函数中使用了门控循环单元

（ＧＲＵ，ｇａｔｅｄｒｅｃｕｒｒｅｎｔｕｎｉｔｓ）机制，具体计算过程如式

（１７）：

犺犾狏 ＝犆犗犕犅犐犖犈
犾（犺犾－１狏 ，犿

犾
狏）＝犌犚犝

犾

犺犾－１

︸
狏

ｉｎｐｕｔ

，
ｍｅｓｓａｇ
烉烇 烋
ｅ

　犿
犾
狏

烐烏 烑
　（ ）

ｓｔａｔｅ

（１７）

　　其中：犺
犾－１
狏 、犿

犾
狏 和犺

犾
狏 分别是ＧＲＵ机制的输入、过去

状态和更新状态。

在进行图表示的读出时，类似于以往图表示学习文献，

我们用最大池化的方法把同一节点在每个网络层的表示进

行连结，之后用一个全连接层产生图表示的读出。但与以

往文献不同的是，根据ＤＡＧＮＮ特殊的结构我们只把出口

节点在每个网络层中的节点表示进行连结，之后用一个全

连接层得出最终的图表示。具体计算过程如式 （１８）所示：

犺犌 ＝犉犆（犕犪狓犘狅狅犾狏∈犜（∨
犔

犾＝０
犺犾狏）） （１８）

　　其中：∨
犔
犾＝０犺

犾
狏表示将所有出口节点在所有网络层中的

节点表示进行聚合。则ＤＡＧＮＮ产生图表示的过程可以用

算法１来表示。

算法１：基于ＤＡＧＮＮ的信息传递算法

１．输入：节点狏的输入特征犺０狏，ＤＡＧ结构图

２．输出：动作的狇值

３．ｆｏｒ犾＝１ｔｏ犔ｄｏ

４．ｆｏｒ狏＝１ｔｏ犞ｄｏ

５．通过式 （３．２２）计算每个节点狏与其直接前驱节点

聚合后的信息犿犾狏

６．通过式 （３．２４）将犿犾狏 与节点狏上一网络层的节点

表示犺犾－１狏 进行连结

７．得到节点狏更新后的节点表示犺犾狏

８．ｅｎｄｆｏｒ

９．ｅｎｄｆｏｒ

１０．ｆｏｒ狏ｉｎ犜ｄｏ

１１．通过式 （３．２５）将出口节点在所有网络层中的节

点表示进行连结

１２．用最大池化方法处理连结后的信息

１３．将上一步处理过的信息输入全连接层，生成最终的

图表示

１４．ｅｎｄｆｏｒ

３４　卸载调度流程

卸载调度的具体过程如算法２所示。在算法开始时，

ＤＲＬ算法的智能体收到要进行卸载调度决策的应用及其自

身的ＤＡＧ图，并获取每个任务节点的本地执行时延、ＭＥＣ

服务器上传输和执行时延等信息，生成每个任务节点的节

点表示，将累积奖励和动作空间分别初始化为０和，并创

建一个经验回放缓存区。与此同时，用户设备产生一个待

调度的应用，之后算法首先根据３．１节中所说的方式确定

该应用中所有任务的调度优先级，然后按照任务优先级降

序的顺序依次对任务进行调度决策。在对每个任务做决策

时，智能体使用算法１评估每个动作的狇值，得到每个动作

的狇值后根据ε贪心策略选择动作，在实施所选择的动作后

系统进入下一状态狊′，并获得环境反馈的即时奖励狉，同时

系统将当前状态狊，采取的动作犪，下一状态狊′，即时奖励狉

等信息存入经验回放缓存区，用于对图神经网络进行训练

和更新参数。卸载动作序列即为卸载调度决策。

算法２：基于ＤＡＧＮＮ的卸载调度算法

１．输入：ＤＡＧ结构图，每个任务的本地执行时延犜ｃｏｍ０，犻

和 ＭＥＣ服务器执行的传输时延犜ｔｒａ狀，犻和计算时延犜
ｃｏｍ
狀．犻

２．输出：卸载动作序列β

３．初始化ａｇｅｎｔ，状态空间犛← ｛｝，卸载动作序列β

← ｛｝，即时奖励狉←０，初始化经验回放缓存区ｂｕｆｆｅｒ

４．随机初始化ＤＡＧＮＮ中的参数，初始化ＤＡＧＮＮ每

个节点的表示

５．根据２．３节中所述方式计算每个任务犻的最晚开始

执行时间犔犛犜狀，犻

６．将所有任务按照其犔犛犜狀，犻升序排列，得到优先级序

列φ＝ ｛狓１，…，狓狏｝

７．ｆｏｒ狓１ｔｏ狓狏ｉｎφｄｏ

８．ｆｏｒ犪＝０ｔｏ犖ｄｏ

９．调用算法１计算每个动作犪的狇值

１０．根据ε贪心算法选择要采取的动作犪

１１．狊←狊’，更新动作序列β，获取即时奖励狉

１２．将四元组 （狊，犪，狉，狊’）存入经验回放缓存区ｂｕｆｆｅｒ

１３．随机从ｂｕｆｆｅｒ中取出若干个元组

１４．令狔犼＝
狉犼 若狊’为终止状态

狉犼＋γｍａｘ
犪’
犙 （狊’，犪’：θ）烅

烄

烆
否则

１５．使用随机梯度下降算法ＳＧＤ更新ＤＡＧＮＮ的参数

１６．ｅｎｄｆｏｒ

１７．ｅｎｄｆｏｒ

４　仿真实验

本节将对本文提出的算法进行实验验证，主要以应用

的完成时延作为标准来衡量各算法的性能，除此之外还考

虑了在改变某些环境因素的情况下验证本文算法的通用性

和稳定性。

４１　实验设计

本节的实验情景包括多个微微基站 （均配备有 ＭＥＣ服

务器）和一个用户设备ＵＥ，具体的实验参数仿照文献［２０］

设置，如表１所示。
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表１　仿真实验参数

参数 数值

信道带宽／ＭＨｚ １０

用户设备传输功率／ｍＷ １００

用户设备ＣＰＵ计算能力／ＧＨｚ １～２

背景噪声功率／ｄＢｍ －１００

微基站的传输功率／ｍＷ １０００

ＭＥＣ服务器的计算能力／ＧＨｚ ２～４

任务的数据量大小／ｋＢ ２００～４００

任务的最大容忍时延／ｓ ０．５～３

任务的平均计算密度／（ｃｙｃｌｅｓ／ｂｉｔ） ４００～６００

为了模拟 ＤＡＧ应用的多样性，本节的实验使用文献

［１９ ２１］所采用的ＤＡＧ生成器，本节实验中所用到的训练

和测试ＤＡＧ均通过该生成器生成。与此同时，本节设置了

４个基线算法用以与本文提出的算法作对比，具体为：①本

地执行 （ＬＥ，ｌｏｃａｌｅｘｅｃｕｔｉｏｎ）：应用的所有任务均在ＵＥ本

地执行；②卸载执行 （ＯＥ，ｏｆｆｌｏａｄｉｎｇｅｘｅｃｕｔｉｏｎ）：ＤＡＧ图

中的所有任务均被调度为卸载执行；③随机调度 （ＲＳ，

ｒａｎｄｏｍｓｃｈｅｄｕｌｉｎｇ）：对ＤＡＧ图中所有任务均随机确定调

度决策；④ＤＲＬＯＳＭ 算法 （ＤＲＬＯＳＭ）：文献 ［２２］提出

的用来解决ＤＡＧ应用卸载调度问题的算法，它采用图嵌入

的方式将ＤＡＧ图转化为节点信息向量的集合输入ＤＲＬ算

法的ＤＮＮ网络中，并取得了同类文献中较好的调度效果。

图的密度是描述ＤＡＧ中两个相邻的任务层之间依赖关

系数量的参数，若该参数较大则表明ＤＡＧ图中任务的前驱

和后继节点较多。由于本文处理的主要是ＤＡＧ结构复杂、

模块的前驱和后继较多的应用，因而本节实验还将在改变

ＤＡＧ图的密度的条件下验证本文算法的性能。

４２　实验结果分析

首先，对本章算法的收敛性进行评估。在上文所述的

仿真参数下，随机生成３０００个ＤＡＧ样本用于训练以得到

对该批样本的卸载调度方案，然后将该调度方案在同样的

仿真环境中对该批样本进行模拟调度，并记录该批样本所

获得的平均累积奖励。如图４所示，该批样本的平均累积

奖励在经历７００此迭代后逐渐趋于稳定，证明了该算法具

有良好的收敛性。

图４　收敛性曲线

然后，基于使应用的总处理时延最小的优化目标，在

默认环境下对任务节点数量不同的ＤＡＧ应用的处理时延进

行了比较，图５展示了实验结果。可以看出在不同节点数

的条件下，完全本地执行 （ＬＥ）的方式的时延都是最高的，

本文提出的算法 （ＴＯＳＡ－ＤＡＧＮＮ）都要优于其它对比算

法。值得注意的是，虽然文献 ［２２］提出的ＤＲＬＯＳＭ 算法

在节点数较少时也体现出了较好的性能，但是在节点数增

加至５０个后本文的算法开始明显优于ＤＲＬＯＳＭ 算法，这

是由于ＤＲＬＯＳＭ算法将所有节点的信息转化为统一长度的

向量来输入ＤＲＬ算法的神经网络中，这种方式在处理节点

数较多且ＤＡＧ结构复杂的应用时会丢失很多ＤＡＧ图的结

构信息，导致做出的卸载决策不够准确。

图５　应用的完成时延随任务节点数的变化

下面将在改变ＤＡＧ图的密度的条件下验证本文算法的

性能，如图６所示，在节点数量均为４０的条件下，本节实

验分别在ＤＡＧ图密度为０．３、０．６、０．８和０．９时进行验证。

从图中可以看出，随着图密度的增加本地执行 （ＬＥ）、卸载

执行 （ＯＥ）和随机调度 （ＲＳ）３种方式变化不大，这是由

于在这３种方式中每个任务的执行方式是固定不变的，因

而并不受到图密度变化的影响。但ＤＲＬＯＳＭ算法受图密度

变化的影响较为明显，这是因为ＤＲＬＯＳＭ算法在处理过程

中将任务的前驱和后继节点的信息转化为固定长度的向量，

如果某个任务的前驱和后继节点过多就将超出的部分舍弃，

而图的密度较大时ＤＡＧ图中任务的前驱和后继节点往往是

比较多的，因而此时ＤＲＬＯＳＭ算法的处理方式会舍弃大量

的ＤＡＧ图的结构信息，导致做出的卸载决策不准确。相较

之下，本文的算法在各种图密度的条件下都能保持较好的

卸载调度效果。

图６　应用完成时延随图密度的变化

为了验证本文算法的通用性和稳定性，下面在节点数

均为４０的情况下改变网络的传输速率来验证各算法的性

能，如图７所示。可以看出随着网络传输速率的增大，除
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本地执行 （ＬＥ）以外的各算法的完成时延都处于下降趋势，

这是因为网络传输速率的加大降低了任务从用户设备ＵＥ到

ＭＥＣ服务器之间的传输时延，而本地执行 （ＬＥ）的方式由

于其所有任务都在本地执行，所以其完成时延不受网络传

输速率的影响。卸载执行 （ＯＥ）的方式由于其所有任务都

被卸载至 ＭＥＣ服务器执行，所以随着网络传输速率的增加

它的完成时延大幅降低，并在网络传输速率超过８Ｍｂｐｓ后

其完成时延逐渐超过ＤＲＬＯＳＭ算法。同时可以看出，本文

提出的算法 （ＴＯＳＡ－ＤＡＧＮＮ）始终在完成时延方面优于

其它算法。

图７　应用完成时延随网络传输速率的变化

５　结束语

本文研究了 ＭＥＣ中具有依赖关系任务的计算卸载问

题，通过ＤＡＧ对任务间的依赖关系进行建模，将卸载调度

建模为 ＭＤＰ过程进而使用ＤＲＬ算法进行求解。为了解决

其它文献在将ＤＡＧ图输入ＤＲＬ算法的神经网络时存在的

丢失ＤＡＧ图的结构信息的问题，创新地将ＧＮＮ与ＤＲＬ算

法相结合用于解决卸载调度的问题。同时为了适应ＤＡＧ图

的结构特点将 ＭＰＮＮ进行了改进，提出有向无环图神经网

络 （ＤＡＧＮＮ），最后的实验结果表明，与其它基线算法相

比本文提出的方案收到了最好的调度效果，尤其是在处理

ＤＡＧ结构复杂、任务的前驱和后继节点较多的应用时本文

的方案明显优于其它算法，并在网络环境改变时始终优于

其它算法，体现了本文方案的通用性和稳定性。
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