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基于栈式降噪自编码器的发酵过程回归建模

岳向阳１，２，赵忠盖１，２，刘　飞１，２
（１．江南大学 轻工过程先进控制教育部重点实验室，江苏 无锡　２１４１２２；

２．江南大学自动化研究所，江苏 无锡　２１４１２２）

摘要：精确有效的发酵过程模型不仅能够定量揭示过程信息间的关联，实现对难以实时监测变量的预测，而且是进一步控制

和优化的前提；基于数据驱动的发酵过程建模方法得到了广泛研究与应用，然而其仅考虑发酵过程的非线性特征和数据具有多采

样率的特点，忽略了过程数据中测量噪声对模型的影响；为此，提出基于栈式降噪自编码器的发酵过程回归建模方法，该方法不

仅具有较强的非线性拟合能力，半监督的学习策略也能够充分挖掘发酵过程中的所有数据信息，同时可以从含噪声的过程数据中

提取出鲁棒性的特征，使模型具有噪声适应性；通过青霉素仿真对比实验结果表明，该模型的预测性能更好。

关键词：发酵过程；建模；栈式降噪自编码器；半监督学习；噪声
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０　引言

发酵过程中的生化反应十分复杂，过程中的非线性、

不确定性严重［１］，缺乏对重要生物学参数的在线监测设备，

导致发酵过程的自动化水平远不如其它工业生产过程［２］。

对发酵过程进行建模不仅能够揭示过程信息间的关联，实

现对难以实时监测变量的预测，而且精确有效的数学模型

是进一步实施发酵过程自动控制和优化的前提。

目前，常用的发酵过程建模方法可分为机理建模和数

据建模。Ｔｒｅｌｅａ等人对啤酒发酵过程的机理模型进行研

究［３］，张玲玲则构建了诺西肽发酵过程的机理模型［４］。机理

建模涉及对微生物复杂生长代谢活动的分析，常需进行简

化，从而导致模型泛化能力不足。伴随智能控制技术的发

展，数据建模方法在发酵过程建模中得到广泛应用，如支

持向量机 （ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ，ＳＶＭ）和人工神经网络

（ａｒｔｉｆｉｃｉａｌｎｅｕｒａｌｎｅｔｗｏｒｋ，ＡＮＮ）。Ｄａｃｈ 等人使用传统

ＡＮＮ成功预测浆液发酵中甲烷排放的水平
［５］，Ｚｈｏｎｇ等人

使用ＳＶＭ构建了抗生素发酵模型
［６］。尽管 ＡＮＮ和ＳＶＭ

在发酵过程建模中得到应用，但传统ＡＮＮ中随机初始化权

值的策略容易陷入局部最优或梯度消失，ＳＶＭ 则属于浅层

的神经网络［７］，非线性表示性能较弱，而且计算复杂度随

训练样本数量呈指数增长。另外，ＳＶＭ 和 ＡＮＮ在发酵过

程建模中的不足之处是二者均为有监督学习策略，只能利

用发酵过程中的标签数据进行数据建模，未挖掘无标签数

据中可能含有的丰富过程信息。

随着计算机硬件和神经科学的突破，深度学习技术在

语音、图像识别等领域得到成功的应用，其表示性能超过

了ＳＶＭ、浅层ＡＮＮ等，其标志性突破是 Ｈｉｎｔｏｎ提出深度

学习概念［８］，即先利用无标签数据对深度信念网络进行的

逐层预训练，然后利用标签数据对模型进行微调，这种半
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监督学习策略可以充分挖掘过程中所有数据的信息，Ｅｒｈａｎ

等人通过大量基准实验说明了无监督预训练的有效性［９］。

随后，Ｓｈａｎｇ等人利用深度信念网络方法对粗蒸馏装置的重

柴油９５％切点进行估计
［１０］，并与偏最小二乘等方法进行比

较，证明其有效性。Ｇｏｐａｋｕｍａｒ等人采用半监督学习策略

来分别对链激酶和青霉素发酵过程进行建模［１１］，并与传统

ＡＮＮ和支持向量回归方法进行对比试验，取得了更好的预

测性能。虽然上述深度学习方法充分利用了发酵过程中所有

的原始数据，但实际发酵生产过程中，由于测量设备性能退

化等原因，往往会使测量数据含有噪声［１２］，会造成模型预测

性能显著下降，这要求发酵过程模型要有一定的噪声适应

性。Ｖｉｎｃｅｎｔ等人在自编码器 （ａｕｔｏｅｎｃｏｄｅｒ，ＡＥ）基础上提出

降噪自编码器 （ｄｅｎｏｉｓｉｎｇａｕｔｏｅｎｃｏｄｅｒ，ＤＡＥ）
［１３］，该方法通过

对原始数据加入随机噪声，使得模型提取到的特征具有一定

的鲁棒性，而且多个ＤＡＥ逐层堆叠而构成的栈式降噪自编

码器 （ｓｔａｃｋｅｄｄｅｎｏｉｓｉｎｇａｕｔｏｅｎｃｏｄｅｒ，ＳＤＡＥ）能够提取出更深

层次的特征，从而提升模型的泛化能力［１４］，ＳＤＡＥ已在故障

诊断、图像分类等领域得到了成功的应用［１５１６］。

发酵过程具有非线性特征、变量间存在多采样率以及

数据含噪声的特点，而ＳＤＡＥ方法不仅可以有效拟合发酵

过程的非线性，半监督的学习策略也能够充分利用发酵过

程的所有数据信息，此外模型还能够提取出具有鲁棒性的

深层特征，从而对过程噪声具有一定的适应性。因此本文

将ＳＤＡＥ方法应用到发酵过程回归建模，通过青霉素仿真

对比实验说明基于ＳＤＡＥ的发酵过程回归模型能够更好地

预测关键生物学参数，可以用于进一步的发酵过程控制和

优化。

１　青霉素发酵过程建模问题描述

青霉素发酵过程中由于菌体生长繁殖等都将产生一定

的热能，而温度会对酶特性、发酵液物理性质等产生显著

影响，因此需要实时改变热水或冷水流量，使发酵罐环境

保持在最适发酵温度。另外，菌体的生长代谢会影响培养

基的氢离子平衡，从而改变发酵液ｐＨ，而发酵液不同的

ｐＨ会导致菌体细胞膜的通透性等产生明显差异，通过实时

调节酸液或碱液流加速率能够使发酵液ｐＨ稳定在最适的范

围。而且，溶氧浓度会影响产物合成以及与菌体呼吸链有

关的能量代谢，通过不断调整无菌空气流量和搅拌功率可

以满足菌体在不同生长阶段对溶氧浓度的要求。

青霉素发酵生产工艺中需要检测的参数分为三类：物

理参数、化学参数和生物学参数。物理参数包括温度、搅

拌功率、底物流加速率等。化学参数包括ｐＨ、溶氧溶度和

二氧化碳等。这些物理和化学参数都能在线准确测量和控

制。为控制菌体的生长、能量代谢等，需要对菌体浓度等

生物学参数进行监测，然而生物学参数常要人工取样后离

线检测，所得数据无法用于实时控制、优化［１７］。为能够实

时获取青霉素发酵过程中的生物学参数，需要建立青霉素

发酵过程的回归模型。

２　基于犛犇犃犈的发酵过程回归建模

发酵过程的本质是微生物在生命周期内的一系列代谢

活动，其一般分为４个生长阶段，即迟滞期、对数生长期、

稳定期和凋亡期，而细胞生长代谢状态会在不同生长阶段

随着自身特性和培养环境的变化而变化，具有显著的非线

性过程特征。另外，由于发酵过程中物理或化学参数和生

物学参数的测量形式不同，会产生大量的无标签数据，其

中很可能蕴含丰富的过程信息。同时，用于监测发酵过程

物理和化学参数的传感器会出现性能失准，如传感器探头

老化、探头敏感部位被反应液堵塞等现象，导致过程数据

中含有噪声。

２１　犛犇犃犈方法

２．１．１　自编码器

ＡＥ本质是一个试图还原初始输入的系统，它的神经网

络结构形式如图１，由输入层、隐含层和输出层组成。训练

过程使用无标签数据，使得ＡＥ能去充分挖掘无标签数据中

的过程信息。

图１　自编码器 （神经网络形式）

输入向量狓经过编码可以获得隐含层向量狕，该过程表

示如下：

狕＝犳（犠
（１）狓＋犫

（１）） （１）

　　其中：狓∈犚
狀×１ 为输入向量，犠

（１）
∈犚

犿×狀 为权值矩阵，

犫
（１）
∈犚

犿×１为输入偏置，狕∈犚
犿×１为隐含层向量，犳（·）是激活

函数。

隐含层向量狕经过解码可以获得重构输入向量^狓，函数

表示如下：

狓^＝犵（犠
（２）狕＋犫

（２）） （２）

　　其中：^狓∈犚
狀×１为重构输入向量，犫

（１）
∈犚

狀×１ 为输出偏

置，重构误差可表示为：

犔＝ 狓－犵（犳（狓））
２ （３）

　　定义代价函数为：

犑（犠
（１），犠

（２），犫
（１），犫

（２））＝
１

犖∑
犖

犻＝１

狓
（犻）
－犵（犳（狓

（犻）））２ （４）

　　其中：犖 为样本的数量，狓
（犻）代表第犻个样本，最优

（犠
（１），犠

（２），犫
（１），犫

（２））可以通过误差反向传播算法得到。

ＡＥ通过神经网络来学习每个样本的唯一抽象表示，但

是当神经网络的参数复杂到一定程度时ＡＥ很容易存在过拟
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合的风险。

２．１．２　降噪自编码器

ＤＡＥ是先对输入向量随机地加入噪声，然后对其进行

编码、解码，使提取到的特征具有一定的鲁棒性，其基本

结构如图２所示。

图２　降噪自编码器

图中，狓为原始输入向量，珚狓为加入噪声后的输入数据，

狓^是重构的输入向量，重构误差表示为：

犔＝ 狓－犵（犳（珚狓））
２ （５）

　　定义代价函数为：

犑（犠
（１），犠

（２），犫
（１），犫

（２））＝
１

犖∑
犖

犻＝１

狓
（犻）
－犵（犳（珚狓

（犻）））２（６）

　　目前加噪声的方式分为两种，一种是添加服从特定分布

的随机噪声，另一种是随机将特定比例的输入节点置为零。

２．１．３　栈式降噪自编码器

将多个ＤＡＥ逐层堆叠构成ＳＤＡＥ，其深度模型结构如

图３所示。

图３　栈式降噪自编码器

深度模型具有更强大的近似复杂函数的能力，且经过多

层提取得到的特征更具有表示性。首先对网络前狀层采用逐

层贪婪学习算法进行无监督预训练，即使用ＤＡＥ算法训练

第一层编码器，记录该层参数，将第一层得到的隐含层输出

作为第二层输入，训练第二层编码器后继续记录参数，直到

第狀层编码器训练完毕，然后将前狀层记录好的参数作为整

体网络的初始参数，最后对整体网络进行有监督地微调。

２２　算法流程

基于ＳＤＡＥ的发酵过程回归建模流程描述如下：

１）采集发酵过程样本数据。

２）对过程数据进行数据预处理。将数据分为预训练

集、微调集、验证集和测试集四部分。

３）利用预训练集、微调集和验证集建立ＳＤＡＥ模型。

预训练集用来对ＳＤＡＥ进行逐层贪婪训练，获得初始参数。

随后加一层神经网络作为输出层构成ＳＤＡＥ－ＮＮ，使用微

调集对ＳＤＡＥ－ＮＮ的参数进行微调。验证集是在微调过程

中监控模型性能，可以有效防止过拟合。

４）利用测试集评估模型性能。

３　青霉素发酵过程建模仿真分析

青霉素发酵过程是已知的用于分批补料反应器建模的

基准工艺［１８］。青霉素发酵过程仿真平台ＰｅｎＳｉｍ以Ｂｉｒｏｌ机

理模型为内核［１９］，可以在不同的操作模式下运行，得到了

广泛的应用。

３１　数据产生、预处理与划分

３．１．１　ＰｅｎＳｉｍ产生数据

青霉素发酵过程在不同批次间会存在特性差异，本文

则利用计算机模拟来随机设定ＰｅｎＳｉｍ平台的初始条件，共

产生５０批青霉素发酵过程数据，其中每批发酵总时长均为

４００ｈ，采样间隔为０．５ｈ。

青霉素发酵过程模型输入变量中的通风率和搅拌功率

可以调控溶氧，底物流加速率用于控制基质浓度，底物流

加温度、发酵罐温度和ｐＨ则影响发酵液的物理性质。输出

变量中的青霉素浓度是实际发酵生产水平的主要体现，而

基质浓度会影响生产效率，过低会导致菌体营养不良，但

过高又会使得菌体耗氧增加，降低青霉素产率。

３．１．２　数据预处理

青霉素发酵过程数据通常具有不同的量纲，这会对建

模产生不利影响并减缓算法收敛速度，因此需要将数据归

一化。本文使用Ｚ－ｓｃｏｒｅ标准化方法，其变换形式为：

犡′犻（狋）＝
犡犻（狋）－珚狓犻
σ犻

（７）

　　其中：犡犻（狋）为原始数据，犡′犻 （狋）是归一化后的数据，

珚狓犻是第犻个变量的均值，σ犻是第犻个变量的标准差。

３．１．３　数据划分

划分数据的方式是影响青霉素发酵过程模型性能的一

个重要因素。一方面，训练集应包含多样的过程信息，否

则模型将学习不到训练集中不存在的信息，这将会对模型

预测性能产生影响。另一方面，测试数据集中不应覆盖近

似的过程信息，否则模型性能会随着过程特性变化而出现

显著差异。

本文首先将生成的５０批数据中，４０批用作训练集，５

批用作验证集，５批用作测试集，然后随机删去训练集中

４０％数据点的目标向量，从而将训练数据进一步分为预训

练集 （无标签数据）和微调集 （标签数据）。预训练集来用

于进行无监督的预训练，微调集是用于进行有监督的微调，

验证集既用于选择模型中的超参数，也可以在训练过程中

监控模型性能变化从而避免过拟合，测试集是用于测试模

型泛化性能。
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３２　仿真结果分析

本文采用均方误差σ犚犕犛犈和最大绝对值误差σ犕犃犡犈评价指

标来分析回归模型的估计性能，指标定义如下：

σ犚犕犛犈 ＝
１

犖∑
犖

犻＝１

（犢犻－犢^犻）槡
２，犻＝１，２，３，．．．，狀 （８）

σ犕犃犡犈 ＝ｍａｘ（狘犢犻－犢^犻狘），犻＝１，２，３，．．．，狀 （９）

式中，犖 是样本数，犢犻是真实值，^犢犻是模型预测值，σ犚犕犛犈 和

σ犕犃犡犈 值越小说明模型预测性能越好。

通过实验分析不同ＳＤＡＥ模型在验证集上的性能，确

定ＳＤＡＥ－ＮＮ 网络结构为６－５－５－４－３－２。为验证

ＳＤＡＥ方法的有效性，将该方法与传统多层 ＡＮＮ与ＳＡＥ

（ＳｔａｃｋｅｄＡｕｔｏｅｎｃｏｄｅｒ）进行比较，３种方法采用的网络结构

保持一致，传统ＡＮＮ采用随机初始化权值的策略进行模型

训练，ＳＡＥ相较于ＳＤＡＥ则是在逐层贪婪预训练阶段中没

有对输入数据添加随机噪声。

为模拟现实过程中存在一些仪器和测量噪声的情况，

在保证样本数据不失真的情况下，把原始样本数据中的过

程变量加入５％～１０％的高斯噪声，得到含有噪声的样本数

据。实验过程中利用原始样本和加噪样本两组数据，来分

别测试模型性能。

以其中一批青霉素浓度为例，３种模型的预测性能见图

４ （上为原始样本，下为加噪样本），表１则定量地列出两组

样本在各个模型测试集上的性能指标。

图４　３种模型的测试集预测性能

结合图４和表１分析可得，一方面，对于原始样本或加

噪样本，ＳＤＡＥ的均方误差σ犚犕犛犈 和最大绝对值误差σ犕犃犡犈 都

是最小的，另一方面，对原始样本加噪后，虽然 ＡＮＮ、

ＳＡＥ、ＳＤＡＥ模型的泛化能力都有所下降，但ＳＤＡＥ模型

对于加噪样本仍然具有很好的预测性能，由此说明基于

ＳＤＡＥ的发酵过程回归模型不仅具有更强的非线性拟合能

力，而且对于含噪声数据具有更好的泛化性。

表１　３种模型的性能指标

模型 样本类型 σ犚犕犛犈 σ犕犃犡犈

ＡＮＮ
原始样本 ０．０３０ ０．１４２

加噪样本 ０．０５２ ０．２６９

ＳＡＥ
原始样本 ０．０２１ ０．０９３

加噪样本 ０．０４５ ０．１９２

ＳＤＡＥ
原始样本 ０．０１１ ０．０５７

加噪样本 ０．０２１ ０．０９６

４　结束语

本文提出基于ＳＤＡＥ的发酵过程回归建模方法，该策

略的多层神经网络结构可以有效拟合发酵过程的非线性，

而且半监督的学习策略能够充分挖掘发酵过程的无标签数

据信息，同时能够提取出发酵过程数据中深层次的鲁棒特

征，使模型具有一定的噪声适应性，进而提升模型的泛化

性能。最后利用ＰｅｎＳｉｍ仿真数据进行多组对比试验，通过

σ犚犕犛犈 和σ犕犃犡犈 两项性能指标说明ＳＤＡＥ与ＡＮＮ、ＳＡＥ模型

相比，预测性能更好，这对发酵过程的生物学参数在线监

测、控制、优化有重要的理论和应用价值。
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