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基于犚犖犖的故障预测算法及在犌犐犛上的应用
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摘要：随着工业化程度的提高，设备的故障预测的重要性日趋提高；提出了一种基于循环神经网络 （ＲＮＮ）的故障预测算

法，通过数据训练，充分发掘了ＲＮＮ对时间序列数据的拟合能力；ＲＮＮ故障预测模型由数据处理模块和神经网络识别模块组

成；在数据处理模块中，采用数学函数分配的方法建立了ＲＮＮ模型的训练样本和测试样本；在神经网络识别模块中，针对当前

故障预测技术中异常点难以确定的问题，应用了一种逐步逼近的神经网络训练方法；最后利用气体绝缘开关 （ＧＩＳ）故障数据对

该算法进行了验证，结果表明，该方法可以在故障发生前检测到故障发生趋势，进而实现故障预测，并且能在逐步训练中确定异

常点的位置。
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０　引言

如今，为了满足设备运行的高效性与可靠性，针对设

备定期维护和故障发生后才维修等传统方法的不足，故障

预测在工程设备的维修与监测中的重要性逐渐增加。故障

预测可以将各传感器测得的信息，通过一定的理论、算法

处理后，推测出故障发展的趋势，它是比故障诊断更高级

的维修手段，如果能在故障发生之前识别到故障发生的可

能，从而对设备进行排查，对零件进行更换，可以大大减

少故障风险，减少因故障造成的损失，节约资源，降低经

济成本。

由于故障预测是在故障发生之前进行的，所以往往具

有故障幅值微小、故障特性不明显、容易被噪声掩盖等特

点，相对而言难以被检测出，因此，对于故障发生前的信

号处理与分析是故障预测技术研究的重点。近年来，在该

方面的研究很是火热，王姝等提出了一种结合多元统计技

术 （ＭＰＣＡ）与ＡＲ序列分析的缓变故障预测方法
［１］，该方

法通过建立Ｔ２及Ｑ统计量的自回归模型，预测下一批次统

计量值，将所求值与控制限对比，进而实现渐变故障的预

测，但是该方法假设故障的趋势为线性的，并且每个统计

量的预测过程、预测结果是独立的，对于非线性、多耦合

的数据较难预测；东南大学陆宁云等提出一种多层预测型

贝叶斯网络结构，根据工程系统自身固有的网络拓扑结构，

构建了多层贝叶斯网络模型，利用定性趋势分析法将时间

信息融入网络节点中，使得网络具有处理时序信息的能力，

便于进行故障传播机理分析和故障预测［２］，在该算法中需

要构建隶属度函数，通过一定的先验知识去构造隶属度函

数，这些先验知识的精确与否会直接影响该方法的准确性；

文献 ［３］利用深层神经网络 （ＤＮＮ）与ＰＣＡ相结合的方

法实现了微小缓变故障早期诊断及寿命预测；文献 ［４］则

提出了一种使用深度卷积神经网络 （ＤＣＮＮ）预测方法，然

而，上述两种神经网络结构由于没有对应状态变量的神经

元，因此难以存储之前时间的信息。

近年来，随着计算机计算能力的提高，人工神经网络

的层数越来越多，深度学习的研究与应用也日益增加。深
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度学习的本质是特征提取，即通过组合低层次的特征形成

更加抽象的高层表示，以达到获得最佳特征的目的。具体

应用可以抽象为将原始数据、信号作为低层次的特征送入

神经网络，把人们想要得到的信息作为高层表示的过程。

在深度学习的应用上，循环神经网络 （ＲＮＮ）主要用于与

时间序列相关的数据，比如自然语言的处理、疾病预测等

等，并体现出了良好的拟合能力［５８］。故障预测与语言处理

和疾病预测相似，各种设备的传感器信号大多为时间序列，

当前时刻的信号值与之前的信号值有不可分割的联系，因

此，在判断设备状态时仅仅关注当前信号是不够的，还要

考虑传感器之前信号的状态，这样才能最大程度的挖掘出

时间序列数据所蕴含的信息。

另一方面，对于大多数工程系统而言，从系统安装运

行到出现异常的正常工作阶段，监测得到的数据一般比较

平稳，没有明显的趋势出现，而一旦发生故障，所监测的

数据则会发生剧烈变化，如发动机、气轮机、旋转机械等

的振动幅值信号，都具有这样的特点，其故障剧烈程度近

似于指数函数。出现异常的时间点一般被称为异常点，对

于异常点的确定是故障预测中较为关键的一环，异常点确

定过早，会导致误判发生，而过晚则失去了故障预测的意

义。关于异常点的检测，文献 ［９］介绍了贝叶斯、广义贝

叶斯、极大极小值等方法，然而这些方法没有自学习能力，

并且假定数据的分布符合某种规律，比如高斯分布，而现

实情况下的数据往往并不符合这些特殊的分布，因此这些

方法在实际工程中难以应用，为了解决该问题，在此，应

用了一种逐步逼近的神经网络训练方法。

１　基于犚犖犖的故障预测算法

１１　整体算法流程

基于ＲＮＮ的故障预测算法整体流程如图１所示，该算

法主要由数据处理模块与ＲＮＮ网络识别模块构成。数据处

理模块用于对传感器输出信号进行处理，而ＲＮＮ网络识别

模块用于对经过处理的输入信号进行故障预测的操作。

在数据处理模块中，先对所采集的历史数据进行处理；

再使用数学函数赋值的方法来构造待训练ＲＮＮ模型的训练

与测试样本。

在ＲＮＮ网络识别模块中，首先确定ＲＮＮ模型结构；

然后使用ＲＮＮ模型进行异常点检测，为训练样本数据贴上

标签；再使用数据处理模块构建的训练样本对ＲＮＮ模型进

行训练，调整模型参数，确定故障预测模型；最后将数据

输入ＲＮＮ模型对设备进行故障预测。

１２　数据处理模块

通常，使用循环神经网络进行预测前，对于传感器采

集的数据都需要先进行特征提取。若构建特征提取模型进

行特征提取，不仅费时费力，而且会延缓识别速度，给识

别带来困难，因此，这里采用数学函数赋值的方法来构建

输入矩阵，对输入数据进行处理。

首先采集设备多种传感器上较长时间内的各种信号数

据，作为历史数据，并对这些历史数据进行采样。接着通

图１　整体算法流程图

过数学函数赋值的方法构造待训练ＲＮＮ模型的训练样本数

据，并使用相同的方法构造测试数据。

数学函数赋值的方法为：

对于装置中的信号，设置犽个传感器采集不同的信号，

并将采集到的犽个信号波形函数犪 （１，狋）到犪 （犽，狋）中的

若干采样点提取到一个多维矩阵犫中，该矩阵的每一列代

表一个样本，假设总共有狀个样本。矩阵为：

犫＝

犪（１，狓） … 犪（１，狓＋狀）

犪（１，狓＋１）

犪（１，狓＋３）

犪（２，狓）



犪（１，狓＋狀＋１）

犪（１，狓＋狀＋３）

犪（２，狓＋狀）

犪（２，狓＋１） … 犪（２，狓＋狀＋１）

…  …

犪（犽，狓＋１） … 犪（犽，狓＋狀＋１）

犪（犽，狓＋３） … 犪（犽，狓＋狀＋３

熿

燀 ）

　　其中：犫是输入矩阵。函数犪 （１，狋）到犪 （犽，狋）分别

是犽个传感器波形函数，狋是历史数据的时间。犡 是历史数

据的起点。该方法可以根据设备的故障特征确定输入矩阵

形式。

１３　犚犖犖网络识别模块

１．３．１　循环神经网络

由于各种原因，传感器采集到的数据会夹杂噪声信号，

而数学方法如贝叶斯和极大极小原理等需要精确的数据才

能得出较为可靠的预测结果，因此需要一种不易被噪声信

号影响的算法。循环神经网络能够通过学习历史数据来区

分噪声信号与故障信号，ＲＮＮ可以在迭代的训练过程中，

不断调整参数，直到满足精度要求。因此它在解决时间序

列问题的实际使用过程中有更高的预测精度。

在传统的前馈神经网络 （ＦＮＮ）中，神经元的信息传

递是通过网络层与网络层之间的单向传递完成的，此模式

使得ＦＮＮ 变得更容易学习，但在一定程度上也削弱了

ＦＮＮ模型的能力。在实际情况中，输出不仅和当前输入相
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关，也有可能和上一个时刻的输出相关。循环神经网络

（ＲＮＮ）是ＦＮＮ的一种改进体，是一类具有短期记忆能力

的神经网络。ＲＮＮ形成的环路的网络结构，使得神经元既

可以接收到其他神经元的信息，也能接收到本身的信息。

所以，相比之下，ＲＮＮ在处理与时序数据相关的预测问题

时有着比ＦＮＮ更明显的优势。在实际应用中，需要根据故

障模型构建合适的ＲＮＮ网络结构，并需要兼顾快速性、鲁

棒性与准确性。

ＦＮＮ的训练过程通过后向传播算法 （ＢＰ）来实现，而

ＲＮＮ可以被看作是一个展开的多层ＦＮＮ，这样就需要依次

在时间维上叠加对后向传递的结果。

假设输入ＲＮＮ的是长度为犜的序列Ｘ，并且ＲＮＮ的

输入层、隐含层与输出层的神经元个数分别是为犐、犎

与犓。

那么ＲＮＮ前向传播算法公式如 （１）～ （３）所示：

犪狋犺 ＝∑
犐

犻＝１
狑犻犺狓

狋
犻＋∑

犎

犺′＝１
狑犺′犺犫

狋－１
犺′ （１）

犫狋犺 ＝θ犺（犪
狋
犺） （２）

犪狋犽 ＝∑
犎

犺＝１
狑犺犽犫

狋
犺 （３）

　　其中：狓
狋
犻是第犻维输入在时刻狋的值，狑犻犼表示神经元犻

与犼的连接权重，犪犼
狋和犫犼

狋分别表示神经元犼在时刻狋的输

入值和激活值，θ犺表示神经元犺使用的激活函数。

对于ＲＮＮ的时间后向传播算法，首先要定义损失函数

对神经元犼在时刻狋输入值的偏导数，如式 （４）～ （６）

所示：

δ
狋
犼 ＝
犔

犪
狋
犼

（４）

δ
狋
犺 ＝θ′（犪

狋
犺）（∑

犓

犽＝１
狑犺犽δ

狋
犽＋∑

犎

犺′＝１
狑犺犺′δ

狋
＋１犺′） （５）

犔

狑犻犼
＝∑

犜

狋＝１

犔

犪
狋
犼

犪
狋
犼

狑犻犼
＝∑

犜

狋＝１
δ
狋
犼犫

狋
犼

（６）

　　从ＲＮＮ的训练过程可以看出，ＲＮＮ能够对输入数据

的序列特性进行 “记忆”，因此更适合于解决时间序列

问题［１０］。

１．３．２　异常点检测

通常，神经网络训练时需要使用大量的带标签样本，

而获取大量有标签样本不仅耗费人力物力，难度也较大。

因此，这里使用一种逐步逼近的神经网络训练算法———异

常点检测算法来对故障数据样本给定标签。使用该算法能

够在短时间内获得样本的标签，能够提高效率。

图２　故障信号变化过程

大部分故障信号变化通常不是突然的，而是渐进的、

缓慢的过程，如图２所示，犃点称为故障趋势起始点，在此

之前，设备状态是健康的，犃点表示故障趋势开始的时间，

此时故障信号会有微小的变化，但设备仍能正常运行。到犅

点时，故障信号已经达到故障阈值，并且故障信号的变化

开始由平缓趋于剧烈，设备将受到损坏。因此在建立故障

模型时，可以使用指数函数来近似表达故障严重程度。基

于ＲＮＮ的故障预测算法针对这一故障变化趋势建立了指数

型故障预测模型，并利用异常点检测算法对样本数据进行

反复迭代，从而逐次逼近得出故障发生前信号微小变化的

时间，进而达到对设备故障进行预测的目的。

实际应用中，在故障信号有微小的变化的时候检测出

故障趋势起始点犃，接着检测故障真正发生的点犅，在犜＝

犅－犃时间段对应的样本贴上 ［０．１－１］的标签。异常点检

测流程如图３所示，具体做法为：

１）确定输入输出向量，建立ＲＮＮ，确定神经元数目和

隐藏层层数。

２）确定第一次训练的假想异常点狏１。

首先根据经验选取异常点时刻狏，且狏点在时间上要偏

晚，以确保有故障趋势发生，狏点与故障趋势起始点犃 之间

的一段时间称为时间裕量犕，将数据输入ＲＮＮ模型进行训

练。第一次训练时，时间裕量 犕 内的数据不放入ＲＮＮ模

型进行训练。

图３　异常点检测流程图

３）用函数犘 （狋）对数据进行赋值。

从异常点狏１到故障发生时刻犅，按照式 （７）利用函数

犘 （狋）对其进行赋值，故障模型时域为犜＝犅－狏１。

犘（狋）＝
犲

狋
犜－１
－犲

－１

１－犲
－１

（７）

　　其中：自变量狋表示出现故障趋势后的时间，从０变化
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到犜，当狋＝犜时故障发生，因此犜为从发现故障趋势到故

障发生的时间。式 （７）中的分母起到归一化作用，分子中

的犲－１是为了将起始值设为零。而分子中犲
狋
犜 －１为指数函数，

该函数的一次导数为递增的，可以体现故障信号变化趋势

的加速度。可见函数犘 （狋）符合故障信号的变化趋势，为

指数型故障预测模型。

假定选定从狏１时刻开始，将异常时刻狏１的输出值用犘

赋值，并令犘值的变化与实际故障的变化趋势相同，都是

由平缓趋于剧烈的指数函数形式。留出时间裕量犕 的原因

是真实的异常点犃 处于该时间段犕 内，此时并不能给出该

段时间内的恰当的犘值，因为不管犘值超前或者滞后，都

意味着在狏－犃这段时间中的数据会得到错误的犘 值。

由于猜想的异常点狏是偏晚的，所以实际的犘 值要比

公式 （７）中的结果大一些。按式 （８）对式 （７）进行修正：

犘（狋）＝
犲

狋
犅－狏－１
－犲

－１

１－犲
－１ ＋

１

犅－狏
（８）

　　其中：自变量狋表示从出现故障趋势开始后的时间，犅

表示故障发生的时刻，狏表示最终更新的异常点时刻。

５）将训练数据放入网络进行训练，测试并观察输出

值，调整网络权值。

第一次训练完成后，ＲＮＮ网络已经具有初步的故障预

测能力，再放入数据，测试并观察输出值。

ＲＮＮ网络此时已经检测出第一次选取的狏１之前△犜时

间段内的故障趋势，令狀为△犜 时间段内检测出故障趋势

的数据数目，在△犜 时间段内，单位时间内有故障趋势的

数据数目 狀

△犜
满足 狀

△犜
＞狌 （其中，狌为比例系数且狌∈ （０，

１））时，令狏２＝狏１－△犜，此时狏２已经比狏１更接近故障趋

势起始点犃。这一步实际含义是当单位时间内有故障趋势

的数据数目比例达到狌时，将异常点提前到当前异常点之

前的Δ犜处。

７）用重新贴标签的数据对网络进行训练，重复上述过

程，直到单位时间内有故障趋势的数据数目 狀
△犜
＜狌或犕 时

间段内数据全部训练完毕。

８）停止更新狏值，此时的狏值已经无限接近于故障趋

势起始点犃 的时刻，再根据最终的狏值训练神经网络。可

见，此过程是一个逐次逼近的过程。

检验是否为故障趋势起始点可依据式 （９）进行，待定

时间点的输出值犘犱若大于设备健康状态时的输出平均值

相，则为故障趋势起始点。

犘犱 ＞狊
∑

狀

１
犘犽

狀
（９）

　　其中：犘犱为待定点输出值，犘犽为犽时刻健康状态输出

值，狊为比例系数。为防止将健康状态误判为具有故障趋势

的点，通常将狊设定为略大于１，狀为数据数目。

１．３．３　故障预测输出

对于不同的设备，故障类型的数目不同，因此预测输

出的矩阵维数也不同。假设用于故障预测的设备有犽种不同

的故障类型，即犪，犫，犮，…，犽，那么最终的预测输出为：

狔＝

犪１ … 犪犻

犫１ … 犫犻

犮１ … 犮犻

…  …

犽１ … 犽

熿

燀

燄

燅犻

　　其中：矩阵犪，犫，犮到犽的行表示预测的当前设备故障

类型的概率。犪，犫，犮，…，犽的值越接近１，故障发生的可

能性就越大，犻代表在不同时刻的状态及当时故障预测的

结果。

２　基于犚犖犖的故障预测算法在犌犐犛上的应用

本次气体绝缘开关 （ＧＩＳ）信号取自某电厂，取其在

１９０天内传感器采集的振动信号与局部放电信号作为历史数

据。在数据处理模块中，使用数学函数赋值方法建立的样

本矩阵为：

犫＝

犪（１，０） … 犪（１，１９０）

犪（１，１）

犪（１，３）

犪（２，０）



犪（１，１９１）

犪（１，１９３）

犪（２，１９０）

犪（２，１） … 犪（２，１９１

熿

燀

燄

燅）

　　其中：犪（１，狋）表示振动信号，犪（２，狋）表示当前局

部放电信号。犪、犫、犮分别代表３种不同类型的故障：载流

回路接触不良过热、断路器操作机构故障、盆式绝缘子闪

烙，输出矩阵为：狔＝

犪１ … 犪犻

犫１ … 犫犻

犮１ … 犮

熿

燀

燄

燅犻

。

将振动信号与局部放电信号数据录入 Ｍａｔｌａｂ，并绘制

波形，如图４和图５所示。当狋＝１２０天时，故障未发生，

但开始有微小的信号变化；当狋＝１４０天时，故障发生。可

以看出，故障发生后，狋＞１４０天时，信号变化较为明显；

当１２０天＜狋＜１４０天时，特征信号非常微小，难以识别。

图４　振动传感器信号

在ＲＮＮ识别模块中，首先要建立故障预测模型。在最

终确定ＲＮＮ网络结构之前，分别尝试过使用不同层数的

ＲＮＮ网络、改变每层的神经元数量等来进行训练。训练结

果显示，网络最终输出的准确性以及响应速度与ＲＮＮ网络

的结构关系很大。当每层神经元数量增加到２０个时，训练
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图５　电流传感器信号

耗时会增加，然而精度的提高却不甚明显。而当把ＲＮＮ网

络层数增加到８层时，网络训练时间上升到１３ｓ，训练进行

了２７次重复训练，训练精度虽有所提高，但耗时大大增

加。因此，确定ＲＮＮ网络结构时需要综合考虑快速性与准

确性。

因为振动与电流信号并不非常复杂，信号类型不多，

因此选用的ＲＮＮ结构相对简单。选用的ＲＮＮ由一个输入

层、四个隐含层和一个输出层构成。

将时间在４０～１３５天内的数据作为异常点可能存在的

区间，此区间的数据不放入网络训练。对故障发生前５个

天的数据进行赋值，将赋值后的数据放入网络训练后，重

新将所有数据放入网络测试，训练效果如图６所示。

图６　数据重新标签前训练效果

由图６可见，整个ＲＮＮ网络的训练过程一共耗时１ｓ，

训练期间重复了２９次。在第２３次训练时，得到了最好的训

练效果。训练后得到的结果如表１所示。

表１　时间裕度 犕１＝５时的输出

　　 时间

故障 　　
１３１ １３２ １３３ １３４ １３５

ａ ０．０４９ ０．０３９ ０．０３９ ０．０４７ ０．３６７

ｂ ０ ０ ０ ０ ０

ｃ ０ ０ ０ ０ ０

　　 时间

故障 　　
１３６ １３７ １３８ １３９ １４０

ａ ０．５０８ ０７４４ ０．９６７ ０．９７９ ０．９７６

ｂ ０ ０ ０ ０ ０

ｃ ０ ０ ０ ０ ０

由表１可知，健康状态的输出均值为０．０２９４，取比例

系数狊＝１．３，可以看出时间在１３１～１３５的５个数据中，有

３个满足式 （９），于是将时间在１３１～１４０的数据重新标签，

并用于网络训练。重新将所有数据进行测试，训练结果如

图７所示。

图７　数据重新标签后训练效果

由图７可见，此次训练的最小均方误差比第一次小，

并且在训练过程中不断收敛，取得了较好的效果。训练结

果如表２所示。

表２　时间裕度犕２＝１０时的输出

　　 时间

故障 　　
１２６ １２７ １２８ １２９ １３０

ａ ０．０５３ ０．４０３ ０．１８６ ０．０６２ ０．６８７

ｂ ０ ０ ０ ０ ０

ｃ ０ ０ ０ ０ ０

　　 时间

故障 　　
１３１ １３２ １３３ １３４ １３５

ａ ０．４０１ ０．３１８ ０．３８９ ０．４３８ ０．５３４

ｂ ０ ０ ０ ０ ０

ｃ ０ ０ ０ ０ ０

图８　最终预测结果

此时１２６～１３０天的输出均满足式 （９）。将数据重新标

签后，再次训练并测试网络，直到找出真正的异常点时刻犜

＝１２０。最终的预测结果见图８，横坐标是时间，纵坐标是

犘值。可以看出，在狋＜１２０时，可以认为犘 为０；当狋＞

１２０时 （故障趋势开始），犘值开始变大，直到狋＝１４０ （故

障发生时），犘值到达１，网络能很好地分辨出狋＝１２０前后

的健康状态和之后的异常状态。

（下转第３６页）




