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基于犚犖犖的低压变压器区域

日线损率基准测试

何伟民，孙一迪，姜　捷，金良勇，毛和云
（国网浙江江山市供电有限公司，浙江 江山　３２４１００）

摘要：输变电线路损耗是输变电阶段的固有现象，其是评价低压变压器区域日线损率的重要指标和基准；当对大数据样本上

进行训练时，区域的数量通常非常大，并且线损率数据集包含大量的异常值；为了准确的计算低压变压器区域日线损率，提出了

一种具有去噪自动编码器 （ＤＡＥ）多径网络模型的鲁棒神经网络 （ＲＮＮ）方法，利用丢包层、Ｌ２正则论和 Ｈｕｂｅｒ损失函数的优

点获得多种不同的输出，并利用比较结果计算出基准值和合理区间，实现了精确评估采样数据集的质量并消除线损率的异常值，

从而提高数据检测的稳定性；通过与传统的机器学习模型相比，所提出的ＲＮＮ具有较好的鲁棒性和准确性；根据所提出的ＲＮＮ

的最终结果，在整个数据点中约有１３％的异常值，一个月内线损率无缺失值和异常值的区域仅占２０％左右，说明了计电设备可

靠性较低。

关键词：基准计算；日线损率；低压电压器区域；鲁棒神经网络；去噪自动编码器
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０　引言

线损率是电网的一项重要评价指标，它能反映电网在

经济和技术方面的运行和管理水平［１］。线损一般分为技术

性线损和非技术性线损。日线损率值是否在合理的范围内

（即日线损率的合格率）已成为电网运营商迫切关注的问

题，这就需要从大量采集的样本中直接区分正常线损率值

和异常值［２］。由于日线损率能够作为操作人员更好了解低

压变压器区域工作状态的依据，因此，日线损率的基准值

的准确测量对于提高线损管理水平尤为重要。

在数据挖掘分析领域，通常有４种方法来计算基准值

和检测异常值，即经验法［３］、统计法［４］、无监督法［５］和监督

法［６］。文献 ［３］利用经验法指出在日线损率的基准测试

中，经验区间通常设置为－１％～５％。文献 ［７］揭示了由

于不可避免的采集误差，不小于－１％的值均可以接受。文

献 ［４］指出统计法中的区间界限能够适应不同的检测样

本，但该方法很难利用线损率的影响因素。文献 ［５］利用

无监督法中的聚类算法将异常值可以通过数据点与聚类中

心的距离来进行识别。监督法利用机器学习模型求解分类

问题［６］和回归问题［８］，文献 ［９］和文献 ［１０］分别设计用

于异常值检测和基准计算任务，分类模型通过对标记样本

的学习来区分正常和异常数据。然而，线损率样本通常没

有标记，因此它无法识别收集到的线损率值是否正常。

本文提出了一种基于鲁棒神经网络 （ＲＮＮ）的回归计

算方法，并由去噪自动编码器 （ＤＡＥ）、多径网络结构、丢
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包层、Ｈｕｂｅｒ损失函数、Ｌ２正则化和１０个输出组成。基准

是根据１０个输出的平均值计算得出。经过误差分析，该方

法可以得到合理的区间来检测原始线损率样本的异常值。

１　线损理论计算

本文提出了基于等效电阻法计算技术的理论线损公式，

该方法假定线路的前端存在等效电阻，其中三相三线和三

相四线系统的能量损失可表示为［１１］：

Δ犃犫 ＝犖犓
２犐２犪狏犚犲狇犜×１０

－３ （１）

　　其中：Δ犃犫为三相平衡负载时的理论线损，犖 为结构系

数，在三相三线制下等于３，在三相四线制下等于３．５。

犓、犐犪狏 、犚犲狇 和犜 分别为负荷曲线的形状系数、线首处平均

电流 （Ａ）、导体等效电阻 （Ｗ）和工作时间 （ｈ）。此外，

犚犲狇 的计算公式为：

犚犲狇 ＝
∑
犻

犖犻犃
２
犻犚犻

犖（∑
犼

犃犼）
２

（２）

　　其中：犖犻、犃犻和犚犻分别为第犻个线段的结构系数、计量

功率和电阻。犃犼为从第犼个电表采集的电量。对于三相平衡

负载系统，理论线损可修正为：

Δ犃狌犫 ＝Δ犃犫×犓狌犫 （３）

　　其中：犓狌犫 为修正系数，可定义为：

犓狌犫 ＝１＋犽δ
２
犐 （４）

　　其中：当出现单相重负荷和两相轻负荷时，犽＝２。当

出现两相重负荷时，犽＝８。δ犐为三相负载的不平衡度，可计

算为：

δ犐 ＝
犐ｍａｘ－犐犪狏
犐犪狏

（４）

　　其中：犐ｍａｘ为来自具有最大负载相的电流。因此，以上

定义的理论线损是不可避免的能量损耗，即技术线损耗。

然而，电网运营商也担心因窃电引起的非技术性线路损

耗。由于非技术性线损情况会导致按日计量的线路损耗率

出现异常值，因此有必要计算合理的时间间隔以进行区分

识别。

２　数据集

在实际应用中，通常国家电网公司每月检查一次低压

变压器区域日线损率的合格性。在这种情况下，本文研究

中使用了２０１９年７月份的线损率数据集，该数据集以每日

间隔进行采集，以此检查当月线损率的合格率。合格率指

标在７月份尤为重要，这是由于７月份通常是夏季的用电高

峰期。该数据集选自浙江省江山市共计１９８８４个低压变压

器区域，共有６１６４０４个样本，满足了大数据分析的需要。

基于该数据集，选择约８０％的样本 （１５９０７个低压变压器

区域）作为训练样本，其余的样本 （３９７７个区域）作为测

试样本。

２１　数据质量分析

本文的研究对象为日线损率，一些低压变压器区域日

线损率示例，如图１所示。

图１　不同低压变压器区域日线损率示例

本文选取２５％ （狇１），中位数 （狇２），７５％ （狇３），

最大值 （ｍａｘ）、最小值 （ｍｉｎ）、均值、标准差 （狊狋犱），

下限值 （犾犪）和上限值 （狌犪）作为研究指标。基于总体线

损率数据集的数据质量分析，如表１所示。

表１　基于总体线损率数据集的数据质量分析

指标 原始数据集 无异常值的原始数据集 插值后原始数据集

均值 －５．１６ １．７８ －１０．９６

标准差 ２．４７×１０３ １．１６ ３．１９×１０３

最小值 －１．６９×１０６ －１．５７ －１．６９×１０６

最大值 １００ ５．２２ １００

ｌａ －１．５７ －１．１０ －１．５０

ｕａ ５．２２ ４．５７ ５．２６

ｑ１ １．０２ １．０２ １．０３

ｑ２ １．７４ １．６７ １．７６

ｑ３ ２．７０ ２．４４ ２．７２

原始数据集和插值后数据集的方框图，如图２所示。

下限值 （犾犪）和上限值 （狌犪）是基于２５％的 （狇１）



　　 计算机测量与控制　 第２８


卷· ６０　　　 ·

图２　原始数据集和插值后数据集的方框图

和７５％的 （狇３）计算得出，其中超出界限范围的值可以视

为异常值：

犾犪 ＝狇１－１．５×（狇３－狇１）

狌犪 ＝狇３＋１．５×（狇３－狇１｛ ）
（６）

　　根据曲线和数据质量分析，日线损率的数据特征总结

如下：

（１）线损率数据日变化规律性很小，但波动性很大。

从图１可以看出，不同低压变压器区域的线损率曲线随着

时间的推移变化很大，历史线损率很难用来估计进一步的

数值。因此，选取线损率的影响因素是本文研究的重点。

（２）数据集中异常值的偏差有时偏离正常值较大，这

表明计电装置和通信设备的可靠性较低。根据表１和图２，

对比图中原始数据集的上下限值分别为－１．５７％和５．２２％，

与项目标准 （－１％和５％）相当接近。然而，所收集的线

损率的最大值和最小值分别为１００％和－１．６９×１０
６
％，与

界限有很大的不同。在这种情况下，基准线损率在实际应

用中仍然重要。

（３）数据集的质量较差，无法直接使用。数据质量分

析的组成结果，如图３所示。其中，正常值８４．６１％，异常

值８．６７％，缺失值６．７２％，因此，存在大量的异常值和缺

失值，并且分别占整个数据集的８．６７％和６．７２％。本研究

利用样条插值法来填补缺失值。从表１和图２可以看出，插

值后的数据集与原始数据集的分布相似。相反，虽然可以

根据犾犪和狌犪可以直接消除异常值，但分布会发生变化，并

且很难计算出准确的合理区间。

图３　数据质量分析的组成结果

２２　线损率的影响因素

考虑到可能的影响因素和记录的信息，本文共选择１２

个因素作为回归模型的输入，如表２所示。其中，第三因

素和第４个因素是１ｂｉｔ字符，其他都为数值。

表２　线损率的影响因素

因素 参数

数据 －

变压器容量 －

变压器类型 公共变压器（＝０）；专用变压器（＝１）

区域所属网络类型 城市电网（＝０）；农村电网（＝１）

月线损率 前３个月的负荷

日负荷率 日负荷率＝日功率

日最大负荷率 －

日平均功率因数 －

用户数量 －

每个用户的平均变压器容量 平均容量＝变压器容量／用户数量

居住容积率 容积率＝住宅容量／变压器容量

供电时间 －

３　基准值和合理区间的计算

根据数据质量分析，原始数据集中含有大量的异常值，

这些异常值超出合理范围较远，很难得到准确的结果。因

此，本文的任务是利用具有鲁棒的学习模型来获得异常值

稳定的回归结果，如图４所示。

图４　传统的学习模型容易受到异常值的影响

通常，学习模型需要手动设置阈值，并根据这些阈值

从数据集中删除异常值，数据集的其余部分可用于训练机

器学习模型，然而确定准确的阈值成为研究的难点。此外，

学习模型合理区间的计算范围可能接近人工阈值，从而影

响原始数据集的分布，并使得训练概率学习模型实效。在

这种情况下，本文提出了基于 ＲＮＮ的计算方法，如图５

所示。

图５　基于ＲＮＮ的基准值和合理区间计算方法的流程图

具体计算步骤如下。

步骤１：建立ＲＮＮ。为了充分扩展其鲁棒性，本文利

用ＤＡＥ、多径结构、Ｌ２正则化、丢包层和Ｈｕｂｅｒ损失函数

等方式进行分析。由于ＲＮＮ具有１０个输出节点，其中每



第９期 何伟民，等：基于ＲＮＮ


的低压变压器区域日线损率基准测试 · ６１　　　 ·

个节点以不同的丢包率 （从０．０５到０．５０）连接到一个层。

步骤２：根据１０种不同的输出计算平均值，即线损率

的最终基准值：

珘狔犻＝
１

１０∑
１０

狀＝１

狔
狀
犻 （７）

　　其中：珘狔犻为第犻个基准值，狔
狀
犻为第犻个线损率的第狀个输

出。

步骤３：根据误差分析获得合理的区间。本文不仅计算

了基准值与实际线损率的绝对误差，还计算了不同输出的

方差。根据区间结果，不在区间范围内的数据点认为是异

常值，具体的计算公式如下：

犲１＝
１

狀狊∑
狀
狊

犻＝１

（珘狔犻－狔

犻 ）槡

２ （８）

犲２＝
１

１０－１∑
１０

犻＝１

（珘狔犻－狔
狀
犻）槡
２ （９）

犾犻＝珘狔犻－犲１－犲２

狌犻＝珘狔犻＋犲１＋犲｛
２

（１０）

　　其中：犲１和犲２是误差分析的结果，犲１为常数，犲２根据犻而

变化，狀狊为训练样本数量，狔

犻 为第犻个实际线损率，犾犻和狌犻分

别为合理间隔的下限和上限。此外，由于实际线损率值中

存在异常值，这可能会影响犲１ 的结果。因此，本文利用双

尾检验来消除小于０．７％和大于９９．３％的可能异常狔

犻 值，

如图６所示。

图６　消除可能异常线损率值的双尾检验

４　鲁棒神经网络 （犚犖犖）

本文使用ＲＮＮ算法
［１２］进行鲁棒学习，其结构如图７所

示。其由三条主要路径组成，这些路径通过串联组合在一

起，并且每条主路径上都有一个ＤＡＥ。为了进一步提高系

统的鲁棒性，将串联后的输出节点放在同一层中，这些层

表示从原始输入中提取的高阶特征，并在层中采用Ｌ２正则

化来限制这些节点的输出值。然后，在高阶特征层之后叠

加１０个具有不同丢包率的丢包层，并得到１０个输出。本文

对１０个输出进行分析，并计算基准值和合理区间。

４１　去噪自动编码器 （犇犃犈）

本文所提出的ＤＡＥ的结构，如图８所示。它是自动编

码器的鲁棒变体，在编码器之前具有一个噪声层［１３］，例如

正常 （高斯）噪声层：

狓犻，狀 ＝狓犻＋犖（０，σ
２） （１１）

　　其中：狓犻和狓犻，狀分别为噪声层的第犻个输入和第犻个输

图７　鲁棒神经网络 （ＲＮＮ）的结构

出。犖（０，σ
２）为正态分布，其平均值为０，方差值为σ

２。在

本文研究中，当输入标准化为 ［０，１］时，σ设置为０．０５。

图８　去噪自动编码器 （ＤＡＥ）的结构

此外，ＤＡＥ中的编码器层和解码器层均由传统的全连

接 （ＦＣ）层组成，其方程可以表示为：

狔
犾
犻＝狑犻犼狓

犾－１
犼 ＋犫犼 （１２）

　　其中：狔
犾
犻和狓

犾－１
犼
分别为第犾层的第犻个输出和第犼个输

入，狑犻犼和犫犼分别为连接第犼个输入和第犻个输出的ＦＣ层的

权重和偏差。对于编码器层，输出的数量小于输入的数量，

即犻＜犼；并且解码器层中的输出的数量等于原始输入的数

量。因此，在计算 ＤＡＥ之后，输入的维数和大小保持不

变，而特征的鲁棒性增加，这是由于ＤＡＥ处理后能够抵抗

一定程度的噪声干扰。

４２　通过加法和串联组合的多路径

在ＲＮＮ中共有三条主要路径，它们具有相似的层，其

输出在串联操作下可以组合起来：

狔犮 ＝犆［犳犽（狓，｛狑
狀
狑

犽 ，犫
狀
犫

犽｝）］

狔犽，犿狆 ＝犳犽（狓，｛狑
狀
狑

犽 ，犫
狀
犫

犽
｛ ｝）

，　犽＝１，２，３ （１３）

　　其中：犆［·］为串联运算，它将不同层的输出节点合并

为一个完整层，狔犮和狔犽，犿狆分别为串联的输出矢量和第犽条主

路径的输出矢量，犳犽（狓，｛狑
狀
狑

犽 ，犫
狀
犫

犽｝）为第犽条主路径的计算结

果，狓为ＲＮＮ的输入矢量，狑狀狑犽 和犫
狀
犫

犽 分别为第犽条主路径的

权重矩阵和偏差向量，狀狑 和狀犫分别为权重和偏差的数量。

此外，主路径由两个子路径形成，即 ＤＡＥ子路径和

ＦＣ层子路径。两个子路径的输出作为主路径的输出相加，

如下所示：

狔犽，犿狆 ＝犵犽（狓，｛狑
狀
狑－１
犽 ，犫狀犫－１犽 ｝）＋（狑

狊狆
犽狓＋犫

狊狆
犽｝） （１４）

　　其中：犵犽（·）为第犽条主路径上ＤＡＥ的计算，狑
狊狆
犽 和犫

狊狆
犽

分别为第犽 条主路径上ＦＣ层子路径的权重矩阵和偏移
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向量。

４３　丢包层

丢包层作为一种特殊的层，其可以有效地防止过度拟

合［１４］。丢包过程可概括为两个阶段，即训练阶段和应用阶

段。对于公式 （１２）所示的传统ＦＣ层，存在犼个输入节

点。在训练阶段中，输入节点将以概率狆（０＜狆＜１）被丢

弃，其中被丢弃的节点不能连接到输出节点［１５］，如图９所

示。在训练之后，所有的输入节点都在应用阶段中完成，

且权重值乘以概率狆，可以得到：

狔
犾
犻＝狆狑犻犼狓

犾－１
犼 ＋犫犼 （１５）

　　其中：狆为丢包率，其设定在０．０５到０．５０之间 （步长

为０．０５），以便在研究中获得１０种不同的输出。

图９　在训练阶段的丢包原则

４４　犎狌犫犲狉损失函数

神经网络的训练过程是设置损失函数，利用ＢＰ梯度下

降算法逐层更新参数。均方误差 （犕犛犈）：

犕犛犈 ＝
１

狀狊∑
狀
狊

犻＝１

（狔犻－狔

犻 ）

２ （１６）

　　其中：狀狊为训练样本的数量，狔犻和狔

犻 分别为第犻个预测

的输出和第犻个实际的输出。平均绝对误差 （犕犃犈），其定

义如下：

犕犃犈 ＝
１

狀狊∑
狀
狊

犻＝１

狘狔犻－狔

犻 狘 （１７）

　　其中：犕犛犈和犕犃犈 也可作为Ｌ１损失和Ｌ２损失，这

是由于犕犛犈和犕犃犈 分别使用了线性项和二次项。

犕犛犈与犕犃犈 相比，犕犛犈具有更光滑的导数函数，这

有利于梯度下降算法的计算，而犕犃犈的微小差异可能导致

参数更新的巨大变化。相反，在对抗异常值时，犕犃犈表现

出比犕犛犈 更好的性能
［１６］。在这种情况下，Ｈｕｂｅｒ损失函数

的原理，如图１０所示。

本文采用 Ｈｕｂｅｒ损失函数
［１７］，该函数结合了 犕犛犈 和

犕犃犈 的优点：

犎狌犫犲狉＝

１

狀狊∑
狀
狊

犻＝１

１

２
狔犻－狔


（ ）犻［ ］２ ，狘狔犻－狔犻 狘≤δ

１

狀狊∑
狀
狊

犻＝１

δ狘狔犻－狔

犻 狘－

１

２
δ［ ］２ ，狘狔犻－狔犻 狘＞

烅

烄

烆
δ

（１８）

　　其中：δ为需要手动设置的超参数，在本文研究中设定

为１０％。

４５　犔２正则化

在本文研究中，Ｌ２正则化旨在为具有较大激活输出的

图１０　Ｈｕｂｅｒ损失函数的原理

节点设定惩罚项，以此防止过度拟合，并提高神经网络的

鲁棒性。正则化在训练阶段起到作用，在训练损失函数中

加入两个范数的惩罚项，其表达式为：

犔＝λ狔犮 ２＋犎狌犫犲狉 （１９）

　　其中：犔为模型训练的最终损失函数，λ为惩罚项的超参

数，在本文研究中设置为０．００１。

５　实验分析

本文所提出的ＲＮＮ结构和超参数如表３所示。

表３　ＲＮＮ的结构和超参数

路径 层 超参数

ＤＡＥ子路径（１～３） ＦＣ层０
节点数：６４激活方式：Ｒｅ

ＬＵ（整流线性单元）

ＤＡＥ子路径（１～３） 噪声层 标准差：０．０５

ＤＡＥ子路径（１～３）ＦＣ层１（编码器）节点数：８激活方式：ＲｅＬＵ

ＤＡＥ子路径（１～３）ＦＣ层２（解码器）节点数：６４

ＦＣ子路径（１～３） ＦＣ层３ 节点数：６４

主路径（１～３） 添加层 输入：ＦＣ层２和ＦＣ层３

－ 连接层

输入：添加层节点数：１９２

激活方式：ＲｅＬＵ 正则化：

Ｌ２＝１×１０－３

－ 丢包层（１～１０） 丢包率：０．０５～０．５０

－
ＦＣ层４

（输出１～１０）
节点数：１激活方式：ＲｅＬＵ

考虑到训练样本数量较多的特点，本文建立了ｋ近邻

（ＫＮＮ）、决策树回归 （ＤＴＲ）和单隐层人工神经网络

（ＡＮＮ）进行比较，在大数据集上具有较高的训练效率。在

ＮＶＩＤＩＡＧＴＸ１０８０ＧＰＵ的计算机上，采用Ｐｙｔｈｏｎ３．５和

Ｔｅｎｓｏｒｆｌｏｗ１．４对深度ＲＮＮ模型进行训练。ＲＮＮ的所有

超参数和训练配置以及超参数 （即σ、δ和λ）通过基于整

体训练数据集的三重交叉验证的网络搜索进行选择。参数

的搜索空间和最终结果，如表４所示。

５１　计算结果

在本文中，从测试样本中随机选择６个低压变压器区

域作为展示示例，如图１１所示。
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表４　ＲＮＮ中选定超参数的搜索空间

超参数 搜索空间 结果

σ ［０．００：０．０５：０．５０］ ０．０５

δ ［０．００：０．１０：０．５０］ ０．１０

λ １×１０
［－４：１：０］

１×１０
－３

子路径中的节点数 ｛１６，３２，６４，１２８｝ ６４

子路径数 ［２：１：５］ ３

训练优化器 ｛Ａｄａｄｅｌｔａ，Ａｄａｍ｝ Ａｄａｍ

遍历次数 ［５０：５０：２００］ １００

单次训练样本数 ｛６４，１２８，２５６，５１２，１０２４，２０４８｝ １０２４

学习率 １×１０
［－５：１：０］

１×１０
－４

图１１　６个实验区域的基准值和合理区间的结果

低压变压器区域的编号分别为１１００、１３０２、７０１５、８

１２５、１２６１０和１４０７２。结果表明，合理区间的界限可以根

据多个输入因素进行自适应调整，例如，在区域１１００和区

域８１２５中。距离基准值较远的异常值可以有效地剔除，虽

然这些异常值可以在－１％～５％之间，但是合理区间的结

果要优于１％～－５％之间的固定区间。此外，基准值与实

际线损率相比波动较小，表明日线损率的估计具有较高的

可靠性。基准值能够根据相关因素的变化自适应地反映低

压变压器区域的日常运行状况，而不是根据原始数据集计

算出的平均值或中值。

基于本文所提出的ＲＮＮ，可以分析线损率的通过百分

比结果，如图１２所示。

图１２　基于鲁棒神经网络的线损率合格率分析

对于线损率的数据点分析，由于所提出的方法能够准

确地识别出与基准值相差较大的异常值，因此异常值的数

目比图３中的异常值要多。此外，虽然所有数据点的缺失

值和异常值的百分比都不算大，分别为６．７２％和１３．０６％，

但一个月内没有缺失值和异常值的区域仅占整个数据集的

１９．８４％，这说明当前计电设备的可靠性较低。

５２　性能分析

为了评估本文所提出方法的鲁棒性和准确性，首先建

立ＫＮＮ、ＤＴＲ和ＡＮＮ的超参数，如表５所示。

表５　ＫＮＮ、ＤＴＲ和ＡＮＮ的超参数

超参数

邻居数量：１０；加权方法：基于距离

拆分方法：选择最佳拆分

隐藏层中的节点数：６４；激活方式：逻辑结构

（１）鲁棒性分析：为了评估所提方法的鲁棒性，本文

分析了基于不同测试模型的计算基准值的分布，如图１３

所示。

图１３　基于不同测试模型的计算基准值分布
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分布指标的详细数值，如表６所示。

表６　不同测试模型的鲁棒性分析结果

指标 本文ＲＮＮ ＫＮＮ ＤＴＲ ＡＮＮ

均值 ２．０３ １．０３ －４．８１ －５．８３×１０
６

标准差 ０．８０ １８５．６９ １９４．７８ １．８７×１０
７

最小值 ０．００ －８．１３×１０
４
－８．１３×１０

４
－８．１３×１０

７

最大值 ３３．６１ １００．００ １００．００ ４．４９×１０
６

犾犪 ０．８１ －１．８０ －１．８０ －１．１７×１０
６

狌犪 ３．３６ ５．２５ ５．２４ ２．８０×１０
６

狇１ １．７６ ０．８４ ０．８４ ３．２３×１０
５

狇２ ２．０９ １．６５ １．６５ ８．４７×１０
５

狇３ ２．４０ ２．６０ ２．６０ １．３２×１０
６

结果表明，测试的 ＡＮＮ模型性能最差，完全无法计

算出有效的基准值。ＡＮＮ的最大值和最小值分别为４．４９

×１０％和－８．２６×１０％，因此，其很难作为基准值。根据

分布，ＫＮＮ和ＤＴＲ得到了相似的结果。它们都利用接近

未知测试区域的大量训练样本来确定新的基准值。因此，

在本文中，ＫＮＮ和ＤＴＲ比 ＡＮＮ具有更好的鲁棒性，并

且在大多数低压变压器测试区域都具有可行性。然而，这

两个模型的最小基准为－８．１３×１０
４
％，仍然不是合理的

基准值，而且ＲＮＮ在４个测试模型中取得了最好的结果，

其中计算的基准值在合理的范围内。利用ＲＮＮ计算得出

的基准值标准差仅为０．８０％，这表明该方法得到的结果稳

定且可靠。

（２）精度分析：本文利用 ＭＡＥ、ＭＳＥ和Ｈｕｂｅｒ损耗３

个损耗指标来比较４个测试模型。在使用双尾检验进行损

失计算之前，测试样本中的异常值被消除，如图６所示。

不同测试模型的精度分析结果，如表７所示。

表７　不同测试模型的精度分析结果

指标 本文ＲＮＮ ＫＮＮ ＤＴＲ ＡＮＮ

ＭＡＥ（％） １．４６ ０．７０ ５．０１ ７．２６×１０
６

ＭＳＥ（％２） １３．７０ ５７４．５８ ３．９０×１０
３

３．５４×１０
１４

Ｈｕｂｅｒ损耗 ４．４４ ５．９０ ４８．１９ ７．２６×１０
７

结果表明，由于 ＡＮＮ的３个损失指标远高于其他模

型，因此其性能最差。当直接对具有极端异常值的样本进

行训练时，ＡＮＮ并不适用。虽然ＫＮＮ和ＤＴＲ具有相似的

鲁棒性，但它们的精度指标却有很大的不同。由于ＫＮＮ计

算出的异常值较少，因此ＫＮＮ得到的犕犃犈指标最好，而

ＫＮＮ的犕犛犈值大于所提出的ＲＮＮ的犕犛犈值。综合比较

这些指标，本文提出的ＲＮＮ具有最高的性能，在犕犃犈值

较小的情况下获得了最佳的犕犛犈 和Ｈｕｂｅｒ损耗指标。

６　结束语

日线损率作为考核低压变压器区域性能的重要指标，

其对供电企业的利润有很大的影响。为了更好地管理线损

水平，为低压变压器区域的建设和运行提供指导，本文研

究开发的日线损率基准值计算方法，有助于发现异常线损

率值，也有助于运行人员对异常运行情况进行检查和确认。

从实例分析和比较结果来看，传统的ＡＮＮ模型不能处理异

常值，无法计算出基准的结果。在案例分析中证明了

ＫＮＮ、ＤＴＲ和所提出的 ＲＮＮ 的适用性，其中所提出的

ＲＮＮ优于其他两个模型。在所有的测试模型中，该方法具

有较高的精度和鲁棒性。此外，根据所提出的ＲＮＮ的最终

结果，在整个数据点中约有１３％的异常值。一个月内线损

率无缺失值和异常值的区域仅占２０％左右，说明了计电设

备可靠性较低。因此，目前电网中仍需要一套可靠的线损

数据监测与管理系统。
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