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改进鲸鱼算法构建混合模型的建筑能耗预测

王　茹，宋　爽，贺　佳
（西安建筑科技大学 信息与控制工程学院，西安　７１００５５）

摘要：建筑能耗数据具有非平稳和非线性特征，单一预测模型很难对其进行精准预测，提出一种用于建筑能耗短期预测的新

型混合模型；利用互补集合经验模态分解方法 （ＣＥＥＭＤ）将波动性较大的能耗数据分解为一组本征模态函数和一个残差序列；

基于反向学习、差分进化算法并引入控制参数λ对鲸鱼优化算法 （ＷＯＡ）进行改进，有效解决算法早熟收敛与陷入局部最优等

的问题，提出改进算法ＵＷＯＡ （ｕｐｇｒａｄｅｄｗｈａｌｅｏｐｔｉｍｉｚａｔｉｏｎａｌｇｏｒｉｔｈｍ）；利用ＵＷＯＡ优化Ｅｌｍａｎ神经网络的权值与阈值，优化

后的Ｅｌｍａｎ神经网络对本征模态函数和残差序列进行预测并集成，得到能耗预测值；应用ＣＥＥＭＤ－ＵＷＯＡ－Ｅｌｍａｎ混合模型对

上海某大型公共建筑能耗进行短期预测，结果显示混合模型获得很好的预测效果。

关键词：改进的鲸鱼优化算法；互补集合经验模态分解；建筑能耗；预测
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０　引言

为满足建筑使用阶段，建筑能耗合理分配与数据科学

分析的需求，对建筑能耗进行短期预测是日后节能工作的

前提与基础。因此，对建筑能耗短期预测方法的探索，无

论是从经济利益还是政府所提倡的绿色建筑理念角度出发，

都具有实际意义。建筑能耗受多方面因素影响，如室外温

湿度、人员感知行为、设备运行状况、建筑围护结构热工

性等。由于其影响因素广泛、复杂且数据波动明显，导致

使用单一模型所得预测值与实际值有很大偏差。近年来，

随着大数据领域的发展，在建筑能耗领域的科研人员主要

是通过机器学习 （ｍａｃｈｉｎｅｌｅａｒｎｉｎｇ，ＭＬ）方法
［１３］进行探

索。ＭＬ方法主要包括支持向量机
［４７］与人工神经网络［８１１］。

ＣａｌｅｂＲｏｂｉｎｓｏｎ等
［１］对机器学习部分主流模型进行建模，并

应用美国能源信息管理局 （ＥＩＡ）所公布的商业建筑能耗数

据进行训练，最终显示极端梯度提升模型 （ＸＧＢｏｏｓｔ）表现

最为良好，可决系数为０．８２，但原作者只采用了单一模型

进行预测导致精度不足，且实验中数据质量要求严格，使

得很难应用于实际；马等［５］运用支持向量机对中国华南地

区建筑进行预测，使用网格搜索法来确定支持向量机和两

个参数，同时选取国内的生产总值、家庭消费水平等多个

经济因素作为输入，最后与真实值比较验证了模型实用性；

Ｍ．Ａ．ＲａｆｅＢｉｓｗａｓ
［９］等运用Ｌｅｖｅｎｂｅｒｇ－Ｍａｒｑｕａｒｄｔ与ＯＷＯ

－Ｎｅｗｔｏｎ混合算法优化ＢＰ神经网络模型并对ＴｘＡＩＲＥ研

究室所收集的能耗数据进行预测，分别使用Ｌｅｖｅｎｂｅｒｇ－

Ｍａｒｑｕａｒｄｔ、ＯＷＯ－Ｎｅｗｔｏｎ算法独立优化神经网络，最终

显示混合算法优化结果与真实值较为贴近，但其模型拟合

优度普遍较低。

由于建筑能耗数据与风速、电力负荷等数据都具有非

线性、波动性的特点，随着人们对预测精度要求的提高，

混合模型被提出并得到了应用。孙等［１２］利用 ＭＲＳＶＤ对碳

价数据进行分解，再利用改进的元启发式算法对极限学习
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机进行优化，构建混合模型对碳价进行预测；蒋等［１３］通过

快速集成经验模态分解 （ＦＥＥＭＤ）将电价数据分解，同时

利用量子旋转门对智能算法进行优化，通过使用改进算法

优化径向基神经网络 （ＲＢＦ）对电价进行了预测。以上学

者利用混合模型在不同领域进行预测研究，其模型都取得

了良好的预测结果，对混合模型应用于建筑能耗预测领域

提供了参考。

针对建筑能耗序列波动明显、非线性程度较大的特点，

提出一种面向建筑能耗短期预测的新型混合模型ＣＥＥＭＤ－

ＵＷＯＡ－Ｅｌｍａｎ。本文内容主要包括：１）使用ＣＥＥＭＤ对

具有明显波动和非线性大的能耗数据进行分解；２）利用反

向学习、差分进化算法并引入控制参数λ对鲸鱼优化算法

（ＷＯＡ）进行改进，有效解决了算法早熟收敛与陷入局部

最优的问题，并提高算法精度，提出改进的鲸鱼优化算法

ＵＷＯＡ （ｕｐｇｒａｄｅｄｗｈａｌｅｏｐｔｉｍｉｚａｔｉｏｎａｌｇｏｒｉｔｈｍ，ＵＷＯＡ），

使用６个基准测试函数进行仿真实验，验证算法有效性；

３）利用改进的鲸鱼优化算法 （ＵＷＯＡ）优化Ｅｌｍａｎ神经网

络的阈值、权值，提出ＣＥＥＭＤ－ＵＷＯＡ－Ｅｌｍａｎ混合模

型；４）利用ＣＥＥＭＤ－ＵＷＯＡ－Ｅｌｍａｎ混合模型对上海某

大型公共建筑能耗进行短期预测，结果显示混合模型获得

很好的预测效果。

１　方法与改进

１１　互补集合经验模态分解 （犆犈犈犕犇）

互补集合经验模态分解 （ＣＥＥＭＤ）是集合经验模态分

解 （ＥＥＭＤ）
［１４］的升级版。ＣＥＥＭＤ引入自适应白噪声，不

但有效解决了ＥＭＤ产生的模态混叠现象，同时克服了ＥＥ

ＭＤ加入白噪声后，数据分解失去完整性、产生重构误差的

缺点，更加适用于非线性信号分析。ＣＥＥＭＤ处理建筑能耗

信号过程如下：

１）原始能耗信号狓 （狋）中加入自适应白噪声狑犻 （狋），

犐次实验后得到信号狓犻 （狋），对其进行ＥＭＤ分解并将分解

后的分量取平均，产生第一个模态分量：

犐犕犉１（狋）＝
１

犐∑
犐

犻＝１

犐犕犉犻１（狋） （１）

式中，犻＝１，２，···，犐为加入白噪声的次数；狉１ （狋）＝狓 （狋）

－犐犕犉１ （狋）表示第一个模态分量的残差信号。

２）算法定义犈犽 （·）为ＥＭＤ产生的第犽个ＩＭＦ算

子，ε犽 表示第犽 个信噪比。则有信号狉１ （狋）＋ε１犈１ （狑
犻

（狋）），并对其进行分解，可得到第二个模态分量：

犐犕犉２（狋）＝
１

犐∑
犐

犻＝１

犈１［狉１（狋）＋ε１犈１（狑
犻（狋））］ （２）

　　３）重复步骤２）对其余分量进行求解，直至分量无法

进行ＥＭＤ分解时结束。最终原始信号表示为：

狓（狋）＝∑
犽

犻＝１

犐犕犉犻（狋）＋犚（狋） （３）

式中，犚 （狋）为信号分解后产生的残差分量；

通过以上的步骤对建筑能耗数据进行分解，利用神经

网络对分解得到的ＩＭＦ分量与残差分量犚 （狋）进行预测、

集成得到最终的预测值。

１２　犈犾犿犪狀神经网络 （犈犖犖）

由于建筑能耗预测研究对象是历史时间序列，所以记

忆功能对于处理时间信息至关重要。Ｅｌｍａｎ神经网络作为

典型的动态局部递归神经网络，除了拥有ＢＰ神经网络的三

层结构，其最大的特点是添加了承接层 （可视为隐含层的

延迟算子）使ＥＮＮ具有了强大的记忆能力。在网络中添加

承接层神经元，引入内部反馈机制，提升了网络本身的动

态信息处理能力。

本文案例分析中，选用相对成熟的自适应ｌｒ动量梯度

下降法作为Ｅｌｍａｎ神经网络训练算法；选取环境温湿度、

往日能耗值等因素作为网络输入，将输入层神经元个数大

小设定为１０；隐含层神经元个数对神经网络的性能至关重

要，首先通过Ｋｏｌｍｏｇｏｒｏｖ定理
［１５］寻找到合适的理论值，再

经过试凑法选取隐含层神经元个数为２１；承接层与隐含层

神经元个数相同；输出为所预测的能耗值，即输出层神经

元为１。

１３　经典鲸鱼优化算法 （犠犗犃）

鲸鱼优化算法 （ＷＯＡ）
［１６］是Ｍｉｒｊａｌｉｌｉ和Ｌｅｗｉｓ受座头鲸

的狩猎行为启发，提出的一种新的群体智能算法。原作者

通过将 ＷＯＡ与其他几个应用广、先进性强的自然启发算

法，共同应用于２９个基准函数与６个结构设计问题上，结

果证实了 ＷＯＡ的先进性。算法共分为包围猎物、气泡网捕

食、探索新猎物三步进行寻优，算法具体步骤如下：

１）包围猎物：

ＷＯＡ主要模仿鲸鱼在捕食过程中通过声纳感知并环绕

逼近猎物的行为，将当前迭代次数中适应度最优的鲸鱼位

置视为猎物位置，其他鲸鱼通过不断更新自己位置来包围

猎物，数学模型如下：

犡（狋＋１）＝犡
－犃·狘犡狋－犆·犡


狘 （４）

犃＝２犪·狉－犪 （５）

犆＝２·狉 （６）

式中，犡为本次迭代最优解的位置向量；犡狋为鲸鱼个体的

位置向量；犃 与犆 为系数向量，狉为 （０，１）之间的随机

数；犪在整个寻优阶段从２逐渐递减到０。

２）气泡网捕食：

ＷＯＡ构建的气泡网攻击方式，主要由收缩环绕与螺旋

更新这两种策略组成，其中螺旋更新依据公式 （７）进行

移动：

犡（狋＋１）＝犇·犲
犫犾·ｃｏｓ（２π犾）＋犡 （７）

式中，犇＝｜犡－犡狋｜为鲸鱼个体到猎物的距离，犾为 ［－

１，１］内的一个随机数，犫为常数，用于定义鲸鱼运动螺线

形式。

在ＷＯＡ中，由于鲸鱼螺线运动与收缩包围猎物同时进

行，所以算法假定鲸鱼各有百分之五十的概率来进行选择

哪种方式靠近猎物，模型如式 （８）所示：

犡（狋＋１）＝
犡狋－犃·狘犡狋－犆·犡


狘 ｉｆ 狆＜０．５

犇·犲犫犾·ｃｏｓ（２π犾）＋犡 ｉｆ 狆≥０．｛ ５
（８）
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式中，狆为 ［０，１］的随机数。

３）探索新猎物：

当｜犃｜＜１时，鲸鱼进行局部搜索，并根据式 （４）

更新鲸鱼位置坐标；当｜犃｜≥１进行全局搜索，算法随机

选择鲸鱼迫使其选择更优的猎物，以此增强算法的全局搜

索能力，根据公式 （１０）进行鲸鱼位置坐标更新，其中

犡狉犪狀犱为当前迭代次数中任意一只鲸鱼，犇′为随机鲸鱼与其寻

找到的更优猎物的距离向量。数学模型表达如下：

犇′＝狘犡狋－犆·犡狉犪狀犱狘 （９）

犡（狋＋１）＝犡狉犪狀犱－犃·犇′ （１０）

１４　改进鲸鱼优化算法 （犝犠犗犃）

１．４．１　反向学习 （ＯＢＬ）

反向学习理论 （ＯＢＬ）
［１７］最开始是由 Ｔｉｚｈｏｏｓｈ在元启

发式算法优化领域提出并应用。反向学习通过求取可行解

的反向解以增加搜索空间的利用率，来提高收敛于最优解

的概率。在ＯＢＬ中，其核心思想是利用公式 （１１）得出实

数狓的反向数珚狓，式中狌和犾分别代表搜索空间的上限和下

限。在多维空间中，即狓犻∈犚
狀，点犗＝ （狓１，狓２，…，狓狀），

则其反向解［１８］为珚犗＝ （狓１，狓２，…，狓狀）由公式 （１２）得

出。其中，γ为 ［０，１］区间的一个随机数。

珚狓＝狌＋犾－狓 （１１）

珚犗＝γ（珔狌犻＋珋犾犻）－珚狓犻 （１２）

１．４．２　差分进化 （ＤＥ）

本文将具有良好探索能力的ＤＥ整合到 ＷＯＡ中，来完

善 ＷＯＡ开发算法空间的能力。ＤＥ通过对当前最优解进行

变异和交叉来产生新个体，如果产生的新个体比相应的最

优解适应度更好，则它就会被新个体所取代。

同时，引入参数λ来调节算法的局部寻优与全局搜索能

力，λ由公式 （１３）进行调节，随着迭代次数的增加，λ的值

从１减少到０。因此，在迭代初期算法全局搜索能力提高，

随着迭代次数的增加，算法局部寻优能力增强。ＵＷＯＡ算

法伪代码见 （算法１）。

λ＝１－
狋
狋ｍａｘ

（１３）

算法１：ＵＷＯＡ算法

１：生成初始种群犣犻 （犻＝１，２，…，犖）

２：使用反向学习得种群珚犣１ （犻＝１，２，…，犖）

３：评估犣犻 和珚犣１ 中鲸鱼个体的适应度，并使珡犡
表示最优鲸鱼

个体

４：从犣犻 和珚犣１ 中，择优选择犖 个个体犡犻 （犻＝１，２，…，犖）

５：ｗｈｉｌｅ（狋＜狋ｍａｘ）

６：ｆｏｒ犻＝１ｔｏ犖ｄｏ

７：根据公式 （１２）反向学习，进行位置更新

８：ｅｎｄ

９：ｆｏｒ犻＝１ｔｏ犖ｄｏ

１０：更新犪、犃、犆、犾、狆的值

１１：犼狉犪狀犱＝狉狀犱犻狀狋（１，狀）

１２：ｆｏｒ犼＝ｔｏ狀ｄｏ

１３：根据式 （１３）计算控制参数λ的值

１４：ｉｆ狆≤λｔｈｅｎ

１５：ｉｆ狉狀犱狉犲犪犾犼 ［０，１］≤犆犚ｏｒ犼＝＝犼狉犪狀犱ｔｈｅｎ

１６：犝犻 （犼）＝犡
 （犼）＋犉× （犡狉２ （犼）－犡狉２ （犼））

１７：ｅｌｓｅ

１８：选择一个随机个犡狉犪狀犱

１９：根据公式 （９）（１０）更新

２０：ｅｎｄｉｆ

２１：ｅｌｓｅｉｆ狆＞λｔｈｅｎ

２２：ｉｆ狉狀犱狉犲犪犾犼 （０，１）≤０．５ｔｈｅｎ

２３：根据公式 （４）更新

２４：ｅｌｓｅ

２５：根据公式 （７）更新

２６：ｅｎｄｉｆ

２７：ｅｎｄｉｆ

２８：ｅｎｄｆｏｒ

２９：评估后代犝犻

３０：ｉｆ犝犻 优越犡犻ｔｈｅｎ

３１：更新个体犻，犡犻＝犝犻

３２：ｉｆ犝犻 优越于犡ｔｈｅｎ

３３：更新最优个体，犡＝犝犻

３４：ｅｎｄｉｆ

３５：ｅｎｄｉｆ

３６：ｅｎｄｆｏｒ

３７：狋＝狋＋１；

３８：ｅｎｄｗｈｉｌｅ

２　犝犠犗犃算法性能测试

２１　测试函数

为检验ＵＷＯＡ算法的寻优性能，本文选取６个基准函

数进行测试，分别为：Ｓｐｈｅｒｅ、Ｒｏｓｅｎｂｒｏｃｋ、Ｅｌｌｉｐｔｉｃ、Ｒａｓ

ｔｒｉｇｉｎ、Ａｃｋｌｅｙ和 Ｇｒｉｅｗａｎｋ函数，将其按照犳１ （狓）～犳６

（狓）进行排列。其中，Ｓｐｈｅｒｅ、Ｒｏｓｅｎｂｒｏｃｋ和Ｅｌｌｉｐｔｉｃ为单

峰函数，其余三个均为多峰函数，各个函数维数、搜索空

间与最小值如表１所示。

表１　测试函数

函数 维数 搜索空间 最小值

Ｓｐｈｅｒｅ ３０ ［－１００，１００］ ０

Ｒｏｓｅｎｂｒｏｃｋ ３０ ［－３０，３０］ ０

Ｅｌｌｉｐｔｉｃ ３０ ［－１００，１００］ ０

Ｒａｓｔｒｉｇｉｎ ３０ ［－５．１２，５．１２］ ０

Ａｃｋｌｅｙ ３０ ［－３２，３２］ ０

Ｇｒｉｅｗａｎｋ ３０ ［－６００，６００］ ０

２２　实验结果分析

本文选取参考文献［１２］中所提出的 ＡＷＯＡ、ＷＯＡ作

为对比算法与本文提出的 ＵＷＯＡ进行比较。ＵＷＯＡ中差

分进化算法缩放因子与交叉率分别选取为犉＝０．５，犆犚＝

０．９。３种算法种群规模均设置为３０，测试函数维度设置为

３０，每个算法单独运行３０次，迭代次数为５００，并将实验

结果取平均值，使用 Ｍａｔｌａｂ２０１８ｂ进行仿真实验，６个测

试函数的收敛精度设置为１×１０
－８。选取平均值、最差结

果、最优结果、收敛代数与成功率作为评价指标，实验结

果如表２所示。
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表２　仿真实验测试结果

函数 指标 ＵＷＯＡ ＡＷＯＡ ＷＯＡ

犳１

平均值 ０ ８．２４７３Ｅ－２８８ １．８６７１２Ｅ－７０

最差结果 ０ ２．４２２１Ｅ－２８６ ５．６０１３３Ｅ－６９

最优结果 ０ ７．０９５１Ｅ－３０３ １．３３７０６Ｅ－８５

收敛代数 ３７５．３６６７ ５００ ５００

成功率 １ １ １

犳２

平均值 １．２０９８Ｅ－２４２ ５．３７０４Ｅ－１４９ １．５３４６７Ｅ－４９

最差结果 ３．６２９４Ｅ－２４１ ９．１５１７Ｅ－１４８ ３．２７２９Ｅ－４８

最优结果 ０ ２．８１７７Ｅ－１５６ ４．９８５６５Ｅ－５６

收敛代数 ４９９．８６６６６６７ ５００ ５００

成功率 １ １ １

犳３

平均值 ０ ２．６９３８Ｅ－２８２ ２．３１０７９Ｅ－７０

最差结果 ０ ８．０６１Ｅ－２８１ ５．０６７５２Ｅ－６９

最优结果 ０ ２．７１９６Ｅ－３０１ ３．０８９４１Ｅ－８１

收敛代数 ３６７．８６６６６６７ ５００ ５００

成功率 １ １ １

犳４

平均值 ０ ０ ５．４４７３３１０１８

最差结果 ０ ０ １６３．４１９９３０５

最优结果 ０ ０ ０

收敛代数 ３１．５ ６３．８６６６６６６７ １９７．９３３３３３３

成功率 １ １ ０．９６６６６６６６７

犳５

平均值 ８．８８１７８Ｅ－１６ ８．８８１７８Ｅ－１６ ３．９６７２Ｅ－１５

最差结果 ８．８８１７８Ｅ－１６ ８．８８１７８Ｅ－１６ ７．９９３６１Ｅ－１５

最优结果 ８．８８１７８Ｅ－１６ ８．８８１７８Ｅ－１６ ８．８８１７８Ｅ－１６

收敛代数 １０６．２３３３３３３ １６２．４６６６６６７ ２５１．０３３３３３３

成功率 １ １ １

犳６

平均值 ０ ０．０１６ ０

最差结果 ０ ０．２７５ ０

最优结果 ０ ０ ０

收敛代数 ４５．９３３３３３３３ ９２．１３３３３３３３ １９８．３３３３３３３

成功率 １ １ １

图１　算法收敛曲线图

经过整理分析表２的实验结果可以

得出，ＵＷＯＡ在函数犳１、犳３、犳４、犳６

均达到了理论最优值０，函数犳２ 虽然

没有达到理论最优值，但与最优值０非

常接近。其中，在单峰函数实验中，

三个算法找到全局最优的概率均为

１００％，虽然 ＡＷＯＡ 相较于 ＷＯＡ 算

法性能有所提高，但 ＵＷＯＡ在求解速

度、精度方面均优于对比算法ＡＷＯＡ；

在多峰函数检测中，ＵＷＯＡ在函数犳４

和犳６ 达到了理论最优值０，函数犳５ 虽

没有达到最优值，但收敛精度及速度

均优 于 对 比 算 法。实 验 结 果 表 明，

ＵＷＯＡ在６个基准函数上３０次的检测

中均能收敛成功，且在犳１、犳３、犳４、

犳６均能达到理论最优值，展现了良好

的寻优性能。

图１为 ＵＷＯＡ与 ＡＷＯＡ、ＷＯＡ

在６个基准函数收敛曲线对比图。从图

中可 以 明 显 看 出，ＡＷＯＡ 相 比 于

ＷＯＡ算法性能上虽有明显提升，但 ＵＷＯＡ的收敛曲线均

在ＡＷＯＡ与 ＷＯＡ收敛曲线下方，精度更高且下降速度更

快，性能更优于两个比较算法。

３　案例分析

３１　负荷预测流程

本节中，利用ＣＥＥＭＤ－ＵＷＯＡ－Ｅｌｍａｎ混合模型对

上海某大型公共建筑电力能耗进行预测。随机选取１９０组

用电数据用做模型训练样本，余下的２４组作为测试样本对

模型精度进行检测。对选定的建筑能耗数据进行ＣＥＥＭＤ

分解，如图２所示，ＩＭＦ１至ＩＭＦ６为经过ＣＥＥＭＤ分解后

的频率，残差Ｒ代表长期趋势。由于建筑设备的电力能耗

量易受外界环境影响，特别是能耗占比较大的空调设备，

其运行受天气因素干扰严重。因此本文选取是否为休息日、

室外干球温度、室外相对湿度，将文献［１９］选择的输入作

为参考，最终确定输入数据特征的维数为１０。

３２　结果分析

对原始电力能耗序列进行ＣＥＥＭＤ分解后，将分解的

子序列输入到经 ＵＷＯＡ优化后的Ｅｌｍａｎ神经网络进行预

测。图３为混合预测模型和其余３种算法对Ｅｌｍａｎ神经网

络优化后，预测值与真实值结果对比图。可以明显看出本

文所提出混合模型对测试样本完成了很好的拟合效果。较

其他模型进行对比，预测曲线与真实值预测曲线相反方向

趋势更小，具有更优秀的预测效果。

本文中实例预测精度采用可决系数 （犚２）、均方根误差

（犚犕犛犈）、平均绝对百分误差 （犕犃犘犈）作为性能评价指

标，其运算形式如公式 （１４）～ （１６）所示，表３为３个性

能评价指标对比。结果显示本文所提出的 ＣＥＥＭＤ－
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图２　不同频率的ＩＭＦ趋势

图３　预测值与实际值对比

ＵＷＯＡ－Ｅｌｍａｎ三个性能评价指标均优于其它４种模型，

表明了改进算法的有效性和混合模型的先进性；同时本文

提出的ＣＥＥＭＤ－ＵＷＯＡ－Ｅｌｍａｎ预测模型在其性能评价

指标中，犕犃犘犈＝１．１０４％，犚犕犛犈＝１９．５２７均低于其他模

型，说明更贴近真实值，误差更小，可决系数为０．９８７，可

以很好的反应建筑能耗预测目标时间内的能耗变化情况。

犚２＝
∑
狀

犻＝１

（^狔－狔）
２

∑
狀

犻＝１

（狔－珔狔）
２

（１４）

犕犃犘犈 ＝
１

狀∑
狀

犻＝１

狘犡狋－犡^狋狘

狘犡狋狘
（１５）

犚犕犛犈 ＝
１

狀∑
狀

犻＝１

（犡狋－犡^狋）槡
２ （１６）

表３　性能评价指标

模型 犚
２ 犚犕犛犈 犕犃犘犈

ＣＥＥＭＤ－ＵＷＯＡ－Ｅｌｍａｎ ０．９８７ １９．５２７ １．１０４

ＵＷＯＡ－Ｅｌｍａｎ ０．９５５ ６６．８０４ ３．５４２

ＡＷＯＡ－Ｅｌｍａｎ ０．９２９ １０５．３２２ ４．４２２

ＷＯＡ－Ｅｌｍａｎ ０．９０９ １３４．５２６ ６．７０６

４　结论

本文提出一种ＣＥＥＭＤ－ＵＷＯＡ－Ｅｌｍａｎ混合预测模

型，并将其应用于建筑能耗预测领域。首先通过运用

ＣＥＥＭＤ对波动明显的建筑能耗数据进行分解；其次采用

ＵＷＯＡ优化 Ｅｌｍａｎ神经网络的权值与阈值；最后利用

ＵＷＯＡ－Ｅｌｍａｎ对ＣＥＥＭＤ所分解出来的子序列进行预测

并得到最终的能耗预测值。为检验新模型的预测能力，对

上海某大型公共建筑能耗数据进行预测，结果通过可决系

数、均方根误差、平均绝对百分比误差，三个性能评价指

标进行对比分析，表明本文提出的方法具有良好的预测性

能。同时，在日后的研究中还可以考虑其他影响建筑能耗

的因素作为输入变量以提高模型的整体预测性能；也可将

此模型应用于碳价、风速、电价等具有非线性且波动大的

序列中进行预测研究。
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