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基于改进犇犖犖－犔犛犜犕算法的车辆前方

行人行为识别方法

窦雪婷，王　硕，季鑫盛
（上海工程技术大学 机械与汽车工程学院，上海　２０１８２０）

摘要：为提高行驶车辆前方行人行为识别精度，提出了基于经验模态分解的深度神经网络与长短时记忆网络相结合的行人行

为识别方法；该方法在分析骨架节点表征参数的基础上，采用势能、相对位置、加速度、角加速度作为表征参量描述行人行为，

利用经验模态分解可以平滑数据的优点，建立深度神经网络与长短时记忆网络融合的识别模型，实现对车辆前方行人行为的准确

识别；采用 Ｗｅｉｚｍａｎｎ数据集和ＫＴＨ数据集对该方法有效性检验；结果表明，该方法基于两个数据集对车辆前方行人行为识别

准确率分别为９８．５８％和９８％，能够为辅助驾驶系统等提供有效的数据支持。

关键词：行为识别；经验模态分解；深度神经网络；长短时记忆网络

犘犲犱犲狊狋狉犻犪狀犃犮狋犻狅狀犚犲犮狅犵狀犻狋犻狅狀犅犪狊犲犱狅狀犐犿狆狉狅狏犲犱犇犖犖－犔犛犜犕犃犾犵狅狉犻狋犺犿

ＤｏｕＸｕｅｔｉｎｇ，ＷａｎｇＳｈｕｏ，ＪｉＸｉｎｓｈｅｎｇ
（ＳｈａｎｇｈａｉＵｎｉｖｅｒｓｉｔｙｏｆＥｎｇｉｎｅｅｒｉｎｇＳｃｉｅｎｃｅ，Ｓｈａｎｇｈａｉ　２０１８２０，Ｃｈｉｎａ）

犃犫狊狋狉犪犮狋：Ｉｎｏｒｄｅｒｔｏｉｍｐｒｏｖｅｔｈｅａｃｃｕｒａｃｙｏｆｐｅｄｅｓｔｒｉａｎａｃｔｉｏｎｒｅｃｏｇｎｉｔｉｏｎｉｎｆｒｏｎｔｏｆｄｒｉｖｉｎｇｖｅｈｉｃｌｅｓ，Ａｒｅｃｏｇｎｉｔｉｏｎｍｏｄｅｌｂａｓｅｄ

ｏｎＥｍｐｉｒｉｃａｌＭｏｄｅＤｅｃｏｍｐｏｓｉｔｉｏｎａｎｄｃｏｍｂｉｎａｔｉｏｎｏｆＤｅｅｐＮｅｕｒａｌＮｅｔｗｏｒｋａｎｄＬｏｎｇＳｈｏｒｔＴｅｒｍ ＭｅｍｏｒｙＮｅｔｗｏｒｋｉｓｐｒｏｐｏｓｅｄ．

Ｂａｓｅｄｏｎｔｈｅａｎａｌｙｓｉｓｏｆｔｈｅｃｈａｒａｃｔｅｒｉｚａｔｉｏｎｐａｒａｍｅｔｅｒｓｏｆｔｈｅｓｋｅｌｅｔｏｎｎｏｄｅｓ，ｔｈｅｐｏｔｅｎｔｉａｌｅｎｅｒｇｙ，ｒｅｌａｔｉｖｅｐｏｓｉｔｉｏｎ，ａｃｃｅｌｅｒａｔｉｏｎａｎｄ

ａｎｇｕｌａｒａｃｃｅｌｅｒａｔｉｏｎａｒｅｕｓｅｄａｓｔｈｅｃｈａｒａｃｔｅｒｉｚａｔｉｏｎｐａｒａｍｅｔｅｒｓｔｏｄｅｓｃｒｉｂｅｔｈｅｐｅｄｅｓｔｒｉａｎｂｅｈａｖｉｏｒ．ＴｈｅＥｍｐｉｒｉｃａｌＭｏｄｅＤｅｃｏｍｐｏｓｉ

ｔｉｏｎｃａｎｓｍｏｏｔｈｔｈｅｄａｔａａｎｄｅｓｔａｂｌｉｓｈａｒｅｃｏｇｎｉｔｉｏｎｍｏｄｅｌｆｏｒｔｈｅｆｕｓｉｏｎｏｆＤｅｅｐＮｅｕｒａｌＮｅｔｗｏｒｋａｎｄｔｈｅＬｏｎｇＳｈｏｒｔＴｅｒｍＭｅｍｏｒｙ

Ｎｅｔｗｏｒｋ．Ａｃｈｉｅｖｅａｃｃｕｒａｔｅｉｄｅｎｔｉｆｉｃａｔｉｏｎｏｆｐｅｄｅｓｔｒｉａｎｂｅｈａｖｉｏｒｉｎｆｒｏｎｔｏｆｔｈｅｖｅｈｉｃｌｅ．Ｔｈｅｖａｌｉｄｉｔｙｏｆｔｈｅｍｅｔｈｏｄｗａｓｔｅｓｔｅｄｕｓｉｎｇｔｈｅ

ＷｅｉｚｍａｎｎｄａｔａｓｅｔａｎｄｔｈｅＫＴＨｄａｔａｓｅｔ．Ｔｈｅｒｅｓｕｌｔｓｓｈｏｗｔｈａｔｔｈｅａｃｃｕｒａｃｙｏｆｔｈｅｐｅｄｅｓｔｒｉａｎｂｅｈａｖｉｏｒｒｅｃｏｇｎｉｔｉｏｎｂａｓｅｄｏｎｔｈｅｔｗｏ

ｄａｔａｓｅｔｓｉｓ９８．５８％ａｎｄ９８％，ｒｅｓｐｅｃｔｉｖｅｌｙ．ｗｈｉｃｈｃａｎｐｒｏｖｉｄｅｅｆｆｅｃｔｉｖｅｄａｔａｓｕｐｐｏｒｔｆｏｒｔｈｅｄｒｉｖｅｒａｓｓｉｓｔａｎｃｅｓｙｓｔｅｍ．

犓犲狔狑狅狉犱狊：ａｃｔｉｏｎｒｅｃｏｇｎｉｔｉｏｎ；ｅｍｐｉｒｉｃａｌｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎ；ｄｅｅｐｎｅｕｒａｌｎｅｔｗｏｒｋ；ｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙｎｅｔｗｏｒｋ

０　引言

随着汽车保有量的快速增加，交通事故数量和死亡人

数一直处于较高水平，行人作为道路交通的主要参与者，

保障行人安全是智能交通系统建设的重要目标之一。资料

数据表明，在道路交通事故的人员伤亡中，行人横穿道路

发生的交通事故占较大比重。因此，实现对行人行为的有

效检测和正确识别，可保障交通环境中行人的安全，减少

交通事故的发生率［１２］。实现车辆前方行人行为的准确识别

是汽车自动驾驶系统构建基本要求，对改善道路交通安全

和交通质量具有重要的意义［３］。

车载摄像系统可对车辆前方的行人及道路状况进行记

录，通过对记录的视频数据进行分析可识别出行人的行为

动作［４］。根据视频数据源不同可将行为识别方法划分为三

类：基于彩色视频的行为识别、基于深度图的行为识别、

基于骨架节点的行为识别［５］。基于彩色视频的行为识别方

面，Ｆｅｉｃｈｔｅｎｈｏｆｅｒ等人
［６］提出了一种新的双流网络时空结

构，将时间流和空间流产生的特征在时间和空间上进行３Ｄ

融合识别视频，但由于数据集中的干扰信息过多对识别精

度产生了一定的影响。基于深度图的行为识别方面，Ｖｉｅｉｒａ

等人［７］在识别行为动作中，保留了时空单元之间的空间和

时间的上下文信息，具有较高的灵活性。与前两种方法相

比，基于骨架节点的行为识别方法主要利用骨架的运动特

征表示行为，具有更好的视图不变性，减小了识别模型的

复杂度和计算量［８］。Ｙａｎｇ等人
［９］利用人体关节点位置的差

异性，提出了一种由特征信息构成骨架节点的表达方式，

并作为特征描述符，利用朴素贝叶斯分类器进行行为识别。

Ｂｏｕｌｂａｂａ等人
［１０］使用中值滤波方法对骨架节点的轨迹进行

平滑处理，并分别用最近邻分类器和支持向量机对动作进

行分类。Ｚｈａｎｇ等人
［１１］采用关节线距离作为输入，以较少

的训练样本数量获得较好的识别结果。Ｚｈｕ等人
［１２］提出了

一种端到端完全连接的长短时记忆网络用于基于骨架的行

为识别。基于骨架节点的行为识别方法能够有效的降低行

为识别复杂程度，但由于其特征数据中包含干扰序列，致

使该方法识别精度方面仍存在一定的改善空间。

综上所述，本文以骨架节点为研究对象，建立了基于

经验模态分解 （ＥｍｐｉｒｉｃａｌＭｏｄａｌＤｅｃｏｍｐｏｓｉｔｉｏｎ，ＥＭＤ）的

深度神经网络－长短时记忆网络 （ＤｅｅｐＮｅｕｒａｌＮｅｔｗｏｒｋ－
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ＬｏｎｇＳｈｏｒｔＴｅｒｍＭｅｍｏｒｙ，ＤＮＮ－ＬＳＴＭ）行为识别模型。

该方法结合了经验模态分解能够平滑数据的优点，采用深

度神经网络对数据做特征分析，并利用长短时记忆网络对

获取的行为特征做时序分析，从而实现对车辆前方行人行

为的准备识别。

１　骨架节点特征提取

骨架节点特征提取是行人行为识别的关键技术之一。

该方法首先以行人行为骨架节点为基础，提取行人行为运

动的关键参数，构建行人行为特征表征向量。势能、加速

度以及位置信息等特征在识别行人的行为动作方面具有很

强的表述性。选取势能、相对位置、加速度、角加速度作

为表征参量描述行人行为，表征形式δ犻如公式 （１）所示。

δ犻 ＝ ［犈犻犼，犘犻，犪犻，γ犻］ （１）

式中，犈犻犼为骨架节点的势能变化特征；犘犻为相邻帧间同一关

节点处的相对位置特征；犪犻为节点加速度特征；γ犻为关节点

处角加速度特征。

为解决人与摄像机相对位置不同出现的误差，利用相

邻帧间的势能差来表示行人势能的变化［１３］，在行人的运动

过程中，头部相对肢体其他部位坐标变化较小，故选取头

部作为零势能点，人体的势能变化表示如公式 （２）所示。

犈犻犼 ＝犔（犘犻，犼－犘犻，０） （２）

式中，犔为势能参数，取９．８；犘犻，犼为第犻帧中的第个骨架节

点的像素；犘犻，０为第犻帧中零势能点的像素。

不同运动情况下，相邻两帧间各骨架节点的相对位置

变化量不同，其表达式如公式 （３）所示。

犘犻＝犘犻，犼－犘犻－１，犼 （３）

式中，犘犻－１，犼为犻－１帧第个骨架节点的像素。

行人动作可以看作一组骨架节点组成的刚体轨迹，不

同的运动方式其速度与加速度会产生不同的变化，且变化

差异较大。速度与加速度表达式如公式 （４）所示。

狏犻＝
犘犻，犼－犘犻－１，犼
犱狋

牔犪犻＝
狏犻，犼－狏犻－１，犼
犱狋

（４）

式中，犱狋为相邻两帧之间的时间间隔；根据姿态估计算法性

能，此处取为。

每个刚体的运动可看作是以刚体长度为半径的圆周运

动，都有对应的角速度和角加速度［１４］。以膝盖处的角速度

和角加速度为例：设大腿处的向量为狉犿 ，小腿处的向量为

狉狀，则关节角弯曲角度表达式如公式 （５）所示。

α＝ｃｏｓ
－１ 狉犿·狉狀

狉犿
２
＋ 狉狀槡

２
（５）

式中，狉犿 ，狉狀分别为相邻的两向量；狘狘为向量的模。

刚体的角速度及角加速度表达式如公式 （６）所示。

ω＝
α犻，犼－α犻－１，犼
犱狋

牔γ＝
ω犻，犼－ω犻－１，犼
犱狋

（６）

式中，α犻，犼为当前帧膝盖处的弯曲角度；α犻－１，犼为前一帧的膝盖

处的弯曲角度。

２　基于犈犕犇的犇犖犖－犔犛犜犕模型

针对提取的特征数据存在干扰信息以及需要考虑特征

信息的时序性等问题，提出了基于ＥＭＤ的ＤＮＮ－ＬＳＴＭ

网络识别模型。该方法主要基于经验模态分解方法对初始

特征数据进行平滑处理，利用深度神经网络对特征数据做

非线性变换，并采用长短时记忆网络分析连续帧间的变化

规律。

２１　模型原理

ＥＭＤ
［１５］具有自适应特性，能够根据数据自身的特征进

行分解，把数据中包含大尺度的波动逐级分解开，用于处

理非线性、非平稳性数据，并将各分量能量小于某一阈值

的数据滤除达到数据去噪的目的。

其分解假设满足两个条件：在整个时序内，分量的局

部极值点和零点的数目之差小于或相等１个；在任意时刻，

局部极大值点形成的上包络线和局部极小值点形成的下包

络线，均值为零。其分解步骤如图１所示。

图１　分解步骤

每个分量代表一个特征尺度的数据序列，分解过程即

将原数据序列分解成各种不同特征波动序列的叠加。利用

能量法根据提取的特征数据以及各分量的能量占比选择合

适的阈值 Ｍ对数据进行处理，使特征数据更加平稳以利于

后续识别阶段的处理。

计算各分量的能量：

犈犈犻＝∫
犜

０
狘δ犻１狘

２犱狋 （７）

式中，犜代表每个动作的总帧数。

计算各分量的能量占比：

犓犻＝
犈犈犻

∑
犐

犻＝１
犈犈犻

×１００％ （８）

式中，犓犻为第犻个信号ＩＭＦ分量的能量比；犐为信号分量的

个数。

经过上述处理特征数据可以表示为：

δ犻 ＝∑
犑

犼＝１
犮犼＋狉狀，（狀＝犑＋１），犽犻≥犕 （９）

式中，犮犼 为原始信号的第犼个分量；狉狀 为原始信号的残余

分量。

考虑到模型的网络性能和泛化能力，增加网络层数可

以提高精度但会使网络复杂化，增加节点数会降低误差，
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因此改进模型的深度神经网络有４个隐含层，每个隐含层

有３２个神经元。但深度神经网络对特征的处理在各时刻都

是独立的，循环神经网络对特征的处理具有时序性，其神

经元在当前时刻的输入包括上一层神经元在该时刻的输出

和自身在前一时刻的输出。长短时记忆网络［１６］在循环神经

网络的基础上加入了门控机制，其细胞单元中包含输入门、

遗忘门和输出门。

将经过平滑处理的特征数据与其对应的标志看作长度

为犜的时间序列数据集 δ犻，狔（ ）｛ ｝犻
犜
犻 ，其中，δ犻为ｎ维的特

征向量，狔犻 ∈ ０，（ ）１ 表示当前帧的行为，图２为 ＤＮＮ－

ＬＳＴＭ模型。

图２　ＤＮＮ－ＬＳＴＭ模型

当深度神经网络具有犾层网络，其第犾－１层共有犿 个

神经元时，则第犾层的第犼个神经元的输出表达式如公式

（１０）所示。

δ
犾
犼 ＝ｔａｎｈ（狕

犾
犻）＝σ（∑

犿

犻＝１
ω
犾
犼犻δ
犾－１
犻 ＋犫

犾
犼
） （１０）

式中，ｔａｎｈ为神经元的激活函数；σ为ｓｉｇｍｏｉｄ函数；ω为权

重系数；δ表示当前层的输入；犫为偏置向量。

本文序列帧长度为 Ｎ的特征序列δ＝ （δ１，δ２，…，δ狀），

标准ＬＳＴＭ单元按时间顺序从狋＝１－狀进行计算其计算公

式如公式 （１１）～ （１６）所示。

遗忘门决定细胞单元中遗忘的信息，输出一个０－１之

间的数值输入到输入门，计算公式为：

犳狋＝σ（ω犳［犺狋－１，δ
４
犼
］＋犫犳） （１１）

式中，犺狋－１为上一个细胞的输入；δ为ＤＮＮ的输出即ＬＳＴＭ

当前细胞的输入。

输入门决定需要更新和丢弃的信息，分三步运算，σ决

定更新的数据，ｔａｎｈ得到一个新候选值，决定加入到细胞状

态的比例，计算公式为：

犻狋＝σω犻 犺狋－１，δ
４

［ ］犼 ＋犫（ ）犻 （１２）

珓犮狋＝ｔａｎｈ（ω犮 犺狋－１，δ
４

［ ］犼 ＋犫犮） （１３）

犮狋＝犳狋犮狋－１＋犻狋珓犮狋 （１４）

　　输出门是ＬＳＴＭ的最终输出，先利用决定更新再与得

到的新候选值相乘获得最终输出，计算公式为：

狅狋＝σω狅 犺狋－１，δ
４

［ ］犼 ＋犫（ ）狅 （１５）

犺狋＝狅狋ｔａｎｈ犮（）狋 （１６）

　　ＤＮＮ输出更明显的特征向量后利用ＬＳＴＭ分析其时间

序列特性［１７］。对人体左右两侧分别进行特征提取，模型输

入层的节点数狀＝８，深度网络层的节点数为３２，激活函数

为ｔａｎ犺函数，长短时记忆网络层的神经元个数为６４，激活

函数为ｓｉｇｍｏｉｄ函数，输出层的节点数为１，激活函数为

ｓｉｇｍｏｉｄ函数。为解决过拟合问题，实现更有效地学习加入

Ｄｒｏｐｏｕｔ层，其比重设置为０．５。图３为融合的神经网络模

型图。

图３　网络模型图

２２　模型的训练

有监督训练在训练过程中既有训练数据又有训练结果，

训练效果较好，因此采用有监督训练，将处理好的特征输

入模型中，经过模型处理得出相应的识别结果。本文模型

采用均方误差函数 （ｍｅａｎｓｑｕａｒｅｅｒｒｏｒ，ＭＳＥ）作为损失函

数，即将预测值与实际值作比较，利用损失函数计算识别

结果与真实值之间的误差。具体表达式如公式 （１７）所示。

犕犛犈 ＝
１

犿∑
犿

犻＝１
（犺狋－^犺狋）

２ （１７）

式中，犺狋为真实值；^犺狋为预测值。

计算数据的损失梯度后，优化算法对损失进行优化，

模型使用的优化算法是自适应学习率的 Ａｄａｍ优化算法，

利用梯度的一阶矩估计和二阶矩估计动态调整每个参数的

学习率，一阶矩估计的指数衰减率为０．９，二阶矩估计的指

数衰减率为０．９９９，使每一次迭代学习率都有明确的区间，

参数较平稳，可较快预估结果。

３　实验结果与分析

３１　犠犲犻狕犿犪狀狀数据集

Ｗｅｉｚｍａｎｎ数据库包含了１０个动作，每个动作有９个

不同的样本，视频的视角是固定的，背景中没有嘈杂的环

境。文中主要针对交通过程中行人的常见行为即行走和奔

跑进行识别，将数据集中的剩余行为作为负样本数据集进

行处理。原始视频数据经过前期预处理后分为训练集和测

试集两部分。其中，训练集用于建立模型和调整参数，测

试集用于测试模型的识别精度，训练过程中用２／３的动作

数据作为训练数据，１／３的动作数据作为测试数据。

３２　预处理结果分析

对视频中的动作利用一种自下而上的人体姿态估计算

法［１８］获取人体各关键点的像素点，该算法检测人体的十八

个关键的骨架节点，是特征提取的基础。图４为对实际场

景中行人检测的序列图。

图５和图６分别为跑步和行走时的足部轨迹图。从图５

中的前１４帧以及１５帧到３０帧，可以看出行人的运动轨迹
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图４　行人运动序列图

呈周期性变化，从图６中可以看出左右脚的位置呈互补关

系，证明检测算法的准确性和可靠性较高。对某一帧骨架

节点像素值全为零的情况，利用前两帧的数据变化规律进

行补缺的方法填补特征数据。

图５　跑步时足部轨迹图

图６　行走时足部轨迹图

３３　实验结果分析

为了校验基于改进ＤＮＮ－ＬＳＴＭ 算法的车辆前方行人

行为识别模型的有效性，采用常用的传统 ＤＮＮ 模型、

ＬＳＴＭ模型以及ＤＮＮ－ＬＳＴＭ模型作为对比模型。对比试

验采用相同的试验数据作为输入，对比结果如图７至图８及

表１所示。图７为各模型在整个训练过程中随着训练迭代次

数增加的损失变化图，图８为精度变化图，为了能更清晰

直观的比较各个模型的损失与精度之间的差异，从迭代３０

次后进行对比。

从图７中可以看出，在训练过程中基于改进 ＤＮＮ－

ＬＳＴＭ算法的网络模型在迭代１５０次左右已趋向稳定，趋

于稳定的速度明显快于其他模型，且其损失值比其他３种

模型更小。未经平滑处理的特征数据在训练过程中的损失

较大，证明特征数据平滑处理的必要性；其余３种模型均

用预处理后的特征数据做为训练模型的输入，损失下降过

程中波动较小，且损失值与未经预处理的模型相比下降

图７　各模型训练损失图

图８　各模型精度图

０．０１左右。

图８可以看出，随着迭代次数增加精度均呈增加的趋

势，在迭代次数达到１００次左右时精度趋于稳定。传统

ＤＮＮ模型在迭代过程中精度上升最慢；未经ＥＭＤ处理的

模型的精度波动最大，平稳性较差；改进ＤＮＮ－ＬＳＴＭ 算

法的网络模型识别精度明显高于其他３种模型，且训练后

期稳定性较好。

表１为对 Ｗｅｉｚｍａｎｎ数据集进行行为识别的准确率与其

他模型的识别准确率对比表，从表中可以看出识别准确率

由高到低依次为：改进自行车的 ＤＮＮ－ＬＳＴＭ、ＤＮＮ－

ＬＳＴＭ、ＬＳＴＭ、ＤＮＮ。在特征提取阶段简化了识别模型的

输入，减少了模型输入的参数量，模型的计算效率有所提

高。改进ＤＮＮ－ＬＳＴＭ算法的网络模型识别准确率要高于

其他３种类型，主要原因是对特征进行了平滑处理以及用

ＬＳＴＭ网络进行时间序列分析；并证明改进ＤＮＮ－ＬＳＴＭ

算法模型可提高行为识别的准确率。

表１　与其他模型识别准确率对比表

模型 识别准确率／％

ＤＮＮ ９４．７０

ＬＳＴＭ ９５．７８

ＤＮＮ－ＬＳＴＭ ９７．０８

本文模型 ９８．５９

为证明模型的可行性，采用ＫＴＨ数据集对模型进一步

训练和测试，ＫＴＨ数据集由２５个人在４个不同场景下进行

的６类动作组成，共有２３９１个视频样本。视频样本的外在环

境变化包括尺度变化、衣着变化和光照变化，将慢跑与跑步

视频作为跑步数据集，行走作为行走数据集，剩余行为作为
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其他负样本数据集，数据集的前期处理与 Ｗｅｉｚｍａｎｎ数据集

相同，最终的识别部分依然用数据集中２／３的动作数据作为

训练数据，１／３的动作数据作为测试数据。识别精度达到

９８％，证明本模型在ＫＴＨ数据集上也同样适用。

４　结论

本文提出了一种基于ＥＭＤ的ＤＮＮ－ＬＳＴＭ 的深度学

习模型进行行为识别。提取关键骨架节点的特征向量后利

用ＥＭＤ降低特征数据的不平稳性，最后用ＤＮＮ－ＬＳＴＭ

模型实现行为识别，模型表现出不错的识别效果。

（１）为评估新模型的性能，分别在 ＤＮＮ、ＬＳＴＭ、

ＤＮＮ－ＬＳＴＭ、改进的 ＤＮＮ－ＬＳＴＭ 四个模型上利用

Ｗｅｉｚｍａｎｎ数据集进行训练与测试，结果表明新模型的测试

识别率达到９８．５９％，高于其他３个模型。

（２）新模型在 ＫＴＨ 数据集的测试精度达到９８％，证

明该模型适用于两种数据集，具有较高的可行性。由于实

验中采用的数据集背景比较单一，且均为单人动作，与现

实场景有所偏差，未来将对复杂环境下的多人场景进行行

人的行为识别。
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