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基于飞参数据的飞机操纵系统故障评估方法
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摘要：针对某型飞机的操纵系统故障评估问题，提出了一种基于飞参数据建立的差分进化极限学习机 （ＤＥ－ＥＬＭ）算法；

该算法融合了差分进化 （ＤＥ）和极限学习机 （ＥＬＭ）两种算法，通过对飞参数据进行训练，构建了飞机操纵系统的黑箱模型；

由于极限学习机 （ＥＬＭ）的输入权值以及隐含层阈值是随机产生的，所以ＥＬＭ的随机性较大，稳定性不高，故利用寻优能力较

强的ＤＥ对ＥＬＭ输入权值和隐含层阈值进行寻优，从而实现ＥＬＭ 的结构优化，提升ＥＬＭ 的稳定性和鲁棒性；仿真结果表明，

ＤＥ－ＥＬＭ算法的决定系数达到了９７．６％，其均方误差相比于ＢＰ神经网络降低了约７９％，相比于单纯的ＥＬＭ降低了６４％；所

以说该法可以有效提高精确度，同时具有更加良好的泛化性能。
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０　引言

飞机的操纵系统是飞机的核心系统之一，飞行员通过

操纵系统实现对飞机的控制，从而完成飞行任务。一旦操

纵系统出现问题，飞行员就无法对飞机实现有效的控制，

那么就会带来重大的经济损失以及人员伤亡。所以说，针

对飞机操纵系统建立一种行之有效的故障评估方法，是提

高飞机可靠性、安全性的一种必要措施。

飞参数据反映了飞机各个部分的状态，对飞参数据进

行分析即可了解飞机的状态，是否存在故障等［１］。在数据

分析方面有很多方法，最早是利用ＢＰ神经网络实现对数据

的预测，但是该方法容易陷入局部最小并且泛化性能较差，

同时ＢＰ神经网络的初始权值和阈值的选取对最后的性能影

响比较大［２］，由此产生了使用粒子群算法或遗传算法对其

进行优化，文献 ［３］、文献 ［４］和文献 ［５］采用了粒子

群算法进行优化，文献 ［６］、文献 ［７］和文献 ［８］采用

了遗传算法。优化的目的是为了选取更优的训练参数，但

是对于神经网络本身的所具有的缺点来讲，改进的效果并

不明显。之后有人提出使用支持向量机这一方法，该方法

克服了ＢＰ神经网络容易陷入局部最小以及泛化能力差的缺

点，文献 ［９］就采用了最小二乘支持向量机实现了对大气

数据计算机系统的故障检测，但是该方法在解决数据样本

较大的问题时所耗时间太长，不能满足要求。

极限学习机 （ＥｘｔｒｅｍｅＬｅａｒｎｉｎｇＭａｃｈｉｎｅ，ＥＬＭ）是近

段时间提出来的一种新方法［１０］，它是一种单隐含层前馈神

经网络 （ｓｉｎｇｌｅｈｉｄｄｅｎ－ｌａｙｅｒｆｅｅｄｆｏｒｗａｒｄｎｅｕｒａｌｎｅｔｗｏｒｋ，

ＳＬＦＮ），被广泛应用于分类、回归、聚类等等问题中。由

于其输入权值和隐含层阈值均是随机产生的，所以ＥＬＭ的

稳定性较差，预测结果波动较大，故提出了一种差分进化

（ＤｉｆｆｅｒｅｎｔｉａｌＥｖｏｌｕｔｉｏｎ，ＤＥ）的方法
［１１］。通过 ＤＥ 先对

ＥＬＭ的输入权值以及隐含层阈值进行寻优，再将寻优之后

的输入权值和隐含层阈值赋给ＥＬＭ 进行训练，经过ＤＥ的

寻优之后，优化了ＥＬＭ的算法结构，克服了其随机性强的
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缺点，提高了算法的稳定性［１２１３］。

１　差分进化极限学习机

１１　极限学习机

极限学习机是一种典型的单隐含层前馈神经网络，图１

为典型的单隐含层前馈神经网络模型。

图１　单隐含层前馈神经网络模型

其中，输入层节点数为狀，输出层节点数为犿，隐含层

节点数为犾。ω犼犻为输入层第犻个神经元与隐含层第犼个神经

元间的连接权值，β犼犽为输入层第犼个神经元与隐含层第犽个

神经元间的连接权值。设隐含层神经元的激活函数为犵

（狓），则极限学习机模型可以用公式 （１）表示：

∑
犾

犻＝１
β犻犵犻（狓犼）＝∑

犾

犻＝１
β犻犵（ω犻·狓犼＋犫犻）＝狔犼 （１）

式中，犼＝１，２，３…；狓犼 ＝ ［狓犼１，狓犼２，…，狓犼犿］表示网络的输入

值；狔犼 ＝ ［狔犼１，狔犼２，…，狔犼犿］表示网络的输出值。

将公式 （１）改写成矩阵形式：

犎β＝犢 （２）

　　其中：

犎（ω１，ω２，…，ω犾；犫１，犫２，…，犫犾；狓１，狓２，…，狓狀）＝

犵（ω１狓１＋犫１） 犵（ω２狓１＋犫２） … 犵（ω犾狓１＋犫犾）

犵（ω１狓２＋犫１） 犵（ω２狓２＋犫２） … 犵（ω犾狓２＋犫犾）

   

犵（ω１狓狀＋犫１） 犵（ω２狓狀＋犫２） … 犵（ω犾狓２＋犫犾

烄

烆

烌

烎）狀×犾

犢 ＝ ［犢１
犜，犢２

犜，…，犢犿
犜］犜犿×犾

　　根据 Ｈｕａｎｇ所提出的定理可知，当激活函数犵（狓）无

限可微时，ＳＬＦＮ的参数并不需要全部进行调整，ω和犫在

训练前可以随机选择，且在训练过程中保持不变［１４］。而隐

含层的连接权值β可以通过求解以下方程组的最小二乘

获得：

ｍｉｎ
β
‖犎β－犜‖ （３）

　　其解为：

＾
β＝犎

＋犜 （４）

　　其中：犎
＋为隐含层输出矩阵 犎 的 Ｍｏｏｒｅ－Ｐｅｎｒｏｓｅ广

义逆。

综合上述，可以知道ＥＬＭ算法主要分为以下步骤。

步骤１：确定隐含层神经元个数，随机设定输入层与隐

含层间的连接权值ω和隐含层神经元的偏置ｂ；

步骤２：选择一个无限可微的函数作为隐含层神经元的

激活函数，进而计算隐含层输出矩阵Ｈ；

步骤３：计算输出层权值＾β：^β＝犎
＋犜。

１２　差分进化

差分进化 （ＤｉｆｆｅｒｅｎｔｉａｌＥｖｏｌｕｔｉｏｎ，ＤＥ）是１９９５年由

Ｓｔｏｒｎ等人提出的，是一种全局搜索的基于群体进化的算

法。该算法的鲁棒性和全局收敛能力较强，并且具有记忆

个体最优解和种群内信息共享的特点。它的基本思想是在

种群中随机选择３个个体向量，其中一个作为基准向量，

之后将两个个体向量的差分量作为基准向量的扰动量，从

而得到变异向量，然后变异向量与基准向量进行杂交，得

到试验向量，最后基准向量与试验向量进行比对，留下较

优者，保存在下一代群体之中。这样就可以逐步的改善群

体质量，寻求最优解［１５］。具体步骤如下：

步骤１：初始化种群。设个体维数为 Ｄ，种群规模为

ＮＰ，进化代数为ｔ，Ｘ （ｔ）为第ｔ代种群。首先产生第０代

种群：

犡（０）＝ ［狓１（０），狓２（０），…，狓犖犘（０）］ （５）

　　其中：狓犻（狋）＝ （狓犻，１（狋），狓犻，２（狋），…，狓犻，犇（狋）），表示第狋代

种群中的第犻个个体。

个体取值可以由下式表示：

狓犻，犼（０）＝犔犼＋狉犪狀犱犻，犼［０，１］（犝犼－犔犼） （６）

　　其中：１≤犻≤犖犘，１≤犼≤犇，［犔犼，犝犼］为第犼维上的取

值范围，狉犪狀犱犻，犼［０，１］为０和１之间的随机数。

步骤２：适应度函数。先使用ＥＬＭ 算法计算出输出权

值矩阵，之后设定均方根误差为差分进化算法的目标函数，

从个体中选取样本进行验证，得到样本的适应度。

步骤３：变异。假设对第ｉ个基准向量狓犻（狋）进行变异

操作，变异向量可以由如下的形式来表示：

狏犻（狋）＝狓狉１（狋）＋犉（狓狉２（狋）－狓狉３（狋）） （７）

　　其中：狓狉１（狋），狓狉２（狋）和狓狉３（狋）为从种群中随机选择的３

个向量，狉１，狉２，狉３∈［１，犖犘］，且狉１≠狉２≠狉３。犉为缩放因子，

取值范围为［０，１］。３个向量 选择完毕之后将两个向量进行

差分，然后与第３个向量相加，得到变异向量狏犻（狋）。

步骤４：交叉。引入交叉运算的目的是为了提高种群的

多样性，交叉之后得到的个体可以由下式表示：

狌犻，犼（狋）＝
狏犻，犼（狋），狉犪狀犱犼［０，１］＜犆犚狅狉犼＝犼狉犪狀犱

狓犻，犼（狋），｛ 狅狋犺犲狉狑犻狊犲
（８）

　　其中：狌犻，犼（狋）是新个体，狏犻，犼（狋）是变异产生的新个体，

狓犻，犼（狋）是初始个体，犆犚 是交叉概率，取值范围为［０，１］，犼狉犪狀犱

是［１，犇］之间产生的随机整数。

步骤５：选择。将交叉之后的个体狌犻，犼（狋）与初始个体

狓犻，犼（狋）进行比较，比较的指标就是它们的适应度函数，即它

们的均方根误差，比较之后取较小的作为下一代个体。整

个过程可以由下式来表示：

狓犻（狋＋１）＝
狌犻，犼（狋），犳（狌犻，犼（狋））≤犳（狓犻，犼（狋））

狓犻，犼（狋），犳（狌犻，犼（狋））＞犳（狓犻，犼（狋｛ ））
（９）

　　其中：犳为适应度函数，即样本的均方根误差。

经过差分进化进行优化之后的极限学习机算法流程可
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以由图２表示：

图２　ＤＥ－ＥＬＭ算法流程图

２　操纵系统的故障评估

２１　数据选择

飞行员通过控制飞机操纵系统实现对飞机的操控，操

纵系统的正常与否不仅影响飞机的飞行姿态、飞行品质等

等，更重要的是直接影响到飞机的安全以及机上人员的安

全。尤其是对于军用飞机来讲，操纵系统一旦出现故障，

就难以完成战斗任务，难以实现对于敌对目标的精确打击，

从而导致战争的失利。

飞机是由舵面来保持其飞行姿态的稳定，操纵系统则

是对舵面进行直接的控制，从而能够使飞机能够稳定的飞

行。而舵面可以分为以下两种：主要舵面和辅助舵面。其

中主要舵面有：左右副翼、升降舵、方向舵。其功能就是

实现飞机绕ｘ、ｙ、ｚ三轴运动。辅助舵面有：前缘缝翼、前

缘襟翼、后缘襟翼、飞行扰流板、地面扰流板和水平安定

面。其主要功能是改善飞机的操纵和爬升性能。本文主要

对飞机主要舵面进行故障的评估，所以选取了副翼、升降

舵、方向舵作为输出量。

本文中采用的数据是某型飞机从起飞至降落整个过程

中产生的飞参数据，输入量为驾驶杆横向位移、驾驶杆纵

向位移和脚蹬位移，输出量为左副翼角位移、右副翼角位

移、升降舵角位移、方向舵角位移。将前１０００个数据作为

训练集，随后的１００个数据作为测试集。部分飞参数据如

表１所示：

２２　评价指标

为了评估该方法，使用均方误差和决定系数两个指标

来进行评价。均方误差犈以及决定系数犚２计算公式如下：

犈＝
１

犾∑
犾

犻＝１

狔^犻－狔（ ）犻
２，犻＝１，２，…，狀 （１０）

表１　部分飞参数据

左副

翼角

位移／°

右副

翼角

位移／°

升降

舵角

位移／°

方向

舵角

位移／°

驾驶杆

横向位

移／ｍｍ

驾驶杆

纵向位

移／ｍｍ

脚蹬

位移／°

－２．１８ ２．０９ ２．６３ ２．５３ ３．１５ ２．５６ ２．２５

－２．５１ ２．５４ ２．４９ ２．５３ ３．３５ ２．６６ ２．２５

－２．６２ ２．７４ ２．４９ ２．５３ ３．４９ ２．６５ ２．２５

－２．６ ２．７ ２．４２ ２．５３ ３．４４ ２．６９ ２．２５

－２．６１ ２．６９ ２．４３ ２．５３ ３．４５ ２．６９ ２．２５

－２．５７ ２．６４ ２．４２ ２．５４ ３．３９ ２．６９ ２．２４

犚２＝

犾∑
犾

犻＝１

狔^犻狔犻－∑
犾

犻＝１

狔^犻∑
犾

犻＝１

狔（ ）犻
２

犾∑
犾

犻＝１

狔^
２
犻－ ∑

犾

犻＝１

狔^（ ）犻（ ）
２

犾∑
犾

犻＝１

狔犻
２
－ ∑

犾

犻＝１

狔（ ）犻（ ）
２

（１１）

　　其中：犾为测试集样本个数。^狔犻 （犻＝１，２，…，狀）为

第犻个样品的预测值；狔犻 （犻＝１，２，…，狀）为第犻个样品

的真实值；狀为样本的数目。均方误差犈 越小，决定系数

犚２ （０＜犚
２＜１）越接近于１，模型的拟合程度越好。

２３　实验过程

选取ＥＬＭ算法中的隐含层个数为３０，选取ＤＥ算法中

的种群规模ＮＰ＝３０，交叉概率ＣＲ＝０．８，缩放因子Ｆ＝１，

最大迭代次数为５０次。通常情况下，ＮＰ一般取２０－５０，

ＮＰ越大其种群的多样性就越强
［１６］，但是寻求最优解的时间

也会相应的增加，为了提高故障评估的实时性，所以说选

择３０ 为种群规模。利用 ＤＥ－ＥＬＭ 对左副翼角位移

（ＦＵＬ）、右副翼角位移 （ＦＵＲ）、升降舵角位移 （ＦＵＰＬ）、

方向舵角位移 （ＦＵＰＲ）的拟合效果如图３～６所示，拟合

误差如图７～１０所示。

图３　左副翼角位移拟合

图４　右副翼角位移拟合
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图５　升降舵角位移拟合

图６　方向舵角位移拟合

图７　左副翼角位移误差

图８　右副翼角位移误差

图９　升降舵角位移误差

图１０　方向舵角位移误差

由图中可以看出ＤＥ－ＥＬＭ 的预测数据非常接近原始

数据，其相对误差均在０附近 ，均方误差均小于５×１０－４，

决定系数均大于０．９５，可以认为ＤＥ－ＥＬＭ 对于飞参数据

的拟合有着非常好的效果。为了更加直观地体现该方法的

优势，下面将针对同一组数据，分别用ＢＰ神经网络、ＥＬＭ

算法和ＤＥ－ＥＬＭ 算法对其进行训练，对比最终的拟合结

果。选择右副翼角位移为输出量，操纵杆的纵向位移和横

向位移以及脚蹬位移为输入量。设置ＢＰ神经网络隐含层神

经元个数为５，迭代次数１０００，目标误差１×１０－４，学习速

率０．０１；设置ＥＬＭ隐含层神经元个数为３０；ＤＥ－ＥＬＭ相

关参数设置与之前相同。３种不同方法对同一数据进行拟合

的效果如图１１所示，与真实数据的偏差如图１２所示。

图１１　３种方法对右副翼角位移的拟合

图１２　３种方法对右副翼角位移拟合的偏差

由图可以很直观地看出来，ＤＥ－ＥＬＭ的偏差非常接近

于０，ＥＬＭ的偏差约在－０．１左右，而ＢＰ神经网络的偏差

约在－０．２５左右。为了更加全面的来评价这３种方法，表２

利用均方误差Ｅ和决定系数Ｒ
２两个指标来对３种算法进行

评价。由于本次试验中采取的数据有４个输出，为了更加

全面的体现对数据的拟合效果，所以表中求得的均方误差

和决定系数是所有４个输出的平均值，而不是选取其中一
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个输出作为评价指标。

表２　ＢＰ神经网络、ＥＬＭ和ＤＥ－ＥＬＭ的对比

均方误差Ｅ 决定系数Ｒ
２

ＢＰ ０．００２１３６１７ ０．９１６５９

ＥＬＭ ０．００１２３８９６ ０．９５０９６

ＤＥ－ＥＬＭ ０．０００４４５３７ ０．９７６０５

上述结果表明，ＤＥ－ＥＬＭ 相对于ＥＬＭ 和ＢＰ神经网

络来讲，均方误差分别降低了６４％和７９％，同时决定系数

也更加接近于１，所以说采用ＤＥ－ＥＬＭ方法，可以进一步

提高该模型的精度。

以上是针对正常数据进行拟合，下面将进行对故障数据

的检测，观测该算法是否能够正确检测出故障位置。下面选

取了一组左副翼角位移存在故障的数据，来测试ＤＥ－ＥＬＭ

算法的对故障数据的检测性能。仿真结果如图１３所示。

图１３　３种方法对左副翼角位移拟合的偏差

图１３中，上图为使用ＤＥ－ＥＬＭ 对故障数据进行拟合

的情况，下图为预测数据与真实数据的相对误差。由图中

可以看出，在第４０ｓ附近，有一部分数据与预测数据之间存

在很大的误差。通过询问相关人员，此时飞机正是由于操

纵系统出现故障导致左副翼出现了不正常的偏转，所以说，

使用ＤＥ－ＥＬＭ 方法可以很好的检测出来故障位置，进而

确定出现故障的时间，而后就可以进行分析到底是由于什

么样的原因导致了在该时间段内操纵系统出现了故障，最

终实现故障的排除。

３　结论

本文利用具有良好全局寻优能力的ＤＥ算法，结合结构

简单、计算速度快的ＥＬＭ算法，综合之后得到了一种泛化

性能好、稳定性强的ＤＥ－ＥＬＭ 算法。经过实验可以看出，

该法与传统的ＢＰ神经网络和单纯的ＥＬＭ算法相比，明显

优势是其精确度较高，除此之外，由于ＤＥ算法的加入，降

低了由于ＥＬＭ其本身由于输入权值和隐含层阈值的随机性

而带来的不确定性，增强了ＥＬＭ算法的稳定性，对于该型

飞机的操纵系统模型建立有着良好的效果，所以说，通过

该法基于飞参数据进行的建立故障评估方法来说有着十分

良好的应用前景。
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