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基于犔犛犜犕的犘犕２５浓度预测模型

段大高，赵振东，梁少虎，杨伟杰，韩忠明
（北京工商大学 计算机与信息工程学院，北京　１０００４８）

摘要：随着近年雾霾天气的频繁出现，空气质量开始越来越受到公众关注；ＰＭ２．５浓度指数是判断空气质量的重要指标，

如何根据历史数据有效地预测空气中ＰＭ２．５浓度，具有很高的应用价值；分析以往空气质量数据表明，ＰＭ２．５浓度有明显的非

线性和不确定性波动，很难用传统机器学习算法有效地预测；文章基于ＬＳＴＭ循环神经网络，依据过去２０小时采集的空气数据，

预测未来５小时的ＰＭ２．５浓度指数；实验结果表明，ＬＳＴＭ 可以有效地捕获空气质量的时序特征，较准确预测出未来时刻的

ＰＭ２．５浓度指数。
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０　引言

随着近几年雾霾天气在全国范围内的频繁出现，细微

颗粒物 （ＦｉｎｅＰａｒｔｉｃｕｌａｔｅＭａｔｔｅｒ，ＰＭ２．５）受到了公众的广

泛关注。ＰＭ２．５通常指环境空气中空气动力学当量直径小

于等于２．５微米的颗粒物。ＰＭ２．５能较长时间悬浮于空气

中，其在空气中含量浓度越高，代表空气污染越严重。与

较粗的环境空气颗粒物相比，ＰＭ２．５粒径小，活性强，极

易附带有毒、有害物质 （例如，重金属、微生物等），且在

大气中的停留时间长、输送距离远，因而对人体健康和大

气环境质量的影响更大。如何有效的对空气ＰＭ２．５浓度进

行准确的预测和预报，对于保护公众身体健康，环境治理

具有重要的意义。由于ＰＭ２．５浓度受到多方面因素的影

响，呈现出明显的不规则和不确定性波动，很难对其进行

有效的数学建模。

近年来深度学习技术［１］在人工智能领域取得显著成就。

深度神经网络可以对数据抽象特征进行提取，并且拥有强

大的对高维数据进拟合的能力，可以有效地根据ＰＭ２．５历

史数据，构建预测模型。本文基于深度学习中 ＬＳＴＭ
［２］

（ＬｏｎｇＳｈｏｒｔ－ＴｅｒｍＭｅｍｏｒｙ）循环神经网络，依据过去２０

小时采集的空气数据，预测未来５个小时ＰＭ２．５浓度指数。

实验数据表明本文提出的算法模型达到了良好的效果，可

以有效的预测出未来５小时内空气中ＰＭ２．５浓度值。

１　相关工作

最近几年，学术界对ＰＭ２．５浓度预测进行了也许多研

究。文献 ［３］基于非线性回归模型建立预测模型，并设计

出一个基于逆风ＰＭ２．５浓度的附加参数，用于增强预测模

型的表现，取得了良好的效果。文献 ［４］首次提出了一种

基于数据预处理和分析的混合ＥＥＭＤ－ＧＲＮＮ （集合经验

模态分解 － 通用回归神经网络）模型，用于提前一天预测

ＰＭ２．５浓度。文献 ［５］提出优化神经网络的大气ＰＭ２．５

污染指数预测方法，利用主成分分析法对大气ＰＭ２．５污染

指数的各种影响因素进行分析，保留影响因素的主要特征

成分，并作为神经网络的训练样本，利用遗传算法进行ＢＰ

神经网络结构参数的寻优，并利用最优参数构建ＢＰ神经网

络的预测模型，获得准确地预测结果。文献 ［６］使用贝叶

斯ｋｒｉｇｅｄ卡尔曼滤波模型对ＰＭ２．５时空过程进行短期预
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测，利用Ｋｒｉｇｉｎｇ方法建立模型的空间预测并使用马尔可夫

链蒙特卡罗技术实现，在时间和空间上获得良好的预测效

果。文献 ［７］提出了一种基于地理的模型，使用 ＭＬＰ提

前三天预测ＳＯ２，ＣＯ和ＰＭ１０的日平均浓度，其采用了３

种地理模型：单站点邻域模型，双站点邻域模型和基于距

离的模型。实验结果表明，基于地理的模型优于普通模型，

特别是基于距离的模型。如果在地理模型中增加更多的气

象变量，预计仍有很大的改进空间。文献 ［８］提出了一种

新的混合ＡＲＩＭＡ－ＡＮＮ模型，以提高ＰＭ１０预报精度，

取得了较好的预测精度。

尽管之前许多学者在ＰＭ２．５和其他空气质量预测算法

上取得了不少突破性进展，但是大部分现有算法模型都需

要复杂的数据处理和设置外部参数条件，而这一过程需要

很强的专业知识，增加了模型的实现复杂程度，同时也降

低了其易用性。本文提出的基于 ＬＳＴＭ 循环神经网络

ＰＭ２．５预测算法模型，能够有效地根据历史数据预测出未

来时刻ＰＭ２．５浓度值，同时模型具较低的实现复杂度和开

发成本。

２　基于犔犛犜犕的犘犕２５预测算法

２１　犚犖犖神经网络

原始的神经网络一般都是全连接网络，而且非相邻的

网络之间没有连接，没有办法有效处理不定长的时序数据。

ＲＮＮ （ＲｅｃｕｒｒｅｎｔＮｅｕｒａｌＮｅｔｗｏｒｋ）是一类用于处理序列数

据的神经网络，为了更有效的处理时序数据，ＲＮＮ将网络

的隐藏层相连接，可以理解为多个具有相同结构和参数的

前向神经网络的循环堆积。循环的次数和输入序列的长度

一致，且要求在序列中毗邻状态的对应网络的隐层之间互

联。ＲＮＮ网络结构示意图如图１所示。

图１　ＲＮＮ结构图

在ＲＮＮ中网络每一个时刻除了要接受输入层的参数以

外，还要接收自身网络上一时刻隐层输出。ＲＮＮ的隐层控

制着序列数据的信息传递。不同的时刻之前连接的权重代

表着过去时刻信息对当前时刻的影响。

ＲＮＮ网络的输入记为 ｛狓０，狓１，…狓狋，狓（狋＋１）…｝，

输出集记为 ｛狔０，狔１，…狔狋，狔（狋＋１）…｝，隐藏层的输出

记为 ｛狊０，狊１，…狊狋，狊（狋＋１）…｝。ＲＮＮ能够处理时序信息

隐层单元起了关键作用。数据信息的流向是从输入层到输

出层，并跟随隐藏层的状态传递下去。具体计算过程如公

式 （１）（２）（３）所示。

狊狋＝σ（犝狓狋＋犠狊狋－１＋犫犻） （１）

狅狋＝犞犺狋＋犫狅 （２）

狔狋＝狊狅犳狋犿犪狓（狅狋） （３）

在上式中犝，犠，犞 分别是网络输入层，隐藏层，和输出层

权重参数，犫犻和犫狅分别是输入层偏置和输出层偏置参数，σ

是激活函数，一般会选择一般会选择ｔａｎｈ函数。

理论上ＲＮＮ可以处理任何长度序列数据，但是当处理

序列过长时会导致历史时时刻信息的影响削弱甚至消失，

称之为梯度消失。对ＲＮＮ的改进主要是集中在隐层神经网

络的结构做优化。如 ＬＳＴＭ 和 ＧＲＵ
［９］ （ＧａｔｅｄＲｅｃｕｒｒｅｎｔ

Ｕｎｉｔ）在隐层网络中增加了门控制单元，使得网络可以保

留住历史时刻比较重要的信息。

２２　犔犛犜犕神经网络

ＲＮＮ的关键作用是可以依据隐藏层之前的转态传递处

理序列问题，即做当前时刻的任务是可以考虑到过去时刻

的影响。但是ＲＮＮ处理较长时序数据时会很难训练，表现

极差。ＬＳＴＭ是长短期记忆网络，通过相应的网络结构改

变来避免长期依赖问题。在ＲＮＮ中通过隐藏层连接重复同

一个网络模块。ＬＳＴＭ同样延续了与ＲＮＮ同样的重复连接

结构，不同的是在ＬＳＴＭ 网络中增加细胞状态犮狋。犮狋 也会

随着不同的时刻传递下去，细胞转态犮狋 代表了长期记忆。

ＬＳＴＭ的关键就是细胞状态，在整个序列的运算过程中只

有少量的线性交互，所以可以有效保存过去较长时刻的

信息。

ＬＳＴＭ的细胞结构如图２所示，当接收到前一个时刻

隐藏层输出犺狋－１和当前时刻输入狓狋，首先会用遗忘门决定细

胞状态丢弃不重要的信息。遗忘门运算如公式 （４）所示：

犳狋＝σ（犠狓犳狓狋＋犠犺犳犺（狋－１）＋犠犮犳犮（狋－１）＋犫犳）（４）

在上式中犠狓犳，犠犺犳，犠犮犳，犫犳 代表遗忘门的网络参数。σ

代表ｓｉｇｍｏｉｄ激活函数，犳狋是遗忘门输出向量，其中向量中

的每一个元素都在 （０，１）范围内。代表着当前时刻细胞

状态犮狋中每个元素的重要程度。

图２　ＬＳＴＭ神经元示意图

ＬＳＴＭ还要确定当前时刻，细胞状态哪些位置的信息

需要更新和确定更新后的值。这个决定通过输入门来完成。

输入门的运算过程如公式 （５）（６）所示：

犻狋＝σ（犠狓犻狓狋＋犠犺犻犺狋－１＋犠犮犻犮狋－１＋犫犻） （５）

犮狋
～

＝狋犪狀犺（犠狓犮狓狋＋犠犺犮犺狋－１＋犫犮） （６）

在上式 （５）中犠狓犻，犠犺犻，犠犮犻和犫犻 都是输入门的参数，代

表ｓｉｇｍｏｉｄ激活函数。公式 （６）中函数处理输入数据狓狋和
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上个时刻的隐层输出犺狋－１创建一个新候选细胞状态犮狋
～

。

当遗忘门和输入门运算完成，ＬＳＴＭ 会更新当前时刻

的细胞状态，更新细胞状态的计算过程如公式 （７）所示：

犮狋＝犳狋犮（狋－１）＋犻狋犮狋 （７）

式中，犳狋是遗忘门的输出，代表着哪些信息需要遗忘，哪

些信息需要保留。

ＬＳＴＭ 最后会计算当前需要确定什么样的信息需要输

出，这个任务主要靠输出门根据当前的细胞状态犮狋来完成。

公式 （８）计算确定哪些部分的细胞状态需要输出，公式

（９）把细胞状态通过ｔａｎｈ函数处理，得到一个 （－１，１）

范围的值，并将其和狅狋 相乘得到当前时刻最终的隐藏层

输出。

狅狋＝σ（犠狓狅狓狋＋犠犺狅犺狋－１＋犫狅） （８）

犺狋＝狅狋狋犪狀犺（犮狋） （９）

式中，犠狓狅，犠犺狅和犫狅是输出门的参数，犺狋是当前时刻的隐

层输出。

ＬＳＴＭ在ＲＮＮ的基础上增加了三个门控制，分别是遗

忘门，输入门和输出门。遗忘门和输入门负责对细胞状态

的犮狋的更新。在网络中犮狋会保留住序列数据的重要信息并

可以传递较长的时刻，能够有效的缓解长期依赖。ＬＳＴＭ

目前已被广泛的应用于序列标注，机器翻译和语音识别等

自然语言处理等任务中。

２３　犘犕２５预测模型

本文采用ＬＳＴＭ 神经网络实现，算法模型根据当前时

刻最近２０个小时的历史空气质量观测数据预测未来５个小

时ＰＭ２．５浓度值。这是个典型的时序预测问题，ＬＳＴＭ 能

够有效的处理时序数据。算法网络模型的整体结构图如下

图３所示。

图３　算法模型结构图

在模型中狓１，狓２…狓２０代表某个观测地点采集的最近２０

个小时历史空气数据。犺１，犺２…犺２０代表每个时刻输出隐状

态向量。对于第时刻输入数据狓狋＝ ｛ＰＭ２．５，ＰＭ２．５＿２４ｈ，

ＰＭ１０，ＰＭ１０＿２４ｈ，ＡＱＩ｝。狓狋 为５维的向量数据，其中

ＰＭ２．５是狋时刻的ＰＭ２．５测量值，ＰＭ２．５＿２４ｈ是狋时刻

ＰＭ２．５最近的２４小时测量均值，ＰＭ１０是时刻的ＰＭ１０测

量值，ＰＭ１０＿２４ｈ是时刻ＰＭ１０最近的２４小时测量均值。

ＡＱＩ（ＡｉｒＱｕａｌｉｔｙＩｎｄｅｘ）代表时刻的空气污染指数。模型

会依据２０个小时的历史数据，抽取特征，完成参数的学

习，来预测未来５个小时的ＰＭ２．５浓度值。

模型输入为最近２０个小时历史的测量数据狓１，狓２…

狓２０，然后根据公式 （４）（５）（６）（７）（８）（９）所述得到

犺１，犺２…犺２０输出隐状态向量，经过公式 （１０）合并，得到

编码向量。

犺＝犆狅狀犮犪狋（犺１，犺（２）…犺２０） （１０）

犿＝σ（犠犺犿犺＋犫犺犿 ） （１１）

ＰＭ２．５狅 ＝犠犿狅犿＋犫犿狅 （１２）

　　公式 （１０）中代表对向量首位相连拼接合并，完成对

历史时刻数据的编码。根据公式 （１１）对向量犺经过一次

全连接层线性变化得到模型最终的特征向量犿，此时向量犿

就是模型对历史数据抽取的抽象特征。在公式 （１１）中 Ｗ

＿ｈｍ和ｂ＿ｈｍ代表全连接层的权重和偏置。在输出层中，

如公式 （１２）所示，模型会会根据特征向量预测出未来时

刻的ＰＭ２．５，用ＰＭ２．５ｏ表示。ＰＭ２．５ｏ是一个５维的实数

向量，包含预测出的未来５个小时的输出值 ＰＭ２．５１ｈ，

ＰＭ２．５２ｈ，ＰＭ２．５３ｈ，ＰＭ２．５４ｈ，ＰＭ２．５５ｈ。

模型的训练阶段采用均方误差 ＭＳＥ作为的损失函数，

具体计算过程如公式 （１３）所示：

犾狅狊狊＝
１

犖 ∑
犖

犻＝１∑
５

犼＝１
（犘犕２．５犼－狔犼）

２ （１３）

式中，犖 代表样本的总数，犼代表未来第小时，犘犕２．５犼 代

表第犼小时的预测值，狔犼代表第犼小时的真实值。梯度优化

过程中使用 Ａｄａｇｒａｄ
［１０］策略进行参数更新，初始的学习率

设置为０．０１。

算法模型的完整训练过程如算法１所述。

算法１：基于ＬＳＴＭ的ＰＭ２．５预测算法

１：初始化ＬＳＴＭ神经网络参数，（公式 （４）（５）（６）

（７）（８）（９）中的犠 和犫）

２：初始化全连接层网络参数，犠犺犿和犫犺犿

３：初始化输出层网络参数犠犿狅和犫犿狅

１：定义犕 为训练集总共ｂａｔｃｈ数

２：ｆｏｒｅａｃｈｉｔｅｒａｔｉｏｎｉ＝１，２，…，犕ｄｏ

３：采样一个ｂａｔｃｈ的训练样本序列狓，狔

４：根据公式 （４）－ （９）得到历史序列隐状态序列犺１，

犺２，… ，犺２０

５：根据公式 （１０）串联合并犺１，犺２，… ，犺２０

６：根据公式 （１１） （１２）得到预测结果ＰＭ２．５１ｈ，

ＰＭ２．５２ｈ．．．ＰＭ２．５５ｈ

７：根据公式 （１３）计算模型损失

８：计算网络所有参数值的梯度

９：更新参数值

１０：ｅｎｄｆｏｒ

３　实验结果与分析

３１　数据集

本文选择网络公开的北京空气质量数据作为实验评测

数据，数据包含２０１４年１月１日到２０１４年１２月３１日北京

市内３５个数据收集地点每小时的采集数据。实验按照２５个

小时大小的滑动窗口切分数据，取前２０个小时数据作为模



　　 计算机测量与控制　 第２７


卷·２１８　　 ·

型输入数据，后５个小时的数据作为预测数据，生成样本

对数据集。在样本对数据集中，本文随机选择２０％作为测

试数据，剩下的８０％作为训练数据。舍弃含有空值和异常

数据样本，共搜集得到５１７４７６条训练样本，１２９３７０条测

试样本。

３２　实验结果

本实验环境主要参数ＣＰＵ：Ｉｎｔｅｌ（Ｒ）Ｃｏｒｅ（ＴＭ）ｉ７－

６８００ＫＣＰＵ＠３．４０ＧＨｚ，ＧＰＵ显卡：１０８０ｔｉ４，内存为３２

ＧＢ，操作系统为Ｕｂｕｎｔｕ１６．０４６４ｂｉｔ。实验设置训练迭代

ｅｐｏｃｈｓ为１００，ＬＳＴＭ隐状态维度为１２８维，损失函数选择

回归预测常用的 ＭＳＥ均方误差，ｂａｔｃｈｓｉｚｅ设置为６４。迭

代完成１００次训练，模型训练学习曲线如图４所示。

图４　模型训练学习曲线

由图可知，随着迭代次数的增加，训练误差和测试误

差都下降很快。当到迭代次数 （ｅｐｏｃｈ）达到１００时，测试

误差和训练误差明显有分叉的迹象，为避免模型发生过拟

合，本文选择到迭代次数到１００次停止继续训练。可以看

出来，测试集误差不断下降，说明算法模型学到了数据的

真实分布和潜在规律。

为验证所提出算法的有效性，文本选取了３种机器学

习算法作为对比参考，分别是 ＡＲＩＭＡ
［１１］，ＳＶＭ

［１２］和ＧＢ

ＤＴ
［１３］。对比实验各个算法根据给定大小的训练数据集训练

模型，在同样的测试集上得到测试结果，以 ＭＳＥ和准确率

做为评价标准。准确率以不同的相对误差作为条件，给定

最近２０个小时的历史观测数据预测未来５个小时的ＰＭ２．５

浓度。误差实验结果如表１所示。

表１　ＭＳＥ（均方误差）实验结果表

算法 ＭＳＥ

ＡＲＩＭＡ ８９９．３０９

ＳＶＭ ９９７．５７４

ＧＢＤＴ ６２７．３７２

ＬＳＴＭ ５２５．５３７

在实验结果中ＬＳＴＭ 取得了最小的均方误差，在误差

评价指标上表现出较好的预测能力。准确率实验结果如表２

所示，在实验过程中分别考虑了相对误差在０．１，０．２和

０．３的范围内，对比不同算法取得的准确率，ＬＳＴＭ同样取

得了最好的预测效果，在准确率上表现出良好的时序列预

测能力。

表２　准确率实验结果表

算法
相对误差

０．１ ０．２ ０．３

ＡＲＩＭＡ ０．３７９ ０．６１０ ０．７７０

ＳＶＭ ０．３３７ ０．６０６ ０．７３１

ＧＢＤＴ ０．４２３ ０．６４５ ０．７５２

ＬＳＴＭ ０．４６０ ０．６６８ ０．７９７

为验证本算法模型稳定性和实用性，本文选取测试数

据中三个不同数据采样地点并随机采样２０天数据作为时间

轴对比不同的算法预测效果，实验结果如图５、图６和图７

所示。从三个采样地点预测值与真实值对比来看，ＬＳＴＭ

预测值与真实值的拟合更加好，没有出现较大的明显偏差。

在图５、图６和图７中，ＡＲＩＭＡ，ＳＶＭ和ＧＢＤＴ三个对比

预测算法均出现了在序列拐点处的滞后性，与真实值有较

大的偏差，说明三个预测算法，直接用历史数据作为特征

或者对历史数据的简单处理作为特征，并不能表现出其更

深层次的序列规律。ＬＳＭＴ也表现出神经网络特有的优势，

通过多种非线性运算能够对高维数据抽取抽象和深层的特

征，展现出比较好的预测和拟合效果。通多对同一种算法

在不相同采样地点的横向对比，发现本文提出的ＬＳＴＭ 预

测算法具有更好的稳定性。如对比ＳＶＭ 算法分别在图５、

图６和图７中的表现，可以看到ＳＶＭ在图７中的拟合效果

要比图５和图６中的效果差很多，而ＬＳＴＭ 算法在三个图

中均表现出了不错的效果，没有根据不同采样地点数据的

变化而受到很大的影响。

图５　算法预测对比图 （前门观测点数据）

４　结束语

文本提出了基于深度学习 ＬＳＴＭ 循环神经网络的

ＰＭ２．５预测算法，算法模型不需要对数据进行复杂的专业

处理，ＬＳＴＭ 可以抽取数据的时序特征，对未来时刻

ＰＭ２．５进行有效的回归预测。实验结果也表明，本文提出

的预测模型得到了良好的预测效果，可以依据某个为位置

的最近２０小时历史测量数据，对未来５个小时的ＰＭ２．５值
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图６　算法预测对比图 （天坛观测点数据）

图７　算法预测对比图 （通州观测点数据）

进行有效的预测。未来研究工作中可以对ＰＭ２．５浓度变化

规律和机理进行深入的分析研究，结合更多的理论基础对

ＰＭ２．５进行更加精准的长时间段预测。
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分，分别以１阶和５阶谐波为目标转换波，验证了在最佳驱

动条件下ＤＰ－ＭＺＭ 的波长转换方案能够实现最优的波长

转换性能。以１６ＱＡＭ－ＯＦＤＭ信号为用户信号，解调的电

信号和发射电信号可以很好的归一化重合，证明了基于ＤＰ

－ＭＺＭ的波长转换方案的传输稳定性和可行性。
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