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基于稀疏动态主元分析的故障检测方法

段怡雍，吴　平，高金凤
（浙江理工大学 机械与自动控制学院，杭州　３１００１８）

摘要：文章将动态主元分析 （ＤｙｎａｍｉｃＰｒｉｎｃｉｐａｌＣｏｍｐｏｎｅｎｔＡｎａｌｙｓｉｓ，ＤＰＣＡ）和稀疏主元分析 （ＳｐａｒｓｅＰｒｉｎｃｉｐａｌＣｏｍｐｏｎｅｎｔ

Ａｎａｌｙｓｉｓ，ＳＰＣＡ）两种方法结合起来，提出一种新的稀疏动态主元分析方法，并将其用于工业过程的故障检测；所提出的稀疏动

态主元分析方法通过对过程数据的动态增广矩阵进行稀疏主元的求解，获取稀疏的负荷向量，该方法既考虑到了过程数据的动态

特性，又降低了过程数据的冗余度，同时降低了计算负荷，非常适合工业过程的实时故障检测；此外，还提出了一种前向选择算

法，用于确定稀疏主元中的非零负荷数目；最后，将所提出方法应用于数值例子和田纳西－伊斯曼过程，并将与主元分析、动态

主元分析和稀疏主元分析等３种方法相比较，表明所提方法可以获得更好的故障检测效果。

关键词：主元分析；动态主元分析；稀疏动态主元分析；非零负荷；故障检测
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０　引言

现代工业过程正朝着智能化的方向发展，为了保证产

品的质量、避免生产安全事故的发生，实时高效的故障检

测系统在工业过程中的作用变得越来越重要。主元分析

（ＰｒｉｎｃｉｐａｌＣｏｍｐｏｎｅｎｔＡｎａｌｙｓｉｓ，ＰＣＡ）作为一种简单实用的

多元统计过程监控方法，能够有效地剔除冗余信息，只需

要正常工况下的历史数据即可建立模型，在工业过程的故

障检测和诊断中得了广泛的应用［１３］。考虑到过程变量本身

的时序自相关性，Ｋｕ等
［４］提出了动态主元分析方法 （Ｄｙ

ｎａｍｉｃＰｒｉｎｃｉｐａｌＣｏｍｐｏｎｅｎｔＡｎａｌｙｓｉｓ，ＤＰＣＡ），通过用带有

时间滞后特性的变量构造出动态数据矩阵后，利用ＰＣＡ方

法提取相关主元，提高了故障检测的精度。

但是通过ＰＣＡ方法得到的负荷向量中的元素通常是非

零的，不仅不利于特征的解释和提取，计算量也非常大。

为了获取稀疏负荷向量，稀疏主元分析方法 （ＳｐａｒｓｅＰｒｉｎｃｉ

ｐａｌＣｏｍｐｏｎｅｎｔＡｎａｌｙｓｉｓ，ＳＰＣＡ）近年来得到了极大的发展，

并在生物学、医学等各个领域得到了广泛的应用［５６］。Ｊｏｌｌ

ｉｆｆｅ
［７］提出了ＳＣｏＴＬＡＳＳ算法来获得稀疏主元。Ｚｏｕ等

［８］提

出利用ＬＡＳＳＯ惩罚项来获得稀疏主元。Ｌｅｎｇ等
［９］提出了

简单自适应主元分析，用自适应的ＬＡＳＳＯ惩罚项取代传统

的ＥｌａｓｔｉｃＮｅｔ。Ｋａｎｇ等
［１０］进一步的提出了自适应稀疏主元

分析 （ＡＳＰＣＡ）。彭必灿等
［１１］，刘洋等［１２］，Ｇａｊｊａｒ等

［１３］采

用ＳＰＣＡ 实现了工业过程的故 障检测及诊断。Ｇａｊｊａｒ

等［１３］并提出一种前向选择方法来确定稀疏主元的非零负

荷数目。

本文结合ＤＰＣＡ和ＳＰＣＡ两者的特点，提出了一种基

于稀疏动态主元分析法 （ＳｐａｒｓｅＤｙｎａｍｉｃＰｒｉｎｃｉｐａｌＣｏｍｐｏ

ｎｅｎｔＡｎａｌｙｓｉｓ，ＳＤＰＣＡ）的故障检测方法。该方法先通过叠

加时间滞后变量的方式建立测量数据的动态增广矩阵，然

后再通过Ｌａｓｓｏ约束函数获取增广矩阵的稀疏主元。此外，
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本文还提出了一种新的稀疏主元非零负荷数目的确定方法，

该方法考虑到了稀疏主元之间的关联性，对文献 ［１３］中

提出的前向选择法进行了改进，在保证累积贡献率的情况

下，进一步提高了稀疏度。最后，通过数值仿真和田纳西

伊斯曼过程来验证所提方法的性能，并与ＰＣＡ、ＤＰＣＡ和

ＳＰＣＡ方法进行对比。

１　基于主元分析的故障检测

１１　主元分析

给定一个具有狀个观测值和犿 个过程变量的数据集犡

∈犚
狀×犿，对犡进行特征值分解，可得：

ｃｏｖ（犡）＝
犡犜犡
狀－１

＝犞Λ犞
犜 （１）

式中，Λ∈犚
犿×犿为特征值的对角矩阵，且对角数值沿对角线

递减。犞∈犚
犿×犿为酉矩阵，其列向量为主元的负荷向量。

选取犞的前犽列得到一个新的负荷矩阵犘∈犚
犿×犽，可得

到得分矩阵：

犜＝犡犘 （２）

　　将犜投影返回犿×狀维的观测空间可以得到一个对应主

元所包含信息的新矩阵犡^，做犡与犡^ 的差可以得到残差矩

阵犈：

犡^ ＝犜犘
犜 （３）

犈＝犡－犡^ （４）

　　主元数目的求取可以通过设定贡献度百分比 （Ｃｕｍｕｌａ

ｔｉｖｅＰｅｒｃｅｎｔＶａｒｉａｎｃｅ，ＣＰＶ）来完成，

犆犘犞（犽）＝
∑
犽

犻＝１

Λ犻

∑
犿

犻＝１

Λ犻

×１００％ ≥犆犔． （５）

式中，犆犔为设定值，满足上式成立的犽的最小值即为满足

当前贡献率阈值的最优解。

１２　主元分析的故障检测

Ｈｏｔｅｌｌｉｎｇ犜
２和犙统计量常被用于基于多变量统计法的

故障检测。犜２统计量由计算主元的得分向量在空间中的马

氏距离获得，而犙统计量则是残差向量在残差空间中的欧

式距离，

犜２犻 ＝狓
犜
犻犘Λ

－１犘犜狓犻． （６）

犙犻＝犲
犜
犻犲犻 （７）

式中，狓犻为数据集在犻时刻的犿 维观测向量，犲犻 为该观测

向量的残差向量。

通常，犜２统计量的阈值用自由度为犽和狀－犽的犉 分布

计算，犙统计量的阈值则可用χ
２分布计算出来：

犜２α ＝
犽（狀－１）（狀＋１）

狀（狀－犽）
犉α（犽，狀－犽）． （８）

犙α＝犵χ
２
犺，α；犵＝

珔狏
２珔μ
，犺＝

２珔μ
珔狏

式中，α为给定的显著性水平，珔μ和珔狏分别为数据集Ｑ统计

量的估计均值和方差。一旦计算得到的犜２犻 或犙犻 统计量高

于相应的阈值，则认为过程有故障发生。

２　基于稀疏动态主元分析的故障检测

２１　动态主元分析

工业过程一般都具有较强的动态特性，因此过程数据

具有强烈的序列相关性。为了解决工业过程的动态特性，

ＤＰＣＡ通过扩展观测矩阵，可以消除数据的自相关性，从

而提高故障检测的精度［１４１５］。

通过在每个观测向量后叠加犾个滞后的观测向量来获得

增广矩阵，构建方法如下：

犡（犾）＝

狓犜狋 狓犜狋－１ … 狓犜狋－犾

狓犜狋－１ 狓犜狋－２ … 狓犜狋－犾－１

… …  …

狓犜狋＋１－狀 狓
犜
狋＋１－狀＋１ … 狓犜狋－

熿

燀

燄

燅狀

（１０）

式中是数据集在狋时刻的犿 维观测值，狀是总的样本数目。

然后将该增广矩阵代替原观测矩阵来进行主元分析。一般

情况下，在工业过程控制中序列的滞后参数选择１或２
［１６］。

ＤＰＣＡ通过增广矩阵可以产生更多的信息关联，比静

态ＰＣＡ更适用于动态工业过程的故障检测。但通过ＤＰＣＡ

得到的主元数目过多，使得变量之间的关系更不容易解释，

并导致计算量过大。

２２　基于稀疏动态主元分析的故障检测

本文在 ＤＰＣＡ 的基础上，提出稀疏动态主元分析法

（ＳＤＰＣＡ），通过结合了ＤＰＣＡ和ＳＰＣＡ方法的优点，以提

高故障检测的精度，并减少实时计算量，其主要步骤包括：

１）获得动态增广矩阵；

２）确定主元中的非零负荷数目；

３）对增广矩阵进行稀疏主元求解。

首先，通过公式 （１０）获得设计矩阵，这里参数可采

用交叉验证进行选取。然后再确定非零负荷的数目，本文

提出了一种新的非零负荷数目的确定方法，并在下一小节

中给出具体的过程。最后，在确定的非零负荷数目下，将

降维问题转化为回归最优化问题，对其进行稀疏求解。这

里，我们采用类似于Ｚｏｕ等
［８］提出的ＳＰＣＡ中的优化算法

来获取增广矩阵的稀疏主元，即在ＤＰＣＡ模型上增加ＬＡＳ

ＳＯ惩罚项：

（^犃，^犅）＝ａｒｇｍｉｎ
犃，犅∑

狀

犻＝１

‖狓（犾）犻－犃犅
犜狓（犾）犻‖

２
＋

λ∑
犽

犼＝１

‖β犻‖
２
＋λ１，犼∑

犽

犼＝１

‖β犻‖１．

犛狌犫犼犲犮狋狋狅犃
犜犃＝犐犽＝犽． （１１）

式中，犃和犅是 （犾＋１）犿×犽的矩阵，^犃和犅^ 是使右式取

得最小值的犃和犅 的解，β犼 是犅 的第犼列向量，同时也是

稀疏后的主元。λ以及λ１，犼是惩罚项的系数，λ＞０。调整后

的解释方差可以由以下公式取得：

犛Λ ＝
ｄｉａｇ（狇狉（犡（犾）^犘））［ ］狀

２

（１２）
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式中，犛Λ为解释方差的对角矩阵，^犘为稀疏后的负荷向量

矩阵，狇狉 （）表示对括号内的矩阵进行ＱＲ分解后得到上三

角犚矩阵。此时，该模型的贡献度可计算如下：

犆犘犞 ＝
∑
犽

犻＝１

犛Λ犻

∑
犿

犻＝１

Λ犻

×１００％ （１３）

　　由于稀疏后的负荷向量不一定是正交的，犜２ 统计量及其

控制限的计算如下：

犜２犻 ＝狋犻γ
－１狋犜犻 ． （１４）

犜２α ＝
犽（狀－１）

狀－犽
犉α（犽，狀－犽）． （１５）

　　其中，γ是稀疏得分向量的协方差矩阵。而犙统计量的计

算方式则与ＰＣＡ模型一致，可采用公式 （７）和公式 （９）。

２３　非零负荷数目的确定

如何选择每个主元的非零负荷数目一直是稀疏主元分析的

难点。过多的非零负荷会造成计算上的繁琐，所以需要尽可能

地减少数目，但同时又要保证剩下的非零负荷拥有足够多的相

关信息。

Ｊｏｌｌｉｆｆｅ指出当主元的解释方差相近时，约束标准的选择

对模型的最终效果影响不大［１７］。在此基础上，Ｇａｊｊａｒ等
［１３］针

对ＳＰＣＡ模型和对应的ＰＣＡ模型的解释方差之间的联系，提

出了一种非零负荷数目的前向选择算法，具体步骤如下：

１）通过公式 （１）求解得特征值矩阵。

２）计算可获得稀疏主元的公式 （１１），其中主元个数为

犽，最后一个主元的非零负荷数目为狇 （犽和狇的初始值为１）。

３）如果η１≥９０％，则确定狇为最后一个负荷向量的非零

负荷数目；否则狇＝狇＋１，返回步骤２）。

４）当犽值与传统ＰＣＡ （ＤＰＣＡ）的主元个数相同时，或

是稀疏后的主元贡献度超过一定阈值时，停止计算。否则犽＝

犽＋１，狇＝１，返回步骤２）。

其中，η１ 为当前ＳＰＣＡ主元的解释方差与所对应特征值

的比值，计算公式为：

η１ ＝
犛Λ犽

Λ犽
（１６）

　　但需要注意的是，在 Ｇａｊｊａｒ等的方法中，每个稀疏主元

的非零负荷数目的选择只和它所对应的一个特征值有密切联

系，而忽略了与它之前的特征值的关系，可能导致解释方差过

低。为此，本文将此方法进行了改进，提出了一种新的基于前

向选择的非零负荷数目算法如下：

１）通过公式 （１）求解得特征值矩阵。

２）计算可获得稀疏主元的公式 （１１），其中主元个数为

犽，最后一个主元的非零负荷数目为狇 （犽和狇的初始值为１）。

３）如果η１≥８０％且η２≥９０％，则确定狇为最后一个负荷

向量的非零负荷数目；否则狇＝狇＋１，返回步骤２）。

４）当稀疏后的主元贡献度超过８５％时，停止计算。否则

犽＝犽＋１，狇＝１，返回步骤２）。

其中，η２ 为当前犽个ＳＰＣＡ （或ＳＤＰＣＡ）的方差的和与

所对应的犽特征值的和的比值，计算公式为：

η２ ＝
∑
犽

犻＝１

犛Λ犻

∑
犽

犻＝１

Λ犻

×１００％ （１７）

　　在本文提出的算法中，主要依靠来确定非零负荷的数目，

因此不仅包含了之前的主元的解释方差信息，也将参数考虑进

来，以防止当前的解释方差过低，加强了每个稀疏主元的非零

向量数目与特征值之间的联系。此外，还可直接地通过调整贡

献度的大小来确定主元的数目。

３　仿真

３１　数值仿真

为了表明方法的有效性，采用文献 ［４］的数值例子如下：

狕（犽）＝
０．１１８ －０．１９１

［ ］０．８４７ ０．２６４
狕（犽－１）＋

１ ２

３ －［ ］４狌（犽－１）．
狔（犽）＝狕（犽）＋狏（犽）． （１８）

狌（犽）＝
０．８１１ －０．２２６

［ ］０．４７７ ０．４１５
狌（犽－１）＋

　
０．１９３ ０．６８９

－０．３２０ －［ ］０．７４９
狑（犽－１）． （１９）

　　其中：输入变量狑是均值为零，方差为１的白噪声，狏是

均值为零，方差为０．１的白噪声。输入变量狌和输出变量狔，

均为可测变量。采集正常情况下的１００个样本，用于建模。为

了模拟故障，在非正常情况下，在第１０个样本上引入故障。

其中，故障１是，狑１ 变量添加一个单位阶跃。故障２是，将

阶跃的幅值增加至３。

为了减少随机变量的影响，本次实验一共生成了１０００组

数据集。在设置ＰＣＡ和ＳＰＣＡ的主元个数为３，ＤＰＣＡ和ＳＤ

ＰＣＡ的主元个数为４时，ＤＰＣＡ和ＳＤＰＣＡ的动态迟滞设置为

１。此时ＰＣＡ和ＤＰＣＡ模型的贡献率可达到９８％以上，ＳＰＣＡ

的贡献率在９２％至９６％之间，ＳＤＰＣＡ 的贡献率在８９％至

９４％之间。４种方法的置信度均设置为９９％。表１为分别用

ＰＣＡ、ＳＰＣＡ、ＤＰＣＡ和ＳＤＰＣＡ４种方法所得到的故障检测率

（ＦａｕｌｔＤｅｔｅｃｔｉｏｎＲａｔｅ，ＦＤＲ）平均值。

表１　各种故障检测方法的检测率 ％

检测方法 故障１（犜２） 故障１（犙） 故障２（犜２） 故障２（犙）

ＰＣＡ ３．８０ ２．１８ ２４．４５ ４．４１

ＳＰＣＡ ３．８５ ２．３８ ２５．０３ ５．７８

ＤＰＣＡ ３．６４ ２．９０ ３．７２ ３．４１

ＳＤＰＣＡ ３．７２ ３．４１ ２５．１７ １１．４７

从表１中可以看出，４种故障检测方法在犜２ 统计量下

的检测结果差别并不大，但ＳＤＰＣＡ方法用Ｑ统计量测得的

检测率明显高于其它３种方法。并且从ＳＰＣＡ与ＰＣＡ、ＳＤ

ＰＣＡ与ＤＰＣＡ的对比可以看出，经过稀疏处理之后的检测

效果会有小的提升。
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３２　犜犈过程仿真

田纳西－伊斯曼过程是一种模仿真实化学工业现场的

标准控制过程，被广泛的用作控制、优化及故障诊断的仿

真对象。该过程主要包括了５个操作单元，分别是反应器、

冷凝器、气液分离器、循环压缩机、汽提塔。过程数据的

工况被人为设定２１种故障情况，每种故障情况以３分钟为

采样间隔分别采集了９６０组采样数据，每组数据含有５３个

特征变量，每组数据的在第１６１个采样时刻引入不同的故

障。本文选取了第１至２２个测量变量及第４２至第５２个控

制变量，共３３个特征变量用于故障检测。

表２　ＴＥ过程在犜
２ 统计量下的检测率 ％

故障号 ＰＣＡ ＳＰＣＡ ＤＰＣＡ ＳＤＰＣＡ

１ ９９．１３ ９９．１３ ９９．１３ ９９．１３

２ ９８．３８ ９８．３８ ９８．５０ ９８．５０

３ ０．８８ １．５０ １．２５ ５．６３

４ ２０．８８ ７．２５ ４．５０ ４．８８

５ ２４．２５ ２３．７５ ２４．００ ２８．１３

６ ９９．１３ ９９．１３ ９９．００ ９９．００

７ １００．００ １００．００ １００．００ １００．００

８ ９６．８８ ９６．３８ ９７．００ ９６．８８

９ １．７５ １．８８ ０．５０ ５．５０

１０ ２９．８８ ２６．６３ ２５．８８ ３９．３８

１１ ４０．６３ １９．８８ １９．２５ １７．８８

１２ ９８．３８ ９７．５０ ９９．００ ９９．２５

１３ ９３．６３ ９３．００ ９４．００ ９３．２５

１４ ９９．２５ ８１．００ ９９．８８ ９９．８８

１５ １．３８ １．３８ ０．８８ ６．８８

１６ １３．５０ １０．６３ １０．２５ ２１．２５

１７ ７６．３８ ７２．６３ ７５．７５ ７９．５０

１８ ８９．２５ ８９．２５ ８９．１３ ９０．３８

１９ １１．００ １３．６３ １７．５０ ２３．５０

２０ ３１．７５ ３４．５０ ３２．６３ ３６．５０

２１ ３９．２５ ２６．８８ ４３．２５ ４４．３８

这里，将ＳＤＰＣＡ方法的动态迟滞设置为１。经过本文

提出的非零负荷数目的选择方法，数据的ＳＤＰＣＡ模型一共

产生了３０个稀疏主元。每个主元的非零负荷的个数分别为

２４，２３，９，４，５，４，２，２，２，２，４，２，２，３，２，２，２，１，１，２，

１，１，１，２，１，４，２，２，２和２，贡献率为８５．４８％。ＤＰＣＡ

方法同样选取８５％的贡献度，其模型含有２４个主元。ＳＰ

ＣＡ与ＰＣＡ方法的检测数据主元数目均为１４。在置信度设

为９９％情况下，犜２统计量检测的结果如表２所示，Ｑ统计

量的检测结果如表３所示。表２和表３中，每个故障的最优

检测率用加粗字体表示。

通过表２可以看出，４种方法在犜２ 统计检测结果中，

ＳＤＰＣＡ在其中的１６个故障数据下的检测效果都是最优的。

特别是故障３、故障９和故障１５这几个传统方法难以检测

的故障，在其它３种方法下的检测率均低于２％，而通过

ＳＤＰＣＡ方法在犜２统计量下可以得到高于５％的检测率。通

过表３可以看出，在Ｑ统计检测结果中，ＳＤＰＣＡ方法在１１

个故障下的检测率都是最高的。尤其在故障１０和故障１６的

检测中，ＳＤＰＣＡ在两种统计量下的检测效果均明显优于其

它３种方法。图１～４为故障１０在４种方法下的Ｑ统计量检

测结果。

表３　ＴＥ过程在Ｑ统计量下的检测率 ％

故障号 ＰＣＡ ＳＰＣＡ ＤＰＣＡ ＳＤＰＣＡ

１ ９９．８８ ９９．８８ ９９．７５ ９９．７５

２ ９６．００ ９７．６３ ９６．１３ ９８．００

３ ３．３８ ４．２５ ４．００ ２．２５

４ １００．００ １００．００ １００．００ １００．００

５ ２４．１３ ２７．１３ ２７．５０ ３０．２５

６ １００．００ １００．００ １００．００ １００．００

７ １００．００ １００．００ １００．００ １００．００

８ ８６．１３ ９６．６３ ８９．３８ ９６．８８

９ ２．３８ ２．３８ ３．８８ １．８８

１０ ２９．１３ ４５．７５ ３６．７５ ５１．６３

１１ ７６．１３ ７９．００ ８７．３８ ８７．７５

１２ ９０．７５ ９８．８８ ９１．２５ ９９．００

１３ ９５．２５ ９５．００ ９５．１３ ９４．８８

１４ １００．００ １００．００ １００．００ ９８．８８

１５ ３．８８ ４．８８ ４．１３ ４．６３

１６ ３２．２５ ３９．２５ ３７．６３ ４７．１３

１７ ９５．８８ ９５．１３ ９７．００ ９６．２５

１８ ９０．２５ ８９．７５ ９０．２５ ８９．５０

１９ １７．７５ １０．３８ ３０．１３ １３．６３

２０ ５１．６３ ４９．５０ ５５．００ ５５．００

２１ ４８．８８ ５５．３８ ４８．００ ５２．６３

　　此外，稀疏算法可以有效减少非零负荷的数目，ＴＥ过

程的数据经过稀疏动态处理之后，ＳＤＰＣＡ模型的所有主元

中所包含的非零负荷数目为１１６，而ＤＰＣＡ模型下共包含了

７９２个非零负荷。非零负荷的大量减少，使得ＳＤＰＣＡ相比

ＤＰＣＡ具有更高的实时计算效率。表４列出了同一台服务器

使用ＭＡＴＬＡＢ软件分别用４种方法采用Ｔ
２统计量处理ＴＥ

过程故障数据所用的时间。从表中可以看出经过数据动态

处理后的ＳＤＰＣＡ和ＤＰＣＡ两种方法所花费的时间更长一

些，但经过稀疏处理后的ＳＤＰＣＡ方法比ＤＰＣＡ方法的检测

时间更短一些。

表４　ＴＥ过程的检测时间

方法 ＰＣＡ ＳＰＣＡ ＤＰＣＡ ＳＤＰＣＡ

时长／ｓ ０．３７ ０．２７ ０．５１ ０．４６

４　结束语

结合动态主元分析和稀疏主元分析的特点，本文提出
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图１　ＴＥ过程故障１０在ＰＣＡ下的检测结果

图２　ＴＥ过程故障１０在ＤＰＣＡ下的检测结果

图３　ＴＥ过程故障１０在ＳＰＣＡ下的检测结果

图４　ＴＥ过程故障１０在ＳＤＰＣＡ下的检测结果

了一种基于稀疏动态主元分析的故障检测方法，并进一步

改进了非零负荷数目的前向选择算法。该方法不仅考虑到

了实际工业数据的动态特性，同时也大量地减少了非零负

荷的数量，从而提高了计算效率，并增加了特征的可解释

性。通过数值和ＴＥ过程的仿真结果表明，所提方法能够获

得良好的动态过程的故障检测性能。未来的研究将进一步

研究非零负荷数目的优化选择，以及将动态稀疏方法推广

到其它的多变量统计方法中。
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