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基于深度主动学习的磁片表面缺陷检测

姚明海，陈志浩
（浙江工业大学 信息工程学院，杭州　３１００２３）

摘要：磁片表面缺陷的检测一直是磁片厂流水线生产中提高生产效率、降低生产成本的重要环节；当前多种机器视觉检测方

法已经被应用，这些方法都是采取人工提取缺陷特征，但由于磁片表面对比度低，磨痕纹理干扰和缺陷块小且亮度变化大等难

点，导致准确度不高、通用性不强；另外在实际生产中巨大数据量获取容易，而人工标注成本高；为此提出一种基于深度主动学

习的磁片表面缺陷检测方法可以解决以上两个问题；该方法首先，结合边缘检测和模板匹配算法将磁片前景和背景进行分割；其

次，使用Ｉｎｃｅｐｔｉｏｎ－Ｒｅｓｎｅｔ－ｖ２深度神经网络对样本进行训练，完成对缺陷图像的识别；最后，在深度学习过程中，提出一种主

动学习的方法来克服数据集庞大但标注成本高的难点；实验结果表明，该方法的缺陷检测识别率达到了９６．７％，并且最多能节

省２５％的人力标注成本。
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０　引言

随着机器化的发展，机器视觉技术在工业流水线的检

测中发挥着越来越重要的作用。传统的磁片缺陷检测主要

以人工提取特征为主，国内外很多学者做了这方面的研究。

石聪等人通过基于边缘特征的金字塔匹配算法快速提取磁

片边界，再结合各向异性滤波方法进行缺陷分割，然后根

据几何形状识别特征进行分类，由于该算法比较依赖光照

特性和磁片的缺陷形状，具有一定的局限性［１］；杜柳青等

人提出，定义扫描线梯度，将其标准差与扫描线灰度标准

差构成特征向量，提出基于两类支持向量机的图像分割方

法来提取缺陷，该方法只能针对特定行缺陷，缺乏通用

性［２］。现有的传统方法主要可分为目标分割－人工特征提

取－统计方法这三步骤
［３］。由于磁片表面对比度低，磨痕

纹理干扰和缺陷块小且亮度变化大等难点，想要有个通用

方法分割出各种情况下的缺陷是十分困难的，很大程度上

依靠个人经验，而且人工特征提取方法往往存在算法实用

性不强的缺点，大多数方法都是针对特定缺陷或者特定光

源场景条件下，缺乏通用性。

卷积神经网络 （ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋｓ，ＣＮＮ）

近几年来已经在图像、语音领域发挥着越来越重要的作用。

神经网络只需要简单的提取目标预处理，而特征提取和统

计分类都不需要人工干预，从而提高了模型的通用性。相

比于传统神经网络的全连接网络，卷积神经网络拥有局部

感受野、权值共享和降采样三大特性，因而大大减少了网

络自由参数的个数。随后 ＫｒｉｚｈｅｖｓｋｙＡｌｅｘ等人
［４］提出Ｒｅ

ＬＵ作为激活函数和Ｄｒｏｐｏｕｔ层来防止过拟合，开启了深度

学习的新时代。卷积神经网络已经应用到人脸识别、行人

检测、车牌识别和自然语言处理等领域中，取得了一个接

一个的突破性进展。

卷积神经网络庞大的网络参数离不开庞大的数据量进

行支持，而且传统的监督学习方法做分类的时候，往往是
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训练样本规模越大，分类的效果就越好。然而实验过程和

实际生产中发现，庞大的数据量获取容易但人工标签成本

高，有些数据可能还需要领域内的专家才能完成，不可能

实现快速或者低成本的数据标记。如何使尽可能少的训练

样本达到或者接近完整带标签数据集的效果一直是图像分

类的研究热点。主动学习通过一定的算法提取出未标记样

本中分类困难的样本，往往这些样本是包含着更多分类信

息，然后将挑选标记好的样本加入一起训练分类模型来提

高模型的精确度。

针对上述问题，提出了一种基于深度主动学习的磁片

表面缺陷检测方法。首先，结合边缘检测和模板匹配算法

将磁片前景和背景进行分割；其次设计改进Ｉｎｃｅｐｔｉｏｎ－

Ｒｅｓｎｅｔ－ｖ２深度网络进行训练；然后，由于实际生产中巨

大数据量获取容易但人工标签成本高，提出一种改进的主

动学习方法来克服这一难点；最后，通过实验证明，此方

法提高了分类器精度，而且通过主动学习方法节约了大量

人力标注成本。

１　算法实现

１１　算法描述

如图１所示，基于深度主动学习的磁片表面缺陷检测

方法主要分为图像预处理、ＣＮＮ特征提取及分类、主动学

习三部分。在图像预处理中将图像进行背景分割、图像增

强和归一化处理、图像分块处理；卷积神经网络部分将进

行自学习提取特征以及分类，将Ｉｎｃｅｐｔｉｏｎ－Ｒｅｓｎｅｔ－ｖ２网

络根据实际情况进行尺寸上的修改；主动学习部分将参考

“信息量”（用熵衡量）和 “多样性”原则，在海量图像数

据中挑选出更具有代表性的样本数据，从而快速达到分类

器性能临界值，减少大量人力标注成本。

１２　图像预处理

铁氧体磁片原图来自浙江省一磁片厂，采用ｂａｓｌｅｒ工

业相机拍摄了１０５０张磁片图片，分辨率为６５９×４９４，缺陷

主要表现为工业处理或者流水线运行中边缘磕碰导致的

“掉皮”，部分样本如图２所示，其中 （ａ），（ｂ），（ｃ），（ｄ）

为缺陷样本，（ｅ），（ｆ）为正常样本。图像预处理主要分为

背景分割、感兴趣区域的图像增强和图像分块三步骤。

首先进行背景分割，将圆磁片和背景进行分离。本文

采用的是结合边缘轮廓检测的模板匹配方法，由于磁片在

流水线上运动时，光源与磁片存在各个角度，磁片周围存

在一个较浅的黑色光晕，这时如果采用单纯的轮廓提取或

者模板匹配方法往往会导致提取到带黑色光晕的感兴趣区

域 （ｒｅｇｉｏｎｏｆｉｎｔｅｒｅｓｔ，ＲＯＩ），存在一定偏差。本文根据圆

磁片表面轮廓与背景像素差距较大的特点，通过轮廓提取

方法，找到轮廓并加黑像素，加深这种像素偏差，生成新

的模板，大大提高了模板匹配的准确度，感兴趣区域提取

结果如图３所示。

图１　算法流程图

图２　原始样图

接着，将提取到的圆磁片进行ｇａｍｍａｒ校正，这是种符

合韦伯定律的图像预处理方法，这样在进行人工标注时能

一定程度上减少由人为主观误判带来的标注错误。

然后进行图像分块，这是一种数据扩充的方法，同时

由于缺陷面积小，这样也能突出缺陷特征。经过实验分析，

为了使缺陷特征都能包含在一个窗口中，本文以圆心处１８

度扇形区域的外接矩形作为一个分块单元，每次以圆心旋

转的步长为１８度，然后截取成正方形，因为所有的 “掉皮”

缺陷都表现在磁片边缘上，如示意图４所示。这样每个分

割窗口的重叠率为１５．４％，还保留了轮廓信息，这样每个
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磁片图像能得到２０个分块图像数据，所有的最终图像都经

过均值化和归一化处理。事实证明，图像字块像素尺寸为

４８×４８时能包含所有完整缺陷。图像分块处理不仅能大大

扩大数据集，而且能完整的突出缺陷特征，减小后面ＣＮＮ

的网络参数。

图３　感兴趣区域　　　图４　子图像的分割

１３　卷积神经网络

由于各个磁片表面由于打磨的原因导致反光情况各不

相同，而且 “掉皮”的深浅导致反光的缺陷有暗有亮，同

时人工打磨过程产生的纹理也会大大影响到缺陷的检测精

度，所以普通的人工特征提取方法效果不佳，并且人工提

取特征时往往带有一些的主观能动性，这时特征的提取就

需要一定的专家经验。而ＣＮＮ在处理二维数字信号 （图

像）时，特征提取层是通过自学习训练数据的方式进行特

征提取，这样在学习时避免了显示的专家经验性特征抽取，

从而大大提高了精度和鲁棒性。

本文采用Ｉｎｃｅｐｔｉｏｎ－Ｒｅｓｎｅｔ－ｖ２
［５］的网络模型，根据磁

片尺寸太小，对网络模型进行了适当的调整。Ｉｎｃｅｐｔｉｏｎ－

Ｒｅｓｎｅｔ－ｖ２网络与一般简单的神经网络相比存在很多优势。

首先，继承Ｉｎｃｅｐｔｉｏｎｖ１
［６］中的多尺度堆叠，融合了１×１和

３×３多种卷积的不同层特征，使高级特征和低级特征相互

融合；其次，使用ＮｅｔｗｏｒｋｉｎＮｅｔｗｏｒｋ
［７］中提出的１×１卷

积核，不仅在前一层的学习表示上添加了非线性激励，提

升了网络的表达能力，而且在卷积高通道层时，降低通道

数，从而大大降低了维度；另外，结合Ｉｎｃｅｐｔｉｏｎｖ３中的卷

积分解，将７×７卷积核分解成一维的７×１卷积和１×７卷

积，将３×３卷积核分解成一维的３×１卷积和１×３卷积，

由此设计了３５×３５、１７×１７和８×８三个小模块，这样既可

以进一步降低维度，加快计算速度，而且网络深度进一步

增加，增加了网络的非线性性能，这效果在中间层十分突

出；最后，网络加入了ＲｅｓＮｅｔ
［８］中提出的残差模块，每一

个节点学到的不再是参数本身，而是残差，ＲｅｓＮｅｔ的结构

可以极大地加速训练，同时性能也得到提升，解决了网络

层数加深带来的收敛问题。因为Ｉｎｃｅｐｔｉｏｎ－Ｒｅｓｎｅｔ－ｖ２的

输入图像大小为２９９×２９９，而本文图像只有４８×４８，但是

没有将尺寸直接进行缩放，而是在原论文进入分支前加了５

个３×３卷积和１个４×４卷积，通道数和原论文相同，这样

使得在进入网络分支前图像尺寸和原Ｉｎｃｅｐｔｉｏｎ－Ｒｅｓｎｅｔ－

ｖ２网络相同，方便网络设计。

１４　主动学习

我们知道数据量大小决定了模型的精确度，那么是不

是数据量越大精确度一直越大呢？大量深度学习的实验证

明［９］，模型精确度和训练样本的关系呈现着一般规律，大

致走向曲线如图５所示，其中实线部分表示随机挑选的样

本，虚线表示经过主动学习挑选的样本。在一开始训练集

较少时，分类器的性能随着样本数的增加而快速增长，但

当训练集达到了一定的临界值时，增长速度逐渐变缓，直

至不变，由此说明分类器性能临界值与样本数据和分类器

本身有关，而训练样本的选择能决定到达分类器性能临界

值的速度。如此同时，如果用相同数量的更具代表性的样

本进行训练时，会发现这个临界值更早的到来，所以如果

用主动学习方法去挑选这些 “难的”、“信息量大的”样本，

这样分类器性能可以最更早的达到饱和，以节省大量的人

力成本。

图５　训练集样本数与分类器精度关系示意图

本文的主动学习方法主要参考 “信息量” （用熵衡量）

和 “多样性”来进行挑选样本［１０］。基于 “信息量”的标准

有一个很直观的办法，就是基于熵的不确定采样方法，首

先计算出测试样本在分类器中对于各个类的概率，然后根

据信息熵的公式比较哪些样本所包含的信息量高，熵越大

的样本代表不确定性越高，信息量越多。基于 “多样性”

挑选，就是比较已标注数据和未标注数据之间的相似度，

将与已标注数据相似的样本作为简单样本，那么每次主动

学习挑选那些差异比较大的样本作为 “多样性”样本。

深度主动学习的具体算法流程如下：

１）先随机选择样本数量为狀的训练集犔 ＝ （狓１，狓犼，．．．

狓狀），进行标注；

２）使用训练集犔＝ （狓１，狓犼，．．．狓狀）来训练Ｉｎｃｅｐｔｉｏｎ－

Ｒｅｓｎｅｔ－ｖ２网络，得到网络参数狑；

３）在样本数量为犿的未标定样本集为犝 ＝ （狓１，狓犻，．．．

狓犿）中，用式 （１）计算出各个样本狓犻 的信息熵犛（狔狘狓犻，

狑）；

犛（狔狘狓犻，狑）＝－∑
狔∈犢

犘（狔狘狓犻，狑）ｌｏｇ犘（狔狘狓犻，狑） （１）

　　其中：狔表示分类类别，犢＝｛１，２，．．．｝为所有可能的类
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别标号，犘（狔狘狓犻，狑）为在狑 参数中样本狓犻属于类别狔 的

概率；

４）用式 （２）计算出各个样本狓犻 相对于训练集犔 ＝

（狓１，狓犼，．．．狓狀）的相似度犚犻；

犚犻＝∑
犢

狔＝１
∑
狀

犼＝１

（狆
犻
狔－狆

犼
狔
）ｌｏｇ
狆
犻
狔

狆
犼
狔

（２）

　　其中：狆
犻
狔
是未标注样本，狓犻属于类别狔的概率，狆

犼
狔
是未

标注样本，狓犼属于类别狔的概率；

５）需要找到信息量大、相似度低的样本，所以设犇犻＝

犛（狔狘狓犻，狑）

犚犻
，进行犇犻 从大到小排序，在未标样本集犝 ＝

（狓１，狓犻，．．．狓犿）中挑选出α个的样本；

６）将新得到的α个样本加入犔＝（狓１，狓犼，．．．狓狀）中，代

替原来的训练样本，重复 （２）、（３）、（４）、（５）、（６），直

到分类器精度达到临界值或者未标注的样本集标注完为止；

２　实验结果

２１　网络训练

本文实验设备是一台显卡为ＴｅｓｌａＫ４０Ｃ的服务器，使

用ＴｅｎｓｏｒＦｌｏｗ框架。训练时使用Ｘａｖｉｅｒ初始化网络参数，

将ＡｄａｍＯｐｔｉｍｉｚｅｒ作为优化器的优化算法，ｓｏｆｔｍａｘ交叉熵

损失函数作为损失函数，网络训练的超参数如下：批处理

大小 （ｂａｔｃｈｓｉｚｅ）为１２８，最大迭代数 （ｍａｘｓｔｅｐｓ）为１０

０００，学习率 （ｌｅａｒｎｉｎｇｒａｔｅ）为０．００１，学习率每经过５０００

次迭代衰减５０％，训练时的ｌｏｓｓ曲线如图６所示。

图６　训练时的ｌｏｓｓ曲线

２２　实验结果

本文总共采集到１０５０张磁片样本，切割完经筛选后共

得到１８０００张子图像，将１４０００张作为训练集，２０００张作

为验证数据，２０００张作为测试数据。

在精确度方面，本文将Ｉｎｃｅｐｔｉｏｎ－Ｒｅｓｎｅｔ－ｖ２网络与

其他两个方法进行比较，一个是传统的支持向量机方法

（ＳＶＭ），另一个是简单的６层ＣＮＮ网络，其中４层卷积层

和２层池化层。各个方法的精确度比较如表１所示，Ｉｎｃｅｐ

ｔｉｏｎ－Ｒｅｓｎｅｔ－ｖ２网络的精确度大大高于支持向量机这种传

统的统计学方法，也高于简单的６层卷积神经网络。在实

时性方面，由于Ｉｎｃｅｐｔｉｏｎ－Ｒｅｓｎｅｔ－ｖ２参数相对于简单的６

层卷积神经网络要多很多，速度相对慢一些，但仍能满足

工厂１００ｍｓ／个的要求，平均每次检测耗时６０ｍｓ／个。

表１　各分类器精度对比结果

方法 支持向量机 ６层ＣＮＮ
Ｉｎｃｅｐｔｉｏｎ－

Ｒｅｓｎｅｔ－ｖ２

分类器精确度 ７１．８％ ９１．２％ ９６．７％

２３　主动学习结果

主动学习流程按１．４中所介绍的算法进行，取α＝２

０００，本文将随机挑选的样本来作为主动学习的对比实验，

首先选取４０００个样本作为初始训练数据集，然后每次随机

加入和经主动学习挑选后加入２０００个训练样本，共加入５

轮样本。样本和精确度的关系图如图７所示，根据折点图

可以看到，采用主动学习方法在９０００个训练样本时就比较

接近最终准确率，最多可以节约样本标注约有３０００个样

本，约能节省２５％的人力标注成本。

图７　随机挑选和主动学习的比较图

３　结论

本文针对磁片表面 “掉皮”缺陷进行了检测分析，使

用Ｉｎｃｅｐｔｉｏｎ－Ｒｅｓｎｅｔ－ｖ２网络不仅不需要人工提取特征，

增强了分类器的鲁棒性，而且精确度也是大幅度提高；另

外针对数据上标签工作量大的情况，使用主动学习策略能

减少标签数据，挑选更值得挑选的样本，提高工作效率。

但目前本文只能是针对 “掉皮”缺陷，由于还缺乏其

他缺陷的数据，笔者正在努力采集，下一步可以尝试增加

缺陷种类，针对不同类别的缺陷对象，使此算法更加具有

应用价值。同时，笔者也在考虑使用其他主动学习策略来

进一步提高标签标注效率。
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