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基于犃犱犪犅狅狅狊狋与犌犃犅犘的模拟

电路软故障诊断方法

赵文俊１，张　强１，刘　磊２，宋家友２
（１．空军第一航空学院 航空电子工程系，河南 信阳８　４６４０００；２．郑州大学 信息工程学院，郑州　４５０００１）

摘要：针对容差模拟电路软故障诊断精度较低的问题，提出了一种基于ＡｄａＢｏｏｓｔ与ＧＡＢＰ的组合分类器诊断方法；首先，在Ｐｓｐｉｃｅ

中对故障模式进行 Ｍｏｎｔｅ－Ｃａｒｌｏ分析，并利用波形有效点提取法提取故障特征，在此基础上，做归一化处理构建神经网络的原始样本；

其次，利用ＧＡ算法与Ｌ－Ｍ算法组合优化ＢＰ网络构建ＧＡＢＰ分类器；最后，利用ＡｄａＢｏｏｓｔ算法对ＧＡＢＰ单分类器进行迭代提升，构

建ＡｄａＢｏｏｓｔ－ＧＡＢＰ组合分类器；诊断实例的结果表明，该方法比传统的单分类器诊断方法具有更高的诊断精度、更低的绝对误差，能

够克服单分类器容易陷入局部最优，诊断结论不可信的缺陷。

关键词：模拟电路软故障诊断；ＡｄａＢｏｏｓｔ算法；ＧＡ算法；Ｍｏｎｔｅ－Ｃａｒｌｏ分析；组合分类器
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０　引言

模拟电路由于元件参数具有容差并且可及节点较少等原因

导致故障诊断难度极大［１］。传统的模拟电路故障诊断通常采用

基于解析模型的方法［２］，但复杂航空装备精确的解析模型往往

是不可能建立的，并且模型与对象之间逼近度难以确定，这就

导致该方法诊断精度较低，诊断结论不可信［３］。

为了克服传统方法的缺陷和不足，各种基于模式识别理论

的智能诊断方法被提出，极大地提高了模拟电路故障诊断精度

和效率［４］。目前，许多专家学者都对此做了深入研究。宋国

明、王厚军［５］利用提升小波变换法提取电路的故障特征，然后

采用ＳＶＭ分类器进行故障诊断，该方法改善了故障特征提取

的质量，提高了故障分类的精度。郭阳明、冉从宝［６］利用遗传

算法来确定ＢＰ神经网络初始权值的局部解空间，然后利用Ｌ

－Ｍ方法再搜索权值的精确解，最后利用优化后的ＢＰ网络进

行故障诊断，该方法克服了传统ＢＰ网络容易陷入局部最小值

的缺陷，提高了ＢＰ网络的诊断能力。肖迎群、何怡刚
［７］利用

小波分析和主元分析方法进行故障特征提取，并利用脊波网络

进行故障诊断，提高了传统小波网络对高维故障数据的处理

能力。

以上方法都是建立在单分类器基础上的，而单分类器在

分类时，实际上都是在局部空间内从一个起点出发利用各种

规则搜索最优解，有可能会陷入局部最优的缺陷中［８］。这就

导致诊断结果不可信，并且误差较高，精度较低［９］。针对此

问题，本文一方面利用ＧＡ算法和Ｌ－Ｍ算法组合优化ＢＰ网

络，改善其拓扑结构、提高其收敛速率；另一方面，引入

ＡｄａＢｏｏｓｔ算法对单分类器进行提升，得到具有互补性和多样

性的组合分类器。在分类时该组合分类器可以在解空间中从

不同点出发搜索最优解，并融合基分类器的分类结果，从而

提高诊断精度。

１　模拟电路软故障特征提取

模拟电路发生的故障很大一部分是软故障，即元件参数偏

离正常取值范围而产生的故障［１０］。本文利用波形有效点提取

法提取电路的故障特征，并以此构建神经网络的原始样本。

１１　模拟电路软故障建模

模拟电路元件的容差范围一般是标称值的±５％，只要偏

离了此范围就会发生软故障。以标称值为１０ｋ的电阻犚为例

说明本文对软故障建模的思路。

１）当犚在 ［９．５ｋ，１０．５ｋ］范围变化时，犚 处于正常
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状态。

２）当犚大于１０．５ｋ时认为电路发生了偏高软故障，这种

故障一般在大于标称值５０％时比较明显，因此可以选取１５ｋ

为这种故障的模型，同时对这种故障设置１０％的波动范围，

即该故障的取值范围为 ［１３．５ｋ，１６．５ｋ］，这种设置可以模

拟软故障连续变化的性质。

３）当犚小于９．５ｋ时认为电路发生了偏低故障，同理，

这种故障一般在低于标称值５０％时对电路的影响比较明显，

因此，可以选取５ｋ为这种偏低故障的模型，同样设置１０％的

波动范围来模拟软故障的连续性［１１］。

１２　故障模式的 Ｍｏｎｔｅ－Ｃａｒｌｏ分析

Ｍｏｎｔｅ－Ｃａｒｌｏ分析是一种随机模拟分析法，可以模拟电

路的容差效应［１２］。本文 Ｍｏｎｔｅ－Ｃａｒｌｏ分析的工具是 ＯｒＣＡＤ

中集成的Ｐｓｐｉｃｅ，利用Ｐｓｐｉｃｅ中的模型编辑工具 ＭｏｄｅｌＥｄｉｔｏｒ

可以对软故障建模并设置容差范围、概率分布。电阻的模型编

辑语句为ｍｏｄｅｌＲｂｒｅａｋＲＥＳ（Ｒ＝１ＤＥＶ／Ｇａｕｓｓ＝１０％），电容

的模型编辑语句为 ｍｏｄｅｌＣｂｒｅａｋＣＡＰ（Ｃ＝１ＤＥＶ／Ｇａｕｓｓ＝

５％），概率分布都设置为高斯分布，因为这更加符合实际

情况。

１３　故障特征提取

利用Ｐｓｐｉｃｅ可以把分析之后的波形数据导出成 “．ｔｘｔ”．

文件，这些文件可以导入到 Ｍａｔｌａｂ中进行分析和预处理，从

而提取故障特征［１３］。本文采用波形有效点提取法提取故障特

征，即提取每种故障模式 Ｍｏｎｔｅ－Ｃａｒｌｏ分析后输出节点电压

响应波形中各区间分界点的值，将其作为故障特征数据。

２　犃犱犪犅狅狅狊狋算法

ＡｄａＢｏｏｓｔ通过反复抽取训练样本中的部分实例组成新的

训练集合，并在这些训练集合上对单分类器进行训练构成多个

分类器的组合。训练集合中的样本有差异，因此，分类器具有

多样性。同时，ＡｄａＢｏｏｓｔ算法在每次迭代的过程中可自适应

改变集合中每个样本的权值，使基分类器能够始终关注那些分

类错误的样本，因此，基分类器之间具有互补性。这两种性质

使得组合分类器比单分类器具有更高的正确率［１５］。算法的具

体过程如下：

１）对原始样本中每个实例均匀分配权重，公式为：

狑０犻 ＝
１

犖
（犻＝１，２，…，犖） （１）

　　其中：狑犻
０ 是第犻个实例的初始权值，犖 是实例总数。初

始权重确定后，对原始样本抽样得到一个新训练样本，并采用

一种分类模型在训练样本上训练得到一个弱分类器。

２）利用训练得到的单分类器对整个原始样本进行分类，

并计算该分类器的分类错误率，错误率的计算公式为：

ε＝
１

犖
［∑犼

狑犼犐（犆（狓犼）≠狔犼）］ （２）

　　其中：ε是该分类器分类错误率，狑犼 是第犼个实例的权

重，狓犼 是第犼个实例，狔犼 是第犼个实例的类标签，犆 （狓犼）是

该分类器对实例狓犼 的分类结果，犐 （犃）是指示函数，具体的

取值情况如式 （３）所示。

犐（犃）＝
０ 犃 ＝犳犪犾狊犲

１ 犃 ＝｛ 狋狉狌犲
（３）

　　分类器错误率计算之后，可以得出该基分类器的重要性：

α＝
１

２
ｌｎ
１－ε
ε

（４）

　　其中：α是该分类器的重要性，当错误率趋近１时，分类

器的重要性为负无穷，错误率趋近０是，分类器的重要性趋近

正无穷。

３）利用基分类器对原始样本中所有实例的分类结果更新

样本权重，ＡｄａＢｏｏｓｔ中权重更新算法可以用式 （５）表示。

狑
（犼＋１）
犻 ＝

狑
（犼）
犻

犣犼
×
犲－α犼犆犼（狓犻）＝狔犻

犲α犼犆犼（狓犻）≠狔｛ 犻

（５）

　　其中：狑犻
（犼＋１）是第犻个实例在第犼＋１次迭代之后的权重，

狑犻
（犼）是第犻个实例在第犼次迭代后的权重，犣犼 是规范化因子，

用于保证∑犻狑犻
（犼＋１）＝１。从式 （５）可以看出，当第犼次得到

的基分类器对实例狓犻 分类正确时，该实例的权重在更新后就

会下降，错误时，权重则会增加。

４）反复执行２）和３）直到满足迭代次数。

５）对基分类器加权，构建组合分类器。ＡｄａＢｏｏｓｔ算法利

用分类器的重要性进行加权投票［１６］，公式为：

犆（狓）＝ａｒｇｍａｘ
狔 ∑

狀

犻＝１
α犼犐（犆犼（狓）＝狔） （６）

　　其中：犆 （狓）是样本狓的最终分类结果。式 （６）表示

对每个基分类器分类结果进行加权，并把加权总和值最大的类

标签作为最终类别。

３　犌犃犅犘分类器

传统ＢＰ网络容易陷入局部极小值，并且收敛速度很

慢［１７］。针对此问题，本文对ＢＰ网络做两方面的优化以构建

ＧＡＢＰ分类器，一方面利用ＧＡ的全局搜索能力优化ＢＰ网络

的拓扑结构和参数；另一方面，利用Ｌ－Ｍ 算法 （Ｌｅｖｅｎｂｅｒｇ

－Ｍａｒｑｕａｒｄｔ）训练网络，以减少网络迭代次数，提高收敛

速度。

３１　利用犌犃优化犅犘网络

利用ＧＡ优化ＢＰ网络的具体步骤如下：

１）按照１．３节中的方法提取故障特征，在 Ｍａｔｌａｂ中预处

理之后组成原始样本。

２）编码构成染色体。在优化网络的拓扑结构时采用二进

制编码，在优化网络的权值、阈值等参数时采用实数编码。具

体编码形式如图１、图２所示。

图１　隐层数、隐层节点数的二进制编码

图１中，犔是隐层个数，当β１β２ 都为０时隐层只有一层。

犾１ 表示第一层隐层的节点数，犾２ 是第二层隐层的节点数。

图２　权值、阈值的实数编码图

实数编码即参数用十进制表示，这样可缩短编码长度。图
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２中各个参数代表的意义如表１所示。

表１　ＢＰ网络参数表

网络参数 参数代表的意义

狑１狑２狑３
网络第一层与第二层、第二层与第三层、第三层与第四间

的链接权值

犅２犅３犅４ 网络第二层、网络第三层、第四层的阈值

狀１ 第一层节点数与第二层节点数的乘积

狀２ 第二层节点数与第三层节点数的乘积

狀３ 第三层节点数与第四层节点数的乘积

狀４狀５狀６ 第二、第三、第四层节点数

３）设置遗传操作参数：种群规模、遗传代数、选择方法、

交叉概率狆狓、变异概率狆犿 等。产生规模为犖 的按照上诉编

码规则的染色体，构成犖 个网络个体。

４）利用训练样本训练犖 个网络得到输出，根据适应度函

数计算每个网络的适应度。适应度的计算公式为：

狅犫犼狏＝
１

２∑
犿

犽＝１
∑
狀

犻＝１

（狔（犽）－狔犻（犽））
２ （７）

犳犻狋＝ （狅犫犼狏＋δ犿）－
１ （８）

　　式 （７）中，狅犫犼狏是目标函数，犿是训练样本中数据对的

个数，狀是输出层节点数，狔 （犽）是第犽个样本的期望输出，

狔犻 （犽）是第犽个样本的网络实际输出。式 （８）中，犳犻狋是适

应度，δ犿 是为了避免分母为零而添加的一个极小量。

５）根据适应度大小对所有个体进行选择操作，选择概

率为：

狆犻 ＝
犳犻狋犻

∑
犖

犻＝１

犳犻狋犻

（９）

　　其中：狆犻是第犻个个体被选择的概率，犳犻狋犻 是第犻个个体

的适应度大小，犖 是种群规模。

６）利用交叉概率狆狓 对个体进行交叉操作，利用变异概率

狆犿 进行突变操作以产生下一代新个体，并把新个体插入到旧

种群中去，产生进化后的新种群。

７）判断是否达到停止条件，否则转入４）继续迭代，直

到找到满意个体。

３２　犔－犕训练算法

传统的梯度下降法在寻找最优值时，梯度越大下降越快，

当搜索到达最优值附近时，由于梯度接近零，此时下降速度变

的非常缓慢。而Ｌ－Ｍ算法在梯度下降法的基础上加入牛顿搜

索法，使得当搜索到达最优值附近时依然可以得到一个理想的

搜索方向，提高了网络的收敛速度［１８］。Ｌ－Ｍ 算法之所以能

够具有上述优点，关键在于改进了权值计算公式：

Δ狑 ＝ （犑犜犑＋μ犐）
－１犑犜犲 （１０）

　　其中：犲是训练过程中的误差向量，犑是误差对权值微分

的雅克比矩阵，μ是平滑因子，使算法在梯度下降和高斯－牛

顿法之间达到平衡。

４　构建犃犱犪犅狅狅狊狋－犌犃犅犘组合分类器

目前，单分类器分类性能已经到了技术瓶颈［１９］，因此，

本文从组合分类器的角度出发，把ＧＡＢＰ网络与 ＡｄａＢｏｏｓｔ算

法相结合构建组合分类器，即 ＡｄａＢｏｏｓｔ－ＧＡＢＰ分类器，构

建该分类器的过程可用图３表示。

图３　构建ＡｄａＢｏｏｓｔ－ＧＡＢＰ组合分类器流程图

５　诊断实例

下面以一个差分放大电路为例说明本文方法诊断模拟电路

软故障的具体过程，并验证本文方法的可行性和有效性。

５１　诊断步骤及结果

电路在ＯｒＣＡＤ中的Ｐｓｐｉｃｅ中建模，原理图如图４所示。

图４　差分放大电路原理图

５．１．１　故障特征提取

采用１．３节中的方法，提取波形在０．２μｓ、０．２２μｓ、

０．２４μｓ、０．２６μｓ、０．３２μｓ、０．３６μｓ、０．３８μｓ处的电压值作

为故障特征数据。

５．１．２　构建故障样本

通过灵敏度分析可知，电路中的犚１、犚２、犚３、犆发生故

障后对电路影响较大，并且在１０次 Ｍｏｎｔｅ－Ｃａｒｌｏ分析后可知

犚３偏高故障对输出几乎无影响。综上所述，本文待诊断的故

障模式及其编码可用表２表示。

从表２可知，本文故障模式共８种，因此，１０次 Ｍｏｎｔｅ－

Ｃａｒｌｏ分析后故障样本总共有８０组，其中，５６组作为训练样

本，２４组作为测试样本。

样本在输入神经网络之前必须进行归一化处理，归一化公

式为：

狓ｍｉｄ＝
狓ｍａｘ＋狓ｍｉｎ

２
（１０）
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狓犻
 ＝

狓犻－狓ｍｉｄ
（狓ｍａｘ－狓ｍｉｎ）／２

（１１）

　　其中：狓ｍｉｄ表示每组数据的中间值，狓犻 是归一化后的

数据。

表２　待诊断故障及其编码表

故障号 故障类别 故障编码

Ｆ０ 正常 ０００

Ｆ１ 犚１偏高 ００１

Ｆ２ 犚１偏低 ０１０

Ｆ３ 犚２偏高 ０１１

Ｆ４ 犚２偏低 １００

Ｆ５ 犚３偏低 １０１

Ｆ６ 犆偏高 １１０

Ｆ７ 犆偏低 １１１

５．１．３　利用ＧＡ优化ＢＰ构建单分类器

根据第３节中的方法利用ＧＡ分别优化ＢＰ神经网络的拓

扑结构和权值、阈值。在优化网络拓扑结构时编码采用１２位

二进制编码，在优化参数时采用１５７位十进制编码，设定种群

规模为４０，运行代数为１００代，代沟设定为０．９，选择操作采

用 “轮盘赌”方法，变异概率选择为０．７。优化之后得到的最

佳个体的编码为０００１１１０００１００，因此，ＢＰ网络的最佳拓扑结

构为７－１４－３。按照此结构构建ＢＰ网络，训练之后对测试样

本进行测试，分类结果如图５、图６、所示。

图５　ＧＡＢＰ网络的训练误差下降曲线

图６　ＧＡＢＰ网络对２４组测试样本的分类结果的误差

　　从图５可以看出 ＧＡＢＰ网络在训练２３次后误差下降到

０．０１，网络的收敛速度很快，说明本文利用ＧＡ算法和Ｌ－Ｍ

算法对于提高网络收敛速度，减小网络误差是有效的。

从图６可以看出最大的误差不超过０．３５。本文设定０．２

为阈值，即分类误差大于０．２就认为分类失败，低于０．２认为

分类成功，因此，诊断正确的个数为１９，正确率为７９．１６％。

从分类结果可知单分类器的软故障诊断正确率不高，因此，利

用ＡｄａＢｏｏｓｔ算法对这个单分类器进行提升，来提高诊断正

确率。

５．１．４　利用ＡｄａＢｏｏｓｔ—ＧＡＢＰ组合分类器进行诊断

本文首先在数据挖掘软件 Ｗｅｋａ中实现 ＡｄａＢｏｏｓｔ算法，

之后利用 ＡｄａＢｏｏｓｔ－ＧＡＢＰ组合分类器对测试样本进行分

类［２０］，结果如表３所示。

表３　ＡｄａＢｏｏｓｔ－ＧＡＢＰ分类器性能指标

Ｃｌａｓｓ ＴＰ ＦＰ Ｐｒｅｃｉｓｉｏｎ ＲＯＣ

０００ ０．６６７ ０．０００ １．０００ ０．９６０

００１ １．０００ ０．０００ １．０００ １．０００

０１０ １．０００ ０．０００ １．０００ １．０００

０１１ １．０００ ０．０００ １．０００ １．０００

１００ １．０００ ０．０４８ ０．７５０ １．０００

１０１ １．０００ ０．０００ １．０００ １．０００

１１０ １．０００ ０．０００ １．０００ １．０００

１１１ ０．９５８ ０．００６ ０．９６９ １．０００

表３中，ｃｌａｓｓ是故障模式，ＴＰ是真阳性率，ＦＰ是假阳性

率，ｐｒｅｃｉｓｉｏｎ是查准率，ＲＯＣ （ＲｅｃｉｅｖｅＯｐｅｒａｔｉｎｇＣｈａｒａｃｔｅｒｉｓ

ｔｉｃ）Ａｒｅａ代表的是模型的平均性能，越大这证明该模型越好。

从表３可以看出，ＡｄａＢｏｏｓｔ－ＧＡＢＰ组合分类器对００１０１０

０１１１０１１１０故障的诊断能力较高，对０００故障和１００１１１故障

的诊断能力稍弱，但ＲＯＣ指标都达到了０．９６以上，证明该组

合分类器的平均性能依然很高。

５２　四种方法诊断性能对比分析

除了本文提出的方法现还利用几种常见的方法：ＳＶＭ

（支持向量机）、决策树、ＧＡＢＰ网络对２４组测试样本进行故

障分类，并比较这几种方法的分类性能，进一步验证本文方法

的有效性和改进程度。四种方法的分类结果如表４所示。

表４　四种分类方法对２４组故障样本的分类结果

分类器
分类性能

Ｋａｐｐａ Ｍｅａｎａｂｓｏｌｕｔｅｅｒｒｏｒ 分类精度／％

ＳＶＭ ０．８５７１ ０．１９２ ８７．５

决策树 ０．８１６３ ０．０６０２ ８３．９２８６

ＧＡＢＰ ０．７６１９ ０．１４２５ ７９．１６６７

ＡｄａＢｏｏｓｔ－ＧＡＢＰ ０．９５２４ ０．０４２１ ９５．８３３３

表４中，ｋａｐｐａ系数是指分类器的分类结果和随机分类之

间的差异度，Ｋａｐｐａ系数越接近１，分类器性能越好；Ｍｅａｎ

ａｂｓｏｌｕｔｅｅｒｒｏｒ是平均绝对误差，误差越小，诊断可信度越高。

从表４中可知，ＡｄａＢｏｏｓｔ－ＧＡＢＰ组合分类器的Ｋａｐｐａ系数分

别比ＳＶＭ、决策树、ＧＡＢＰ这三种方法高１１．１２％、１６．６７％、

２５％，误 差 分 别 比 其 他 三 种 方 法 低 ７８．０７％，３０．０７％，

７０．４６％，分类精度分别比其他三种方法高９．５２％、１４．８１％、

２１．０５％，说明ＡｄａＢｏｏｓｔ－ＧＡＢＰ网络诊断性能更好、可信度

更高、诊断结果更精确。

６　结束语

本文提出了一种利用 ＡｄａＢｏｏｓｔ－ＧＡＢＰ组合分类器进行

模拟电路软故障诊断的新方法。该方法利用ＧＡ算法、Ｌ－Ｍ

算法解决了传统ＢＰ网络容易陷入局部最小值的问题，克服了

其收敛缓慢的缺陷，并利用 ＡｄａＢｏｏｓｔ算法提升 ＧＡＢＰ分类

器，提高了容差模拟电路软故障诊断精度。实例结果表明，本

文方法在分类精度、分类器Ｋａｐｐａ系数上都有较大提高，并且

（下转第４２页）
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测为划痕，则判定为误检，若未能检测到贴上的划痕标签，则

同样判定为误检。设定精度为正确检测的机器数量与总量的比

值。窗口大小和检测精度的关系如图９所示。

图９　窗口大小和精确度的关系

表１　不同大小窗口时间与精度

窗口大小 １５１５２０２０２５２５３０３０３５３５４０４０ ４５４５

时间／ｓ ９．０ ６．２ ４．８ ４．０ ３．５ ３．２ ３．０

精度 ９６．１％ ９６．９％ ９８．８％ ９８．３％ ９８．２％ ９７．８％ ９６．５％

表１为不同大小的窗口的检测时间与检测精度对应的具体

数值。分析图表，在窗口大小为２５２５时，精确度会达到一

个峰值，之后缓慢下降，结合时间，选取大小为２５２５大小

的滑动窗口用于检测产品的正面以及侧面；３５３５大小的窗

口相比起３０３０大小的窗口，精确度几乎持平，而时间却明

显减少，所以选取大小为３５３５的滑动窗口用于检测产品的

顶面；背面对于精确度的要求较低，可选取大小为４０４０的

滑动窗口用于检测背面。

５　结论

提出了一种基于 ＨＯＧ特征和Ｌａｂ颜色特征融合的多尺度

滑动窗口检测方法，可以对产品外观质量完成快速准确的检

测，且具有实时性，多特征融合可以保证检测结果的准确性，

多尺度滑动窗口既能保证较高的检测精度又能降低检测时间。

实验过程中对比了其他几种特征提取方法，结果表明本文采取

的 ＨＯＧ特征和Ｌａｂ颜色特征具有最高的检测精度；通过分别

选取不同大小的窗口，结合精度和时间，在不同的检测面生成

大小合适的窗口。在实际的生产流水线进行实验，结果表明该

研究具有很高的工业应用价值。但是经过实验，发现还是会存

在误检漏检的情况，在生产密集的时候，检测速度还是略微有

些跟不上生产速度，在未来的研究中，还需要继续改进，逐步

完善性能。
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分类的绝对误差得到了降低，证明本文提出的方法是容差模拟

电路软故障诊断的一种可信的、有效的方法。
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