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基于二次逼近神经网络的反应釜预测控制

林　勇，宋一凡，温阳东
（合肥工业大学 电气自动化工程学院，合肥　２３０００９）

摘要：针对在化工生产过程中使用连续搅拌反应釜 （ＣｏｎｔｉｎｕｏｕｓＳｔｉｒｒｅｄＴａｎｋＲｅａｃｔｏｒ，ＣＳＴＲ）时存在的控制方式不便，调节的精确

度不高等问题；在对实际问题进行分析建模的基础上，提出了一种基于二次逼近神经网络模型的预测控制方法；该方法首先利用多层前

馈神经网络模型去逼近连续搅拌反应釜系统的多步预测值，其次在已创建的预测模型的基础上优化并求解预测控制的二次目标函数，以

得到最优的控制参数，最后由通过泰勒展开式的二次逼近得到非线性预测控制器的最优解；通过对控制模型的模拟以及带入相关参数进

行仿真实验，对连续搅拌反应釜控制系统的仿真结果进行分析表明：该方法控制精确度较高，并且是可行有效的，能够使生产效率得到

显著提高且保证了产品的质量，具有较高的实用价值。
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０　引言

反应釜是现代化工生产中必不可少的主要设备之一。反

应釜［１］有两种工作方式：连续生产和间歇生产。前者被称作

连续 搅 拌 反 应 釜 （ｃｏｎｔｉｎｕｏｕｓｓｔｉｒｒｅｄｔａｎｋｒｅａｃｔｏｒ，简 称

ＣＳＴＲ）。ＣＳＴＲ如今已成为工业上最常用的反应釜，它有许

多优点：既能进行匀相反应，又可进行多相反应；其次它的

搅拌机制使得反应釜中反应物料的浓度均匀；此外，ＣＳＴＲ投

资少、生产出的产品质量稳定、热交换能力强，有很高的生

产效率。但在实际生产中多数化工厂仍然使用人工和常规

ＰＩＤ方法对ＣＳＴＲ进行控制，调节反应釜的生产过程参数如

温度、流量、浓度、反应速率等，从而得到符合工艺要求的

生成物产品。由于ＣＳＴＲ系统本身的强非线性，导致传统的

控制方法难以符合生产要求，参数控制不够精确，达不到预

期的控制效果，对化工产品的质量和产量都有很大影响，故

对ＣＳＴＲ控制方法的改进就显得尤为迫切。在分析了ＣＳＴＲ

系统的特点和生产控制要求之后，笔者提出了基于二次逼近

神经网络的预测控制方法，通过神经网络辨识ＣＳＴＲ这个强

非线性系统，然后通过对广义控制律的泰勒展开，实现了对

生产参数值的二次逼近，改善了控制精度和控制效果，提高

了生产效率和产品质量，很好地满足了化工厂生产要求。

１　犆犛犜犚的基本结构和原理

ＣＳＴＲ的基本结构如图１所示。其基本结构由搅拌容器和

搅拌机两大部分组成。其中，搅拌容器包括内构件、筒体和

换热元件。搅拌机包括搅拌轴、搅拌器及其密封和传动装

置等。

图１　ＣＳＴＲ基本结构

反应釜中的化工生产是个复杂的过程。在进行化工生产

时，首先向反应釜中投入物料以及催化剂，然后通过搅拌使

反应釜内物料均匀进行化学反应。升温阶段在反应釜的夹套
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中通以一定的高压蒸汽，当反应釜内的温度上升到设定值时，

控制蒸汽的速度使温度保持恒定，确保反应在最佳工况下正

常进行。反应完成后便是降温过程，通以冷却介质使反应釜

温度降低，结束整个反应过程。恒温阶段对整个生产过程而

言最为关键，偏高或偏低的温度值都会影响化工反应进行的

深度和转化率，从而影响产品的质量。由于此类化工生产为

放热反应，为了确保反应釜温度稳定在设定值，通过在夹套

中通以一定的冷却介质，来吸收多余热量，使反应釜的温度

符合工艺要求［２］。

由此可见，冷却剂流量的大小，直接影响着反应釜温度，

从而影响化工产品的生产，故本文通过控制冷却剂流量的大

小，使反应釜恒温反应阶段温度稳定在设定值，从而间接地

控制生成物的浓度，得到质量合格的产品。

２　预测控制

模型预测控制［３］ （简称预测控制）是产生于工业过程控

制领域的一类新型计算机控制算法。发展至今预测控制在理

论和实践两个方面都取得了丰硕的成果。实际生产过程中的

系统往往强耦合、强非线性，还具有时滞时变等特性。传统

的预测控制在面对这种复杂的控制对象和更高的控制要求时，

很难实现实时有效的控制，达不到预期的控制精度和效果。

所以对于非线性系统的预测控制优化研究，使其具有更好的

控制效果和更大的应用范围已成为近年来的热点课题之一。

人工神经网络，不仅具有自学习、自适应不确定性系统

的动态特性，而且理论上可以逼近任意复杂非线性系统。神

经网络的这些特点和自身优势，为解决非线性问题提供了一

种新的思路。因此将神经网络［４］和预测控制结合起来，在传

统预测控制的基础上运用神经网络方法进行优化，得到基于

神经网络的非线性预测控制［５］来弥补传统预测控制在面对强

耦合，强非线性时变系统时的不足，更好的解决非线性系统

控制问题。

基于上述理论，本文通过结合神经网络和预测模型的思

想，设计了基于神经网络的预测模型，有效辨识了ＣＳＴＲ这

个强非线性系统，解决了传统控制中存在的问题，实现对

ＣＳＴＲ的有效控制。

３　广义预测控制理论

在预测控制理论中需要构建一个预测模型，该模型能够

根据系统的历史数据和未来的输入，预测系统未来的输出值

从而描述系统动态行为，对系统进行预测控制。通常 ＧＰＣ

（广义预测控制）［６］采用ＣＡＲＩＭＡ （ＣｏｎｔｒｏｌｌｅｄＡｕｔｏ－Ｒｅｇｒｅｓ

ｓｉｖｅＩｎｔｅｇｒａｔｅｄＭｏｖｉｎｇＡｖｅｒａｇｅ）“受控自回归积分滑动平均模

型”作为预测模型，这个模型可以写成：

犃（狕－１）狔（犽）＝犅（狕－
１）狌（犽－１）＋犆（狕－１）ξ（犽）／Δ （１）

　　式中狌（犽）和狔（犽）分别是过程的输入和输出，ζ（犽）是零均

值噪声序列，犃（狕－１）、犅（狕－１）和犆（狕－１）则分别是后移算子狕－１

的多项式：

犃（狕－１）＝犪０＋犪１狕－
１
＋．．．＋犪狀

犪
狕－狀犪

犅（狕－１）＝犫０＋犫１狕－
１
＋．．．＋犫狀

犫
狕－狀犫

犆（狕－１）＝犮０＋犮１狕－
１
＋．．．＋犪狀

犮
狕－狀犮

使用ＣＡＲＩＭＡ模型有以下好处：１）该模型能描述一类

非平稳扰动；２）可保证系统输出稳态误差为零。

通常将广义预测控制器［７］所基于的目标函数定义为如下

的控制增量形式：

犑犌犘犆 ＝犈｛∑
犖

犼＝１

［狔（犽＋犼狘犽）－珔狔（犽＋犼）］
２
＋

λ∑

犖
狌

犼＝１

［Δ狌（犽＋犼－１）］
２｝ （２）

式中，狔（犽＋犼狘犽）是对狔（犽）的向前ｊ步预测，狔狉（犽）为输出设

定值，犖 为预测域，犖狌 为控制域，λ＞０为控制加权因子，０≤

犪＜１为柔化因子。珔狔（犽＋犼）为输出跟踪序列，由下式迭代

产生：

珔狔（犽）＝狔（犽）

珔狔（犽＋犼）＝α珔狔（犽＋犼－１）＋（１－α）狔狉（犽｛ ）
犼＝１，···，犖

（３）

　　本文用一组神经网络模型去逼近一个非线性系统的多步

预测值，再优化求解预测控制的二次目标函数，与传统方法

不同的是，该方法并未使用递推Ｄｉｏｐｈａｎｔｉｎｅ方程来求解控制

量，从而减少了计算量且提高了预测精度，具体过程如下文

中所述。

４　基于二次逼近神经网络的非线性预测控制器

４１　多步预测模型的神经网络组

对于最一般形式的单输入单输出的离散非线性系统，可

以由下面的输入／输出模型来描述［８］：

狔（犽）＝犳（狔（犽－１），．．．，狔（犽－狀），

狌（犽－１），．．．，狌（犽－犿－１）） （４）

　　上述非线性系统的输出量狔（犽）的第ｊ步预测值由当前信

息狓０（犽）和未来ｊ时刻内的控制增量Δ犝犼（犽）共同决定。

狔（犽＋犼狘犽）＝犳犼（狓０（犽），Δ犝
犼（犽））犼＝１，２，．．．，犖 （５）

　　其中：狓０（犽）＝［狔（犽），．．．，狔（犽－狀＋１），狌（犽－１），．．．，狌（犽

－犿＋１）］犜，Δ犝犼（犽）＝ ［Δ狌（犽），．．．，Δ狌（犽＋犼－１）］
犜

然后用一组三层前馈神经网络去逼近预测模型 （５）

狔^（犽＋犼狘犽）＝犳犖犖
犼
（狓０（犽），Δ犝犼（犽），犠犼）犼＝

１，２，．．．，犖 （６）

　　这一共是犖 个网络，犠犼为第犼个网络的权值向量。第犼个

网络的结构如图２所示。

图２多预测模型网络组中的第ｊ个网络结构示意图

定义：

φ犽
（犼）＝狔^（犽狘犽－犼）－狔（犽） （７）

　　用非线性最小二乘法递推算法对犠犼 进行在线学习。

４２　二次逼近预测控制律

本系统的控制律仍然以式 （２）为目标函数，对式 （６）

应用一阶泰勒展开，可以得到：
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狔^（犽＋犼狘犽）＝狔
０（犽＋犼狘犽）＋（犵犼）

犜（Δ犝犼（犽）－

Δ犝犼０（犽））＋犗（Δ犝犼（犽）－Δ犝犼０（犽）） （８）

式中，Δ犝犼０（犽）为Δ犝犼（犽）在相应维数空间中某点：

狔
０（犽＋犼狘犽）＝犳犖犖

犼
（狓０（犽），Δ犝犼０（犽），犠犼） （９）

　　犵
犼 为犳犖犖

犼
（·）在相应值之下关于Δ犝犼０（犽）的梯度向量，

犵
犼 ＝

犳犖犖
犼

Δ狌０（犽）
，···，

犳犖犖
犼

Δ狌０（犽＋犼－１［ ］）
犜

＝

［犵犼犼－１，···，犵
犼
０］
犜 （１０）

　　假设当犼＞犖狌 时，Δ狌（犽＋犼－１）＝０，所以定义

珟犵
犼 ＝

［犵犼犼－１，···，犵
犼
０，０，···，０］

犜
犖
狌
，犼＝１，２，…，犖狌

［犵犼犼－１，···，犵
犼
犼－犖狌

］犜犖
狌
，犼＝犖狌＋１，…，烅

烄

烆
犖

（１１）

　　于是对

犼＝１，２，…，犖，（犵犼）
犜（Δ犝犼（犽）－Δ犝犼０（犽））＝

（珘犵犼）
犜（Δ犝犖狌（犽）－Δ犝犖狌０ （犽）） （１２）

　　定义

Δ珦犝
犖
狌（犽）＝Δ犝犖

狌（犽）－Δ犝犖
狌０ （犽） （１３）

　　由式 （８）、（１２）和 （１３）得

狔^（犽＋犼狘犽）＝狔
０（犽＋犼狘犽）＋（珟犵犼）

犜（Δ珦犝犖
狌（犽）） （１４）

　　将其写成向量形式

犢^＝犢
０
＋珟犌Δ珟犝

犖
狌（犽）

式中，

犢^＝ ［^狔（犽＋１狘犽），···，^狔（犽＋犖狘犽）］
犜

犢０ ＝ ［狔
０（犽＋１狘犽），···，狔

０（犽＋犖狘犽）］犜

珟犌＝

犵
１
０

犵
２
１ 犵

２
０

  

  犵
犖
狌０



犵
犖
犖－１ … … 犵

犖
犖－犖

熿

燀

燄

燅狌 犖×犖狌

将目标函数 （６）也写成向量形式：

犑＝ （^犢－珔犢）犜（·）＋λ（Δ珟犝犖
狌（犽）＋Δ犝犖狌０ （犽））

犜（·） （１５）

　　将式 （１４）代入式 （１５）后得到：

犑＝ （犢０＋珟犌Δ珟犝犖
狌（犽）－珔犢）犜（·）＋λ（Δ珟犝犖

狌（犽）＋

Δ犝
犖
狌０ （犽））

犜（·）＝ （珟犌Δ珟犝犖
狌（犽）＋犢０－珔犢）犜（·）＋

λ（Δ珟犝犖
狌（犽））犜（·）＋２λ（Δ珟犝犖

狌（犽））犜（Δ犝犖狌０ （犽））＋

λ（Δ犝犖狌０ （犽））
犜（·） （１６）

　　令
犑

Δ珟犝
犖
狌（犽）

＝０，得：

Δ珟犝
犖
狌（犽）＝ （珟犌犜珟犌＋λ犐）－１珟犌犜［珔犢－犢０－λ（Δ犝犖狌０ （犽））］（１７）

　　设Δ犝
犖
狌０ （犽）为控制器上一时刻的最优控制增量序列

Δ犝
犖
狌０ （犽）＝Δ犝

犖
狌（犽－１） （１８）

　　由 （１８）可推导出当前时刻基于二次优化目标逼近的控

制增量序列

Δ犝
犖
狌（犽）＝ ［犐－（犐＋λ－１珟犌犜珟犌）－１］Δ犝犖狌（犽－１）＋

（珟犌犜珟犌＋λ犐）－１珟犌犜（珔犢－犢０） （１９）

４３　犆犛犜犚预测控制

在实际化工生产中连续搅拌反应釜动力学模型可用２个

非线性［９］微分方程描述：

珚犆犃 ＝
狇
犞
（犆犪０－犆犃）－犽０犆犃犲－

犈／（犚犜） （２０）

珚犜＝
狇
犞
（犜犳－犜）－犽１犆犃犲

－犈／（犚犜）
＋

犽３狇犮［１－犲－
犽
２
／（狇犮

）］（犜犮－犜） （２１）

式中，狇为进料流速，犆犪０ 为进料成分的浓度，犜犳 为进料温度，

犜为反应釜温度，犜犮 为入口冷却剂温度，狇犮 为冷却剂流量
［８］，

犽０ 为指数因子，犞为反应釜容积，
犈
犚
为激活能量，犺犪 为传热系

数，－Δ犎 为反应热量，犽１，犽２和犽３为常数，犽１＝
（－Δ犎）犽０

ρ１犆狆
、犽２

＝
犺犪

ρ犮犆狆犮
、犽３ ＝ ρ

犮犆狆犮

ρ１犆狆犞
，ρ１、ρ犮 为液体浓度，犆狆、犆狆犮 为比热容。其

中具体参数［９］如表１所示：

表１　ＣＳＴＲ参数表

参数 参数值 参数 参数值

进料成分浓度犆犪０ １ｍｏｌ／Ｌ 传热系数犺犪 ７．２×１０５Ｊ／ｍｉｎ·犓

进料流速狇 １００Ｌ／ｍｉｎ 激活能量犈／犚 １×１０４Ｋ

进料温度犜犳 ３５０Ｋ 反应热量－Δ犎 ２×１０５ｃａｌ／ｍｏｌ

入口冷却剂温度犜犮 ３５０Ｋ 指数因子犽０ ７．２×１０１０ｍｉｎ－１

反应釜容积犞 １００Ｌ 液体浓度ρ１ ρ１＝１×１０
３ｇ／Ｌ

反应釜温度犜
３００犓≤犜

≤犜ｍａｘ
液体浓度ρ犮 ρ犮 ＝１×１０

３ｇ／Ｌ

生成物浓度犆犃
０．０２≤

犆犪≤０．８
比热容犆狆、犆狆犮 犆狆 ＝犆狆犮１ｃａｌ／ｇ·Ｋ

由表１数据计算得到犽１＝１．４４×１０
３
ｇ／Ｌ，犽２＝６．９８７×

１０２，犽３＝０．０１。

首先选择一组三层神经网络进行辨识，根据第１节对

ＣＳＴＲ结构和工作原理的分析，忽略次要因素的影响，参数

狇，犆犪０，犜犳，犜犮，犓０，犞，
犈
犚
，犺犪，－Δ犎 会影响ＣＳＴＲ系统，故输入

层节点数设置为９个作为神经网络的输入值。系统的控制量

为冷却剂流量狇犮，通过控制狇犮来保证反应釜温度犜稳定在设定

值，故神经网络的输出层节点数设置为１个，隐含层的数量

决定着预测的精度和速度，若狀犺，狀犻，狀狅 分别代表隐含层、输

入层、输出层的神经元数目，由经验公式［１０］：狀犺 ＝ 狀犻＋狀槡 狅

＋犔（其中犔为０到１０之间的整数），故笔者在此选择隐含层

节点数为８。取生产过程中记录的２００组参数数据作为样本进

行神经网络的训练，函数初始化和参数设置如下：

ｎｅｔ＝ｎｅｗｆｆ（ｐｒ，［５，１］，‘ｌｏｓｉｇ’，‘ｌｏｓｉｇ’｝，‘ｔｒａｉｎｌｍ’，‘ｌｅａｒｎｇｄｍ’）；

ｎｅｔ．ｔｒａｉｎＰａｒａｍ．ｅｐｏｃｈｓ＝１０００；

ｎｅｔ．ｔｒａｉｎＰａｒａｍ．ｇｏａｌ＝０．００１；

ｎｅｔ．ｔｒａｉｎＰａｒａｍ．ｓｈｏｗ＝１０；

ｎｅｔ．ｔｒａｉｎＰａｒａｍ．ｌｒ＝０．０５；

利用非线性最小二乘递推算法训练神经网络组的各个权

值，即可用该组神经网络模型去逼近ＣＳＴＲ系统模型。通过

（８）和 （１０）进行泰勒展开，得到梯度向量。依据预测控制

算法ＣＡＲＩＭＡ模型的一般原则和ＣＳＴＲ系统的过程参数
［１１］，

设置采样周期为１ｓ，控制周期为５ｓ，预测时域犖１＝犖２＝

７３，控制时域犖３＝犖４＝１８，柔化因子α１＝α２＝０．５，对角元

素分别取５０００和０．０１，辨识方法采用带遗忘因子的最小二

乘法，遗忘因子为０．９８，协方差矩阵初值犘０＝１×１０
４犐 （犐为

单位矩阵），求得辨识对象珟犌。

ＣＳＴＲ系统的控制目标是通过控制狇犮 使反应釜的温度犜
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稳定在设定值，得到符合工艺的生成物浓度犆犃 来生产质量合

格的产品。例如某次生产工作点犆犪 ＝０．５ｍｏｌ，犜＝３５０Ｋ，

犜犆＝３００Ｋ，温度犜的设定值为３５０Ｋ，系统的约束条件为：

犡＝
犆犃

［ ］犜 ∈犚
２
狘０≤犆犃 ≤１，２８０≤犜≤｛ ｝３７０ （２２）

　　 犝 ＝ ｛犜犆 ∈犚狘２００≤犜犆 ≤３７０｝

则系统的状态量和控制量转化为：

狓＝
（犆犃 －０．５）／０．５

（犜－３５０）／［ ］２０
，狌＝

犜犆－３００

２０
（２３）

　　采用局部镇定控制器
［１２］犽犳（狓）＝犓犉狓＝［－３．２　－０．１８］

得到终端权重矩阵：犙′＝
２６．６ ４．９

［ ］４．９ １２．６
，代入预测模型中即

可得到控制序列。

５　仿真验证与分析

本文采用 Ｍａｔｌａｂ软件作为仿真工具。广义预测控制参数

取预测长度犖１＝３，加权系数λ＝０．３５，控制长度犖狌 ＝２，

柔化系数α＝０．５。利用一组在 （８０，１１５）间的随机幅值序

列作为激励输入ＣＳＴＲ机理模型，以周期为０．１ｓ的间隔采样

得到样本数为６００的一组输入输出数据，取前４００组用于模

型的辨识，后２００组数据分别作为训练集和验证集，通过控

制狇犮 使反应釜的温度犜 稳定在设定值，得到符合工艺的生成

物浓度犆犃 从而生产质量合格的产品。

图３　浓度犆犃 的实际测量值和神经网络预测模型预测值对比

经模型辨识后，为了检验神经网络预测模型的辨识效果，

取１００份样本数据进行神经网络预测效果测试，图３为１００份

样本生成物浓度犆犃 实际测量值和神经网络预测模型预测值的

对比，经计算得实际测量值和神经网络预测模型预测值平均

误差为１．４２％，表明所得模型辨识精度较高，预测效果较好。

为了验证本文神经网络预测控制的有效性和优越性，将

该方法与常规ＰＩＤ控制做比较。根据文献 ［９］，设定ＰＩＤ参

数。开始系统工作点犆犃 ＝０．０７５ｍｏｌ·Ｌ
－１，狇犮 ＝９６．７５

Ｌ

ｍｉｎ
，

生成物浓度设定值为犆犃 ＝０．１ｍｏｌ·Ｌ
－１。得出最终仿真效果

如图４所示。

表２　控制性能参数对比

方法
调整时间

／ｓ

超调量

／％

控制

精度
稳定性

神经网络预测控制 １９ ０ ９９ 稳定

常规ＰＩＤ控制 １１０ ２１ ９６
超调较大，且

有轻微震荡

由表２数据对比分析可知，神经网络预测控制相比于常

图４　神经网络预测控制和常规ＰＩＤ控制效果对比

规ＰＩＤ控制，调整时间较短，满足生产的快速性要求；神经

网络预测控制控制精度为９９％，高于常规ＰＩＤ的９６％，满足

生产的控制精度要求，保证产品质量；神经网络预测控制无

超调，常规ＰＩＤ控制有超调且伴有轻微震荡现象，满足生产

的稳定性要求。综上，本文提出的神经网络预测控制效果优

于常规ＰＩＤ控制，是一个较好的ＣＳＴＲ控制方法。

６　结论

基于二次逼近神经网络预测控制方法，通过神经网络模型很

好的辨识了ＣＳＴＲ这个强非线性系统，其次通过广义控制律

的泰勒展开实现了对生产参数值的二次逼近提高了预测控制

性能。优于常规ＰＩＤ控制，提高了ＣＳＴＲ系统的控制精度和

控制效果，提高了生产效率且保证了产品的质量，具有较高

的应用价值，也为预测控制的优化发展提供借鉴意义。
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