基于粒子滤波状态估计的滚动轴承故障识别方法
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摘要：提出了一种基于粒子滤波状态估计的滚动轴承故障识别方法，该方法主要包括故障模型建立和故障识别两个步骤。在故障模型建立部分，首先依据滚动轴承不同故障状态下的振动信号，建立对应的自回归模型，作为故障模型；在故障识别部分，将正常状态下对应的模型，转化为状态空间模型，设计粒子滤波器，然后对不同的故障状态进行估计，提取其残差的相关特征，并结合模型参数特征应用BP神经网络识别算法进行故障识别。最后以美国凯斯西储大学的滚动轴承振动数据为例，验证了该方法的有效性。
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ABSTRACT：A fault diagnosis method of rolling bearing based on particle filter state estimation is proposed. The method mainly includes two steps: fault model establishment and fault identification. In the fault model establishment part, the corresponding autoregressive model is established according to the vibration signals of the rolling bearings in different fault states, which is used as the fault model; In the fault recognition part, the corresponding model in the normal state is transformed into the state space model, and the particle filter is designed. Then, the related features of the residuals are extracted by estimating the different fault states. Combined with the model parameters, the BP neural network identification algorithm is used to identify the faults. Finally, the validity of the method is verified by the vibration data of rolling bearing of Case Western Reserve University.
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0 引言

滚动轴承广泛应用于各种旋转机械设备中，而旋转机械设备的故障大多数也是由滚动轴承引起的。对滚动轴承进行故障识别，可提高机械设备的可靠性与维修性。如何从滚动轴承故障振动信号中提取有效的故障特征，实现早期故障的特征提取，一直是滚动轴承故障识别所面临的难题。
机械设备故障诊断方法，一般可分为基于解析模型的方法和基于数据驱动的方法两大类[1]。基于解析模型的故障诊断方法包括状态估计法，参数估计法和等价空间法，其基本思想是利用系统的数学模型和可观测的输入输出量构造残差信号来反映系统期望行为与实际运行模式之间的不一致，然后给予对残差信号的分析进行故障诊断。基于数据驱动的故障诊断方法可分为机器学习类方法、多元统计分析类方法、信号处理类方法等，其基本思想是对过程运行数据进行分析处理，从而在不需知道解析模型的情况下完成系统的故障诊断。基于解析模型的故障诊断方法研究较早，对于线性系统的诊断也较为完善、成果较多。然而，非线型系统的故障诊断依然是当前研究的难点和热点问题[3]。

本文将基于数据驱动的识别方法与基于解析模型的方法相结合，提出了一种基于粒子滤波的滚动轴承故障识别方法。该方法包含两个步骤，即故障模型建立和故障识别。故障模型建立是依据原始振动信号建立故障模型，为后续状态估计奠定基础。在故障识别部分，设计正常状态所对应的粒子滤波器，对不同故障状态进行估计，提取其残差的相关特征，并结合模型参数特征应用BP神经网络识别算法进行故障识别。

1 粒子滤波算法介绍
粒子滤波算法(Particle Filtering，PF)源于蒙特卡洛（Monte carlo）的思想，通过非参数化的蒙特卡洛模拟方法来实现递推贝叶斯滤波。适用于任何能用状态空间模型描述的非线性系统，精度可以逼近最优估计。

任一动态系统的状态空间模型可以表示为：
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上面两式中，式（1）所描述的是状态转移方程，式（2）所描述的是观测方程。
[image: image3.wmf]k

x

为系统状态在
[image: image4.wmf]k

时刻对应的状态变量，
[image: image5.wmf]k

y

为观测值，表示的是
[image: image6.wmf]k

x

对应的观测值，
[image: image7.wmf]k

v

为系统噪声，
[image: image8.wmf]k

n

为观测噪声，
[image: image9.wmf]k

v

和
[image: image10.wmf]k

n

相互独立。

假设动态系统的状态先验概率
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来描述，粒子集
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对应的权值为
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，于是，k时刻目标状态的后验概率分布可表示为：
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    其中，通过重采样法选择权值。若粒子集
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可由重要密度函数
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假设重要密度可以分解为
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通过由
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得到的粒子
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得到的粒子集
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可以得到新粒子集
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由于后验概率密度函数可表示为
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将式（6）和式（5）带入（4），可得重要性权值更新公式为
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如果
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和过去的量测值
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标准粒子滤波算法选择易于实现的先验概率密度作为重要密度函数，即

                         
[image: image38.wmf]11

(|,)(|)

iiii

kkkkk

qxxzpxx

--

=

                      （9）

将式（9）带入式（8），重要性权值可简化为
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将权值
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而后验概率密度
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式（12）中权值
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如式（11）所示。可见，当N趋近于无穷大时，由大数定理即可保证上式可逼近真实后验概率
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2 粒子滤波状态估计滚动轴承故障识别
本文提出的基于粒子滤波状态估计的故障识别方法流程图如图1所示，包括故障模型建立和故障识别两个步骤。其基本思想是：滚动轴承在正常状态下，通过粒子滤波算法得到的状态估计值与真实值的差值应该比较小；当处于故障状态下时，状态估计值与真实值之间的差值较大。不同故障所获得的差值不同，作为故障识别的依据。
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图1 粒子滤波状态估计故障识别方法流程图

2.1故障模型建立

在故障模型建立过程中，采用自回归（AR）模型建立故障模型。其数学表达式为：
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其中，
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为模型参数；p为模型阶数；
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为模型残差且服从标准正态分布。

AR建模主要包括阶数确定和参数求解两个部分，其中，定阶的主要方法有AIC，FPE，BIC等定阶准则；参数求解方法主要有最小二乘法，最大似然估计、矩估计、Levinson-Durbin算法等。本文选取AIC准则确定模型阶数，LD算法计算模型参数。

（1）AIC准则模型定阶

    AIC准则的一般表示形式为
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其中，N为观测数据长度，p为模型阶数；
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为模型残差的方差。当AIC取最小值时，得到的模型为最佳模型。

（2）模型参数求解

设x(n)在n时刻之前的p个数据{x(n-p)，x(n-p+1)，…，x(n-1)}已知，通过利用这p个数据来预测n时刻的值x(n)。记
[image: image52.wmf]^

()

xn

是对真实值
[image: image53.wmf]()

xn

的预测，那么

                           
[image: image54.wmf]1

()()

p

k

k

xnaxnk

Ù

=

=--

å

                       （15）

记
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为预测值和真值之间的残差，则

                             
[image: image56.wmf]()()()

enxnxn

Ù

=-

                         （16）

因此总的预测误差功率为
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采用Levinson-Durbin递推算法计算模型参数：

                  
[image: image58.wmf]1

11

1

[()()()]/

m

mmxxm

k

kakrmkrm

r

-

--

=

=--+

å

               （18）

                       
[image: image59.wmf]11

()()()

mmmm

akakkamk

--

=+-

                   （19）

                              
[image: image60.wmf]2

1

[1]

mmm

k

rr

-

=-

                         （20）

其中
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当m=1时，有
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定义初始条件为
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则有
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上述条件为基于L-D算法求AR模型参数提供了初始值。L-D算法从低阶开始递推，直到阶次
[image: image68.wmf]p

，给出了在每一个阶次时的所有参数，即
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2.2故障识别

采用正常状态所对应的模型作为粒子滤波状态空间方程，假设观测值
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和
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存在线性关系，则根据状态空间模型表达式（1）和（2），可构造粒子滤波器如下：
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其中，
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为模型阶数；
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为模型参数；
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为模型残差。假设滤波器的输出残差表示为
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状态预测

从重要性概率密度函数中抽取新的粒子集
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（2）得到k时刻系统观测值
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（3）利用
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计算理想值与观测值之间的差值
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更新粒子权值并归一化。

粒子重采样。

在正常状态下，残差
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比较小，接近于0，在某种故障状态下，残差
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较大。根据不同故障状态下残差值的大小，计算其故障特征，其特征指标如表1所示：

表1 残差相关特征

	特征指标
	表达式

	残差绝对均值

	
[image: image89.wmf]1

1

M

M

i

rr

M

=

=

å
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	残差方差
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	残差峰值
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其中，M为状态估计步长。

3 仿真实验

3.1实验介绍

为了验证本文提出方法的有效性，采用美国凯斯西储大学电气工程实验室的滚动轴承实验平台采集到的故障数据对该方法进行验证。滚动轴承故障模拟试验台如图所示。该装置有一台2英制马力（hp）的电动机在图左部，一个扭矩编码器/传感器在图中部，一个功率测试计在图右部，以及电子控制器组成。实验轴承的转速分别为1797rpm，1772rpm，1750rpm，1730rpm，振动信号采样频率为12kHz。轴承采用电火花加工的方式引入单点缺陷来模拟轴承故障，故障类型包括内圈故障，外圈故障和滚动体故障这三种，损伤的尺寸分别为0.007、0.014、0.021、0.028英寸。
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图2 凯斯西储大学电气工程实验室的滚动轴承实验平台

3.2对比分析

采用1797rpm下，损伤尺寸为0.007英寸对应下的三种轴承故障数据进行故障识别。对于每种故障状态，选取1~256个点进行AR建模，依据AIC准则确定模型阶数为6阶，计算得到模型参数如表2所示，将该参数带入式（13）可得到四种故障模型。

表2 不同状态下模型参数

	故障类型
	模型参数

	正常状态A0
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	内圈故障A1
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	滚珠故障A2
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	外圈故障A3
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将正常状态下对应的AR模型作为状态空间模型，设计粒子滤波器，对不同故障状态进行估计。其中，粒子数N=100，估计步长T=256。现截取50步长的残差结果，如图3所示：
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图3不同故障状态残差图

由表1所示公式，计算该残差特征的绝对均值、标准差、方差及峰值，得到4种特征指标。每种故障选取1组特征指标，如表3所示：

表3 残差相关特征

	特征值
	内圈故障
	滚珠故障
	外圈故障

	残差绝对均值
标准残差
残差方差
残差峰值
	0.2952
0.4312

0.1859

1.7335
	0.0593

0.1056

0.0112

0.5442
	0.7909

0.8293

0.6877

2.3066


将残差相关特征结合参数特征作为BP神经网络的输入进行故障识别。采用3层的BP神经网络，网络结构为N（10，6，3）。取显示间隔为50，学习步长0.3，最小均方误差为0.1，最大训练次数为1000。

为了验证该时域特征参数在故障识别中的优势，现选取原始时域特征与该特征做比较。原始时域特征信息如表4所示：

表4 原始时域特征指标

	特征值
	特征名称

	时域特征
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对表4所示原始时域特征采用相同的识别方法进行故障识别，并将本文方法与其进行对比，结果如表5所示：

表5 不同特征的故障识别率

	时域特征
	BP故障识别率

	
	内圈故障
	滚珠故障
	外圈故障

	参数及残差相关特征
	96.33%
	90.67%
	97.33%

	传统时域特征
	96%
	82.33%
	90.67%


从表5可以看出，三种故障的识别率由高到低依次为：外圈故障、内圈故障和滚珠故障。结合图3可知，残差越大故障的识别率越高。对于内圈故障，两种方法所得的故障识别率基本一致，对于滚珠故障和外圈故障，本文方法所得的故障识别率较高。可见，参数及残差的相关特征相对于原始时域特征具有敏感性高的特点。因此，在滚动轴承故障识别中，采用本文方法可以提高故障识别的准确性。
4  结  论
本文提出了一种基于粒子滤波状态估计的滚动轴承故障识别方法。对滚动轴承的不同故障状态建立故障模型，通过粒子滤波对每种故障状态进行估计，进而获得不同故障状态下的残差的相关特征，将其与模型参数特征及BP神经网络相结合，应用于滚动轴的故障识别。为了验证本文所提方法的有效性，采用美国西储大学滚动轴承故障数据进行分析，结果表明该方法具有识别率高的优点，可以在滚动轴承故障识别中较好地应用。
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