
　
计算机测量与控制．２０１８．２６（５）　

犆狅犿狆狌狋犲狉 犕犲犪狊狌狉犲犿犲狀狋 牔 犆狅狀狋狉狅犾　


设计与应用·１３２　　 ·

收稿日期：２０１７ ０８ １５；　修回日期：２０１７ １０ ２３。

基金项目：湖南省重点研发计划资助（２０１６ＧＫ２０５０）。

作者简介：常炳国（１９６３ ），男，陕西榆林人，副教授，硕士研究生导

师，主要从事信息集成方法与应用研究。

文章编号：１６７１ ４５９８（２０１８）０５ ０１３２ ０４　　ＤＯＩ：１０．１６５２６／ｊ．ｃｎｋｉ．１１－４７６２／ｔｐ．２０１８．０５．０３３　　中图分类号：Ｆ２７２．１ 文献标识码：Ａ

基于选择性集成犃犚犕犃组合模型的

零售业销量预测

常炳国１，臧虹颖１，廖春雷２，毛丹华２
（１．湖南大学 信息科学与工程学院，长沙　４１００８２；２．快乐购股份有限公司，长沙　４１０００３）

摘要：准确预测商品销量的走向对零售企业具有重要意义，构建自回归移动平均模型 （ＡＲＭＡ模型，Ａｕｔｏ－ＲｅｇｒｅｓｓｉｖｅａｎｄＭｏｖｉｎｇ

ＡｖｅｒａｇｅＭｏｄｅｌ）对零售商品时序销量数据进行预测分析；传统ＡＲＭＡ模型无法准确描述商品销量中同时存在的非平稳非线性特征；论

文分别采用支持向量回归 （ＳＶＲ，ＳｕｐｐｏｒｔＶｅｃｔｏｒＲｅｇｒｅｓｓｉｏｎ）方法和极限学习机 （ＥＬＭ，ＥｘｔｒｅｍｅＬｅａｒｎｉｎｇＭａｃｈｉｎｅ）方法，对时序模

型中非线性误差进行预测并进行误差补偿，提高了商品销量的预测精度；提出了遗传优化的选择性集成定阶方法，用以简化 ＡＲＭＡ模

型的复杂定阶过程，降低了对数据平稳性程度要求；论文收集了某电商平台商品销量数据，对 ＡＲＭＡ、选择性集成 ＡＲＭＡ、ＡＲＭＡ－

ＳＶＲ、ＡＲＭＡ－ＥＬＭ四种预测模型的性能进行了对比分析，结果表明，选择性集成ＡＲＭＡ模型预测精度在平稳和非平稳时序数据下分

别提高２３．５８％和４１．２８％；组合模型相比仅采用线性平稳时序模型的预测结果更符合实际，其中，ＡＲＭＡ－ＳＶＲ模型在小样本、非平

稳时序下预测精度比ＡＲＭＡ－ＥＬＭ模型高出约三分之一。

关键词：零售销量预测；非平稳时序；误差补偿；自回归移动平均模型；遗传优化算法
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０　引言

全球化经济时代企业竞争日益强烈，需要利用有价值的商

业数据在竞争中取得优势地位。预测商品的销量有利于提高零

售企业自身的库存周转率和运行效率［１］。为此，国内外学者们

提出了多种销量预测模型并结合具体实例进行了研究［２］。商品

的销量随着时间不断变化，将销量看成是时序数据，可以通过

时序挖掘相关方法对其进行预测研究。常用的时序分析模型有

灰度模型［３］、马尔可夫模型［４］、自回归条件异方差模型［５］、贝

叶斯向量自回归模型等［６］，其中 ＡＲＭＡ模型应用最广泛
［７］。

ＡＲＭＡ模型通过抽取时序数据内部的规律用于时序的周期预

测和趋势分析，现已广泛应用于市场销售额预测、消费模式变

迁等长期追踪资料的研究［８］。传统的 ＡＲＭＡ模型是线性回归

模型，只能捕捉平稳时序中的线性模式，但是商品销量的变化

是受多种因素影响的，在其变化过程中同时存在非平稳非线性

变化模式，因此，单一建立 ＡＲＭＡ模型无法准确描述商品销

量的变化趋势。为了克服传统时序线性模型预测精度低的问

题，多种非线性回归预测方法被提出，其中表现较好的有

ＳＶＲ方法
［９］以及ＥＬＭ 方法

［１０］。从理论上说，构建非线性模

型能以无限精度拟合原始序列，但是需要大量的训练样本，并

且容易陷入过拟合。因此，将传统的线性模型与智能非线性方

法整合预测商品销量是有必要的，已有许多研究表明，通过整

合不同的模型能显著提升预测性能。Ｙａｎ和 Ｍａ认为，ＡＲＩ

ＭＡ （Ａｕｔｏ－ＲｅｇｒｅｓｓｉｖｅＩｎｔｅｇｒａｔｅｄＭｏｖｉｎｇＡｖｅｒａｇｅ）与径向基

函数网络 （ＲＢＦＮ）的异构组合模型性能要优于 ＡＲＩＭＡ 和

ＲＢＦＮ自身，并在月降雨量预测中得到验证
［１１］。Ｂａｂｕ和Ｒｅｄ

ｄｙ
［１２］使用ＡＲＩＭＡ滤波器探索了自然种类的波动情况，并将
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人工 神 经 网 络 （ＡＮＮ）模 型 进 行 了 适 当 的 应 用。Ｂａｎｇ

ｚｈｕｚｈｕ
［１３］提出了一种新颖的异构 ＡＲＩＭＡ和最小二乘支持向

量机 （ＬＬＳＶＭ）方法，用于预测碳价格的波动情况；Ｗａｎｇ

等人［１４］提出一种异构人工神经网络和支持向量机的模型用于

地表ＰＭ１０和ＳＯ２ 日浓度预测。

针对传统的时序模型无法捕捉商品销量中的非平稳和非线

性特征，论文提出一种将时序线性回归模型与智能非线性回归

方法组合的预测模型。首先利用 ＡＲＭＡ模型识别出商品销量

数据中的线性成分，再对其残差中的非线性成分分别采用

ＳＶＲ和ＥＬＭ方法进行预测，两部分组合后得到最终预测结

果。由于ＡＲＭＡ模型存在平稳性假定且定阶过程复杂、随机

性强，论文提出一种选择性集成多个差异 ＡＲＭＡ模型的定阶

方法。经过某电商平台真实销售数据验证，论文提出的选择性

集成 ＡＲＭＡ定阶方法定阶更准确，改善了 ＡＲＭＡ模型在平

稳及非平稳时序下的预测效果。组合方法得到的销量预测结果

相比仅采用线性平稳时序模型更符合实际，稳定性更好，因而

验证了提出的组合模型具有一定的参考价值。

１　销量影响因素及组合预测过程

通过分析消费者的购买行为，发现诸多商品之间的销量变

化是相互影响的，不同商品之间存在着竞争和合作关系［１５］。

某一商品的销量受其同类型商品销量的影响、关联商品销量的

影响以及商家营销推广活动的影响。从内在影响因素映到外在

表现，销量变化呈现出一定的发展模式和潜在规律。通过挖掘

历史销量数据中潜在的规则和模式，建立数学模型对其进行描

述，可以达到预测销量未来走势的目的。

根据销量数据的时序特征，论文采用 ＡＲＭＡ模型对其中

的线性因素、季节性周期性规律、随机因素进行预测。对除此

之外的可能存在的突发因素及非线性变化部分，仅基于统计时

序模型来拟合和预测会产生较大的非线性误差，故将影响商品

销量变化过程看成是平稳随机过程以及非平稳非线性噪音的叠

加。先通过ＡＲＭＡ模型识别出销量数据中的线性成分，然后

采用不同的非线性回归预测方法对残差数据作出预测并将预测

结果补偿给ＡＲＭＡ模型。其误差补偿示意图见图１。

图１　商品时序预测误差补偿示意图

如图１所示，本文先根据历史销量数据建立ＡＲＭＡ模型。

假设观测数据为一维，当前时间为狋，总采样时间为犖，则建

模后依次得到犝狋＋１，犝狋＋２，……犝犖 个初步预测值。将初步预

测值与真实值相减得到 ＡＲＭＡ模型的非线性残差。通过滑动

窗口法获得前犱维销量数据作为ＳＶＲ和 ＥＬＭ 方法的输入，

得到狋＋１，狋＋２，……，犖 时刻的误差预测值犈狋＋１，犈狋＋２，

……，犈犖，最后将初步预测值和误差预测值叠加得到商品销

量的最终预测值。具体流程见图２。

图２　组合方法建模流程

２　非线性误差补偿模型

２１　犃犚犕犃模型

ＡＲＭＡ模型是迄今最常用的拟合平稳时间序列的线性回

归模型，它由自回归模型 ＡＲ （狆）和移动平均模型 ＭＡ （狇）

组合而成，分别反映系统对历史数据和随机噪音的依赖关系。

ＡＲＭＡ （狆，狇）的数学模型一般表示为：

Φ（犅）犱狓狋 ＝Θ（犅）ε狋

犈（ε狋）＝０，犞犪狉（ε狋）＝σ
２
ε，犈（ε狋ε狊）＝０，狊≠狋，

犈（狓狊ε狋）＝０，狊＜

烅

烄

烆 狋

（１）

　　其中：犱狓狋 ＝ （１－犅）
犱 是差分运算，用于把数据处理成

平稳时序，序列 ｛ε狋｝是白噪声序列，犅为滞后算子，犅
狀狓狋 ＝

狓狋－狀。ＡＲＭＡ模型经过多个参数的试算，以及反复模型评定，

最终得到最优阶数狆，狇。

２２　选择性集成犃犚犕犃模型

ＡＲＭＡ模型应用的关键是确定模型的自回归阶数狆和移

动平均阶数狇，而往往在实际应用时无法准确定阶，造成模型

的准确率下降。本文提出了一个基于模型编码的选择性集成

ＡＲＭＡ模型定阶的新方法，该方法不直接对ＡＲＭＡ模型的阶

数求解，而是通过集成多个 ＡＲＭＡ模型作为基学习器，对所

有基学习器二进制编码，然后利用遗优化算法［１６］选择出最优

学习器组合。选择性集成方法通过选择部分精度较高、多样性

大的个体学习器，能获得比采用全部学习器更好的性能，周志

华等人［１７］最先从理论上证明了选择性集成的有效性。

选择性集成ＡＲＭＡ模型过程如下：

１）设定狆，狇初始解空间：阶数狆、狇的解空间表示最优

阶数可能存在的范围，假设狆的解空间为 （０，狀），狇的解空

间是 （０，犿），则一共有 （狀＋１） （犿＋１）个 ＡＲＭＡ （狆，

狇）模型参与集成。

２）集成编码方法：采用二进制模型权重编码方法，即对

每个模型的权重进行二进制编码，权重为１表示选中该 ＡＲ

ＭＡ模型参与集成，权重为０表示未选择该ＡＲＭＡ模型。

３）模型预剪枝：如果狀与犿 的值过大，遗传编码长度过

长，变异的多样性会受到抑制不利于产生最优解。因此，在用

遗传算法寻优之前，需要预先剔除模型无法收敛的狆、狇组合，

以提高算法获取最优解的能力。
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４）遗传算法寻优过程：遗传算法解的构成为：

犠（狋）＝ ｛ω１（狋），ω２（狋），．．．，ω犇（狋）｝ （２）

　　表示初始种群中某个染色体在狋次迭代后的基因序列，犇

表示参与集成的 ＡＲＭＡ个数，ω犼 表示每个 ＡＲＭＡ模型权重，

初始种群权重的设置如下：

ω犼（０）＝
１，ｒａｎｄ（０，１）≥０．５

０，ｒａｎｄ（０，１）＜０．｛ ｝５ （３）

　　其中：ｒａｎｄ （）是随机函数。为了选出泛化能力强的

ＡＲＭＡ模型组合，适应度函数选择均方根误差函数的倒数。

均方根误差越小，适应度越大，被遗传的概率也就越大，这与

遗传算法的规律相符。故对于一个特定的 ＡＲＭＡ集合犻，适

应度函数可描述为：

犳犻狋狀犲狊狊犻 ＝
１

∑
犇

犼＝１

ω犼犆犼

＝
１

∑
犇

犼＝１

ω犼
１

犿∑
犿

犻＝１

（^狔犼犻－狔犻）槡
２

（４）

式中，犿为验证样本个数；^狔犼犻为第犻个样本在第犼个模型下的预

测值；狔犻为第犻个样本的真实值。

为了产生验证集犔狏犪犾用于集成选择，采用滑动窗口法对时

序数据进行标准预处理，每次滑动一个窗口以产生一个验证样

本。ＡＲＭＡ模型的输入输出映射函数为：

犳：（狓犻，狓犻＋τ，．．．．．狓犻＋（犱－１）τ）→狓^犻＋犱τ（犻＝１，２，．．．，犱） （５）

　　其中：τ为延迟时间，论文设为１；犱是滑动窗口的维数。

２３　组合模型预测过程

组合模型ＡＲＭＡ－ＳＶＲ、ＡＲＭＡ－ＥＬＭ预测过程如下。

步骤一：数据准备与 ＡＲＭＡ建模。将商品的销量数据以

周为周期分布构建时间序列，设定阶数狆，狇解空间大小，根

据解空间构建多个不同阶数的 ＡＲＭＡ模型进行集成，然后利

用遗传优化算法选出最优 ＡＲＭＡ模型集。用该 ＡＲＭＡ模型

集对商品未来销量进行预测，真实值和预测值在狋时刻的残

差为：

犲狋 ＝狔狋－^狔狋 （９）

　　步骤二：参数寻优与残差预测。利用Ｌｖａｌ集合分别训练

ＳＶＲ和ＥＬＭ。ＳＶＲ模型中的惩罚参数Ｃ和不敏感损失函数通

过萤火虫算法寻优得到，ＥＬＭ 的激活函数选择ｓｉｇｍｏｉｄ函数。

用训练好的非线性模型对残差犲狋进行预测，得到预测值犲^狋。

步骤三：合并ＡＲＭＡ模型的初步预测值狔^狋和残差预测值

犲^狋，最终预测结果为：

狔

狋 ＝狔^狋＋^犲狋 （１０）

３　实例预测分析

收集某电商平台２０１１年１月１日到２０１２年１２月２８日期

间某品牌手机销量数据、饼干销量数据作为实例研究对象。通

过分析商品的货道设计等实际情况，商品的备货通常不宜过于

频繁，因此本文旨在预测未来一周内的商品总销量。将数据以

周为单位进行预处理后，得到商品销量曲线图，如图３所示。

３１　选择性集成模型预测结果

利用Ｅｖｉｅｗｓ工具对两个序列进行单位根检验以确定序列

是否平稳，检验结果见表１。通过检验结果可知，手机销量序

列数据具有很好的平稳性，饼干销量序列数据非平稳。

将非平稳序列进行差分运算直至平稳后，再根据 ＡＩＣ定

阶准则对序列反复试算，最后得出手机序列最优模型为 ＡＲ

ＭＡ （１，１），饼干序列最优模型为ＡＲＭＡ （０，１）（此处统称

图３　商品销量曲线图

表１　序列单位根检验

商品 显著性水平 检验临界值 狋统计量 概率值狆

手机 ↓ －４．１８４７７９ ０．０００３

１％ｌｅｖｅｌ －３．４９５６７７

５％ｌｅｖｅｌ －２．８９００３７

１０％ｌｅｖｅｌ －２．５８２０４１

饼干 ↓ －２．１８９６７６ ０．２１１３

１％ｌｅｖｅｌ －３．４９５０２１

５％ｌｅｖｅｌ －２．８８９７５３

１０％ｌｅｖｅｌ －２．５８１８９０

为ＡＲＭＡ－１）。分别采用ＡＲＭＡ－１、选择性集成 ＡＲＭＡ模

型 （简称为ＡＲＭＡ－２）对两组序列的后４５周数据进行预测，

得到残差序列，如图４所示。

图４　两类商品的残差序列

根据图４可知，ＡＲＭＡ－２降低了 ＡＲＭＡ模型的平稳性

假定条件，简化了模型的定阶过程。选择性集成方法通过集成

了部分差异性大的ＡＲＭＡ模型作为组合学习器，在平稳和非

平稳序列上的预测结果都更接近真实值。

３２　组合模型预测结果

ＡＲＭＡ－１和ＡＲＭＡ－２在某些节点均产生了较大的非线

性误差，可能是受到一些突发事件 （如商家促销活动）的影

响，因此对残差序列犲狋 建立非线性回归模型是必要的。论文

分别用ＳＶＲ方法、ＥＬＭ方法对残差序列犲狋进行预测，采用萤

火虫算法对ＳＶＲ的参数寻优，最后得到交叉验证下的参数犆

＝１３．６，ε＝０．０１２。将残差预测结果与ＡＲＭＡ－２预测值合并

为序列狔

狋 ，进一步得到ＡＲＭＡ－ＳＶＲ、ＡＲＭＡ－ＥＬＭ的预测

值，不同方法下的预测结果见图５，预测精度对比见表２。

论文分别采用 ＭＡＥ （ＭｅａｎＡｂｓｏｌｕｔｅＥｒｒｏｒ，平均绝对误

差）、ＲＭＳＥ （ＲｏｏｔＭｅａｎＳｑｕａｒｅｓＥｒｒｏｒ，均方根误差）和

ＭＡＰＥ （ＭｅａｎＡｂｓｏｌｕｔｅＰｅｒｃｅｎｔａｇｅＥｒｒｏｒ，平均绝对百分误差）
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图５　三类模型的销量预测值

表２　模型预测效果比较

性能指标 模型 手机（平稳） 饼干（非平稳）

ＭＡＥ ＡＲＭＡ－１ ８７．２８３４９２２２ ５３７．３３５１１３６

ＡＲＭＡ－２ ６２．５３６８４８３８ ３５４．５７２０４５１

ＡＲＭＡ－ＳＶＲ ２２．４５６３２０４４ １２１．２８１８４８４

ＡＲＭＡ－ＥＬＭ ２５．６２８６７９３９ ２５９．１８９７５４６

ＲＭＳＥ ＡＲＭＡ－１ １０６．６０００２４１ ７５８．６０７９２７３

ＡＲＭＡ－２ ８３．１７７３４４０１ ５１７．６４５４３０７

ＡＲＭＡ－ＳＶＲ ２４．５０４８５８４１ ３２３．８４３８１３２

ＡＲＭＡ－ＥＬＭ ３０．１１２８４４１８ ４２４．７６２５３８４

ＭＡＰＥ／％ ＡＲＭＡ－１ ２７．９７７８７９０ ２２．９３２６６８８

ＡＲＭＡ－２ ２１．３７９５９９６ １７．４６５０３１６

ＡＲＭＡ－ＳＶＲ ６．６５６７５２７ ７．３８１５９９５

ＡＲＭＡ－ＥＬＭ ７．５９５３９２２ １１．４５９１８５６

三个性能指标来度量每个模型的预测误差。由预测结果可以看

出，ＡＲＭＡ－２的 ＭＡＰＥ在平稳时序上比 ＡＲＭＡ－１模型提

高了２３．５８％。在非平稳时序上提高了４１．２８％。组合模型中

ＡＲＭＡ－ＳＶＲ的预测精度分别在 ＡＲＭＡ－２的基础上提高了

６８．８６％ （平稳）和４５．１８％ （非平稳）；ＡＲＭＡ－ＥＬＭ 的预

测精度分别提高了６４．４７％ （平稳）和１４．９０％ （非平稳），这

也应证了ＡＲＭＡ模型不能识别销量数据中非线性影响因素的

假设。对比两种组合方法，ＡＲＭＡ－ＳＶＲ在小样本、非平稳

时序下预测准确度达到９２．６２％，对比 ＡＲＭＡ－ＥＬＭ 精度更

高、稳定性更好。

４　结束语

短期销量预测对现代零售企业采购和库存具有很大战略指

导价值。通过分析零售商品销售趋势，企业能更好地把握消费

者的未来消费走向，有利于企业制定有效的市场营销策略。论

文根据当前ＡＲＭＡ模型定阶准则和方法的不足，提出了选择

性集成的定阶方法，将定阶过程自动化，为线性平稳时序数据

的分析提供了一种新思路。针对 ＡＲＭＡ模型只能捕捉商品销

量中的线性及平稳因素的特点，论文提出了将 ＡＲＭＡ模型与

智能非线性回归模型组合的预测方法，引入非线性预测方法中

表现较好的ＳＶＲ方法和ＥＬＭ 方法对残差当中的非线性、非

平稳因素进行预测并补偿。实验证明，选择性集成 ＡＲＭＡ方

法定阶更准确，有效改善ＡＲＭＡ模型在非平稳时序上的预测

效果，组合模型得到的销量预测结果相比仅采用线性平稳时序

模型更符合实际，稳定性更好。商品销量受外界因素的影响较

大，收集完整影响因素数据存在一定困难，论文仅对销量历史

数据进行了分析，继续研究中需进一步整理较完整的销售数

据，不断完善预测模型，以期达到预期的效果。
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