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基于犈犔犕－犃犱犪犅狅狅狊狋犕２的污水处理

过程在线故障诊断

谭承诚１，于广平２，邱志成１
（１．华南理工大学 机械与汽车工程学院，广州　５１０６４０；

２．中国科学院 沈阳自动化研究所广州分所，广州　５１１４５８）

摘要：污水处理存在着强非线性和非稳态运行等特征，对其运行过程进行在线故障诊断在减少污染和保障生产过程安全方面具有重

大意义；针对污水处理过程运行状态的不平衡分布造成故障诊断准确率下降的问题，提出一种基于极限学习机 （ＥＬＭ）和ＡｄａＢｏｏｓｔ．Ｍ２

算法的在线故障诊断方法；该模型以ＥＬＭ为弱分类器，利用ＡｄａＢｏｏｓｔ．Ｍ２将多个弱分类器集成，实现了强分类器；仿真结果表明，该

模型在线故障诊断精度高，学习速度快，泛化性能好，相较于传统故障诊断方法，综合性能较为突出，较好地实现了污水处理的在线故

障诊断。

关键词：污水处理；故障诊断；极限学习机；ＡｄａＢｏｏｓｔ．Ｍ２；在线建模
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０　引言

污水处理是一个典型的流程行业过程，具有数据量大、强

耦合性、工业噪声和过程干扰多、动态性强等特点［１］，对其过

程的实时监控，在避免环境污染、降低经济损失、保障生产安

全等方面具有重大意义。污水处理既有复杂机械电气系统的参

与，又包含众多的生化反应过程，对其系统内在的运行原理进

行研究，成本过高，然而污水处理过程会产生海量隐藏着工艺

变动和设备运转的数据，于是如何利用好这些数据来提高污水

处理过程的效率与安全，降低二次污染成为了一个急需解决的

问题。因此基于数据驱动的污水处理过程故障诊断方法得到了

广泛的研究。文献 ［２］利用ＢＰ神经网络对污水厂进行了实

际污水处理过程运行状态的监控，显示了良好的效果和稳定

性，文献 ［３］提出了一种基于支持向量机的污水处理过程故

障诊断模型，文献 ［４］根据污水处理厂的实际情况，提出了

一种改进的支持向量机故障诊断方法，结果表明该方法可以较

好的满足污水厂对安全生产的要求。上述故障诊断模型都取得

了一定了成果，但神经网络具有在学习过程易陷入局部极小

值、过拟合、训练时间长等缺点［５］，支持向量机随着样本量的

增多，训练时间会变长，支持向量增多，模型的稀疏性渐

失［６］。与此同时，污水处理过程的运行状态具有较强的不平衡

分布，即正常运行状态所占比例远高于故障状态的所占比例，

传统的神经网络与支持向量机故障诊断模型对少数类 （故障

类）的识别率极不理想。

根据现有成果与存在的问题，本文提出一种基于极限学习

机 （ｅｘｔｒｅｍｅｌｅａｒｎｉｎｇｍａｃｈｉｎｅ，ＥＬＭ）和ＡｄａＢｏｏｓｔ．Ｍ２相结合

的污水处理过程在线故障诊断模型。ＥＬＭ 在学习过程中随机

产生输入层与隐含层之间的连接权值和隐含层神经元的阈值，

无需调整参数，仅需设置隐含层神经元的个数，便可将传统单

隐层前置神经网络参数训练问题转化为求解线性方程组［７］，最

终得到全局最优解。考虑到故障诊断是多分类问题，利用Ａｄ

ａＢｏｏｓｔ．Ｍ２算法的集成提升作用可将基于ＥＬＭ 的弱分类器构

造为强分类器。通过分层组合，使迭代权重的重点聚焦于少数

类或极少数类的困难数据上，提高了分类器的准确性和泛化性

能，亦满足在线污水处理过程故障诊断对于实时性的要求，并

通过仿真实验得到了验证。
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１　基于犈犔犕－犃犱犪犅狅狅狊狋犕２的污水处理在线故障

诊断模型

１１　极限学习机犈犔犕

Ｈｕａｎｇ
［８］在单隐层前馈神经网络 （ｓｉｎｇｌｅ－ｈｉｄｄｅｎｌａｙｅｒ

ｆｅｅｄｆｏｒｗａｒｄｎｅｕｒａｌｎｅｔｗｏｒｋ，ＳＬＦＮ）框架的基础上提出了极限

学习机ＥＬＭ算法。给定犖 个不同样本 （狓犻，狋犻）
犖
犻＝１，狓犻 ∈犚

犿，狋犻

＝ ［狋犻１，…，狋犻犽］
犜，犿为样本维数。设一个单隐层前馈神经网络有

犓个隐藏节点，则此输出模型可以表示为：

∑
犓

犻＝１
β犻犵（狑犻，狓犻，犫犻）＝狅犼，　　犼＝１，２，…，犖 （１）

　　其中：狓犻表示数据集中的第犻组样本数据，β犻表示第犻个隐

含层神经元到输出层的连接权值，犵（狓）表示隐含层神经元的激

活函数，狑犻表示输入层到第犻个隐含层神经元到输入层的连接

权值，犫犻表示第犻个隐含层神经元的偏置。

若隐含层神经元个数与训练样本个数相等［１１］时，对于任

意的 狑 和犫，ＳＬＦＮ 均可以零误 差 逼 近 训 练 样 本 集，即

∑
犓

犼＝１

狅犼－狋犼 ＝０，继而有：

∑
犓

犻＝１
β犻犵（狑犻，狓犻，犫犻）＝狋犼，　　犼＝１，２，…，犖 （２）

　　式 （２）可以表示为：

犎β＝犜 （３）

　　其中：

犎＝犎（狑１，…，狑犓，犫１，…，犫犓，狓１，…，狓犖）＝

犵（狑１狓１＋犫１） … 犵（狑犽狓１＋犫犓）

  

犵（狑１狓犖 ＋犫１） … 犵（狑犽狓犖 ＋犫犓

烄

烆

烌

烎）
＝

犺（狓１）



犺（狓犖

熿

燀

燄

燅）

，

β＝

β
犜
１



β
犜

熿

燀

燄

燅犓 犓×犿

，犜＝

狋犜１



狋犜

熿

燀

燄

燅犓 犖×犿

　　其中：犎为隐含层输出矩阵，β为输出权值矩阵，犜为输

出层输出矩阵。

在实际应用中，当激活函数犵（狓）无限可微时，ＥＬＭ隐含

层节点数小于训练样本数犖，ＳＬＦＮ的隐含层参数狑和犫无需

全部调整，且在训练中保持不变。因此此时，隐含层输出矩阵

不是方阵，根据广义逆定理［１２］，上述线性系统的可以通过求

解ｍｉｎ
β

犎β－犜 获得隐含层与输出层间的连接权值β，其唯一

且最小解为：

β^＝犎
＋犜 （４）

　　其中：犎＋ 为隐含层输出矩阵 犎 的 Ｍｏｏｒｅ－Ｐｅｎｒｏｓｅ广

义逆。

具体地，ＥＬＭ算法有以下几个步骤
［９］：

１）确定隐含层神经元个数，随机设定输入层与隐含层的

连接权值狑和偏置犫；

２）选择一个无限可微的激活函数，计算隐含层输出矩

阵犎；

３）据式 （４）计算输出层权值^β。

１２　犃犱犪犅狅狅狊狋犕２算法

ＡｄａＢｏｏｓｔ算法在解决二类分类问题时，只需弱分类器对

任意样本分类准确率比０．５略高，然而，若直接将 ＡｄａＢｏｏｓｔ

应用于多分类问题，这一条件过强，同时，要求弱分类器比随

机猜测准确率略高的条件又过弱，因此会导致集成的强分类器

准确率较低［１０］。针对多分类问题，可以选择ＡｄａＢｏｏｓｔ的扩展

算法ＡｄａＢｏｏｓｔ．Ｍ２。

ＡｄａＢｏｏｓｔ算法的错分概率为：

１

２
（１－犺（狓犻，狔犻）＋犺（狓犻，狔）） （５）

　　其中：狓犻为样本数据，狔犻为样本类标签，狔表示除狔犻之外的

类标签。对于犽（犽＞２）类问题，犽－１个不同的狔，定义不同的狔

的权重为狇（犻，狔），且∑
狔≠狔犻

狇狋（犻，狔）＝１，代入式 （５）得到：

１

２
（１－犺（狓犻，狔犻）＋∑

狔≠狔犻

狇狋（犻，狔）犺（狓犻，狔）） （６）

　　从而可得ＡｄａＢｏｏｓｔ．Ｍ２算法的伪误差：

ε狋 ＝
１

２∑
犖

犻＝１

犇狋（犻）（１－犺狋（狓犻，狔犻）＋∑
狔≠狔犻

狇狋（犻，狔）犺狋（狓犻，狔））（７）

式中，犺狋（狓犻，狔）表示弱分类器犺狋将狓犻分为狔的置信度；狇狋（犻，狔）

为标签加权函数，表示将样本狓犻 错误分为类别狔的概率，值

越大表示样本被错分的概率越大，则该样本在下一次迭代的时

候会得到重点学习。狇狋（犻，狔）在多次的循环迭代过程中不断的

改变样本的权重，对易错分样本进行重点学习，继而提高了弱

分类器的泛化能力和学习能力，提高了分类的准确率和稳

定性［１１］。

１３　犈犔犕－犃犱犪犅狅狅狊狋犕２算法流程

针对污水处理过程运行状态分布不平衡，其本质是一个多

分类的问题，ＥＬＭ－ＡｄａＢｏｏｓｔ．Ｍ２算法将多个ＥＬＭ弱分类器

集成为强分类器，在集成为强分类器的过程中对被错分样本赋

予更大权值，使错误分类的样本在下一次迭代中被重点学习，

最终可以提高模型的分类准确率和泛化能力。ＥＬＭ－Ａｄａ

Ｂｏｏｓｔ．Ｍ２算法的实现流程如下所示。

对于污水处理过程原始数据进行归一化处理，得到个样本

的训练集：（狓犻，狔犻），狓犻∈犚
犿，狔犻∈ （１，２，…，犽），其中为类别数。

定义犇为样本上的分布，犜为弱分类器的个数，即循环迭代

的次数。

１）初始化：设置权值向量狑狋犻，狔 ＝ 犇（犻）／（犽－１）；犻＝１，

２…，犖，狔∈犢－狔犻，犇（犻）＝１／犖；

２）ｆｏｒ犻＝１：犜

（１）令犠狋犻 ＝∑
狔≠狔犻

狑狋犻，狔，狇狋（犻，狔）＝狑
狋
犻，狔／犠

狋
犻，狔，（狔≠狔犻），样本

分布权值犇狋（犻）＝犠
狋
犻／∑

犖

犻＝１

犠狋犻，其中，犇狋（犻）为当前样本的权值占

所有样本集的比重，狇狋（犻，狔）为类别加权函数，表示样本被错

误分为类别狔的概率，犠
狋
犻为当前样本的各类权值总和；

（２）根据样本分布 犇狋（犻）选择新样本训练极限学习机

ＥＬＭ，得到弱分类器犺狋：犡犢 → ［０，１］；

（３）根据式 （７）计算伪误差ε狋，若ε狋≥０．５：转到步骤３）；

（４）令β狋 ＝ε狋／（１－ε狋），更新权值向量：

狑狋＋１犻，狔 ＝狑
狋
犻，狔β狋 （８）

　　其中：犫狋 ＝ （１／２）（１－犺（狓犻，狔犻）＋犺（狓犻，狔））；

ｅｎｄ

３）结束循环，输出强分类器犎：
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犎（狓）＝ａｒｇｍａｘ
狔∈犢 ∑

犜

１

（ｌｏｇ
１

β狋
）犺狋（狓，狔） （９）

　　由式 （８）和式 （９）可知，ε狋越小，ｌｏｇ
１

β狋
越大，亦即弱分

类器的置信度越高，在组成强分类器时的影响也越大。污水处

理在线故障诊断模型建模流程如图１所示。

２　实验仿真与结果分析

２１　实验数据

本文所用污水处理过程数据来源于加州大学欧文分校机器

学习数据库，该数据集共包含５２７个样本，每个样本具有３８

个属性，其中无缺失值的样本３８０个，具有１３种运行状态，

为简化分类难度，污水处理过程的运行状态分为４类，其中类

别１为正常运行状态，类别２为运行性能为高于均值的正常状

态，类别３为进水量较少的正常运行状态，类别４表示运行故

障状态。４中运行状态的比率为２３．７∶８．２９∶４．６４∶１，属于

典型的不平衡分布数据集。

２２　性能评价指标

污水处理过程的故障诊断是一个多分类问题，具有不平衡

分布的数据集是分类问题的一个特例。因此，本文中采用犉１

度量 （犉１－狊犮狅狉犲）作为衡量故障诊断模型性能的主要指标，

模型诊断准确率犪犮犮和仿真实验总时间Ｔｉｍｅ作为辅助评价指

标。多分类问题的混淆矩阵如表１所示，表中犳犻犼 表示第犻类

被分到第犼类的个数。模型的故障诊断准确率犪犮犮、第犻类的

诊断精度ｐｒｅｃｉｓｉｏｎ以及召回率ｒｅｃａｌｌ分别定义为犪犮犮＝∑
犽

犻＝１
犳犻犻／

犖，狆犻＝犳犻犻／∑
犽

犼＝１
犳犼犻，狉犻＝犳犻犻／∑

犽

犼＝１
犳犻犼。犉１犻是精度狆犻和召回率狉犻的

调和平均，定义为犉１犻＝２狉犻狆犻／狉犻＋狆犻。故模型整体的性能指标

犉１－狊犮狅狉犲计算公式为：

犉１－狊犮狅狉犲＝ （∏
犽

犻＝１

犉１犻）
１
犽 （１０）

　　其中：犖 表示样本总数，犽表示类别数。

表１　多分类问题的混淆矩阵

Ｉｔｅｍ Ｐｒｅｄｉｃｔｉｖｅｃｌａｓｓ１Ｐｒｅｄｉｃｔｉｖｅｃｌａｓｓ２… Ｐｒｅｄｉｃｔｉｖｅｃｌａｓｓ犽

Ａｃｔｕａｌｃｌａｓｓ１ ｆ１１ ｆ１２ … ｆ１ｋ

Ａｃｔｕａｌｃｌａｓｓ２ 犳２１ 犳２２ … 犳２犽

… … … … …

Ａｃｔｕａｌｃｌａｓｓ犽 犳犽１ 犳犽２ … 犳犽犽

２３　在线仿真实验

仿真实验中，仅提取出数据集中具有完整属性的３８０个样

本，按２：１的比例随机分层抽样，得到训练集Ｘｔｒ和测试集

Ｘｔｅ。对训练集Ｘｔｒ进行归一化处理，将处理后的数据分别输

入ＢＰ神经网络模型，支持向量机 （ＳＶＭ）模型，相关向量机

（ＲＶＭ）模型，极限学习机 （ＥＬＭ）模型以及本文提出的基于

ＥＬＭ－ＡｄａＢｏｏｓｔ．Ｍ２的故障诊断模型中进行离线建模和故障

诊断测试。其中ＢＰ神经网络为三层结构，隐含层节点数由５

折交叉验证法在一定的范围内搜索，最终确定ＢＰ神经网络采

用３８－１０－４结构；ＳＶＭ 模型采用径向基 （ＲＢＦ）核函数，

利用遗传算法来搜索惩罚参数犮和径向基函数参数犵，采用一

对一 （ｏｎｅ－ｖｅｒｓｕｓ－ｏｎｅ）的分类方法实现。ＥＬＭ 模型和

ＥＬＭ－ＡｄａＢｏｏｓｔ．Ｍ２模型选用ｓｉｇｍｏｉｄ函数为激活函数，隐含

层节点个数使用５折交叉验证法在 ［１０，２００］内择优选取。

ＥＬＭ－ＡｄａＢｏｏｓｔ．Ｍ２模型迭代次数犜初始化为１０。

选择不同的隐含层节点个数对ＥＬＭ 模型和ＥＬＭ－Ａｄａ

Ｂｏｏｓｔ．Ｍ２模型的交叉验证准确率均有影响，如图１和图２所

示。从图１可以看出，ＥＬＭ模型的节点在４５个时，交叉验证

的准确率最高，随着节点个数的增加，交叉验证准确率整体呈

下降趋势，

图１　ＥＬＭ模型不同隐含层节点个数的验证准确率

图２　ＥＬＭ－ＡｄａＢｏｏｓｔ．Ｍ２模型不同隐含层

节点个数的验证准确率

可见对于ＥＬＭ 模型，隐含层节点的个数不是越多越好，

过多的隐含层节点会造成过拟合现象。从图２可以看出，

ＥＬＭ－ＡｄａＢｏｏｓｔ．Ｍ２相对于ＥＬＭ模型，模型整体的交叉验证

准确率有明显的提升，同时该模型验证准确率最高是在２５个

节点左右，４５个节点左右的验证准确率在模型中并不突出，

该模型对于交叉验证准确率较低的弱分类器提升效果明显，较

强的弱分类器提升效果一般，由此可见不同的弱分类器对于模

型最终准确率的提升效果不同。

图３　基分类器验证准确率

图３所示为弱分类器迭代１０次的交叉验证准确率趋势图，

可以看出，较强的弱分类器随着迭代次数的增加，不仅最终交

叉验证准确率提升远低于较弱的弱分类器，同时鲁棒性也低于

较弱的弱分类器，而较弱的弱分类器的交叉验证准确率稳中有

升，最终迭代组成的强分类器的交叉验证准确率提升明显。综

合对图１～图３的分析可知，对于ＥＬＭ－ＡｄａＢｏｏｓｔ．Ｍ２模型

而言，隐含层的节点数与弱分类器的个数对模型的性能均有较

大的影响。所以利用ＧＡ算法对隐含层节点个数与迭代次数进
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行寻优，隐含层节点的搜索范围为 ［１０，２００］和迭代次数的

搜索范围为 ［５，２０］。得到结果，当ＥＬＭ－ＡｄａＢｏｏｓｔ．Ｍ２模

型在节点数为２３和迭代次数为１５次数时，交叉验证的准确率

达到最佳。

模型进行在线故障诊断后，得到的每一组新样本都需加入

模型进行更新。历史数据集通常采用限定记忆法来保持其容

量，即当加入一组新数据时，便删除最早的一组样本数据，从

而保证模型始终包含新数据的信息。本文中各模型的在线仿真

实验均进行１０次，得到的数据为１０次试验的算术平均值，各

模型的在线诊断结果如表２所示。

表２　４种模型的在线诊断结果 Ｍｏｄｅｌ

Ｍｏｄｅｌ Ｆ１－ｓｃｏｒｅ／％ ａｃｃ／％ Ｔｉｍｅ／ｓ

ＢＰ ３０．３５ ８２．０３ １５４．９

ＳＶＭ ４０．１７ ８２．５７ １３１０．６４

ＥＬＭ ３６．５２ ８３．１０ １２．５３

ＥＬＭ－Ａ ５２．０２ ８６．５６ ９７．４４

从表２中可以看出，ＢＰ神经网络模型的模型训练时间尚

可，但准确率犪犮犮和犉１－狊犮狅狉犲皆为最低，原因在于ＢＰ神经网

络在学习过程中陷入了局部最小点未达到全局最优，其中对少

数类的识别率过低是造成其犉１－狊犮狅狉犲最低的主要原因；相对

于ＢＰ神经网络模型，ＳＶＭ 模型的犪犮犮仅提高０．５４％，但犉１

－狊犮狅狉犲却提高了９．８２％，原因在于ＳＶＭ 基于核函数将原始

数据映射到高维特征空间后降低了原始数据的强非线性，对于

少数类的识别率有所提升，但数据维数的增加也大幅的增加了

模型的训练时间，所耗时间远大于文中其他模型；ＥＬＭ 模型

将传统的ＳＬＦＮ参数的训练转换成对线性方程组的求解问题，

大大地减少了模型训练时间，相比于ＢＰ神经网络模型降低了

１２倍，另外犪犮犮提高了１．０７％，犉１－狊犮狅狉犲提高了６．１７％，原

因是ＥＬＭ模型对于少数类的识别率高于ＢＰ模型；ＥＬＭ－

ＡｄａＢｏｏｓｔ．Ｍ２模型消耗的训练时间多于ＥＬＭ模型是因为组合

弱分类器的过程造成，集成的ＥＬＭ－ＡｄａＢｏｏｓｔ．Ｍ２强分类器

模型，相比于基于ＢＰ、ＳＶＭ和ＥＬＭ的故障诊断模型，犪犮犮分

别提高了４．５３％、３．９９％和３．４６％，犉１－狊犮狅狉犲分别提高了

２１．６７％、１１．８５％和１５．５％，不仅提升了模型的准确率，也

大幅提升了犉１－狊犮狅狉犲，可以看出该模型对于少数类的识别率

较为理想，较好地克服了具有不平衡分布数据集对传统分类算

法带来的影响，该模型一次更新和测试的总时间平均为０．７７

ｓ，可以满足污水处理过程故障诊断对于实时性的要求。

结合以上分析，基于ＥＬＭ－ＡｄａＢｏｏｓｔ．Ｍ２的污水处理故

障诊断模型综合性能优于其他模型，满足实际污水处理中对于

实时性和准确性的要求。

３　结论

污水处理是一个复杂的生化反应过程，具有强非线性特

征，对其运行过程进行在线故障诊断是减少污染和保障安全生

产的重要方法之一。针对污水处理过程运行状态的不平衡分布

造成故障诊断准确率下降的问题，本文提出一种基于ＥＬＭ－

ＡｄａＢｏｏｓｔ．Ｍ２的污水处理过程在线故障诊断模型。该模型以

ＥＬＭ为弱分类器，利用ＡｄａＢｏｏｓｔ．Ｍ２算法对弱分类器的集成

提升作用，组成强分类器，建立了污水处理过程的在线故障诊

断模型。仿真实验结果表明，相对传统模型，该模型兼具学习

速度快、分类准确率高和泛化能力强等优点，克服了污水处理

过程状态不平衡分布带来的不良影响，较好地实现对污水处理

过程的在线故障诊断。
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