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基于人工蜂群优化的犓均值聚类算法

廖伍代，朱范炳，王海泉，孙雪凯
（中原工学院 电子信息学院，郑州　４５０００７）

摘要：为了改善Ｋ均值聚类算法对初始聚类中心敏感和易于陷入局部最优的不足，提出人工蜂群算法和Ｋ均值聚类算法相结合的想

法，即基于人工蜂群优化的Ｋ均值聚类算法；通过全局寻优能力强的人工蜂群算法初始化Ｋ均值的聚类中心并优化聚类中心的位置，从

而帮助Ｋ均值跳出局部极值，优化聚类效果；将混合聚类算法用Ｉｒｉｓ、ＲｅｄＷｉｎｅ和ＮｅｗＲｅｄＷｉｎｅ数据集做聚类测试，结果表明该算法

既克服了原始Ｋ均值聚类算法容易受初始聚类中心影响和不稳定的缺点，又具有良好的性能和聚类效果。

关键词：聚类分析；Ｋ均值算法；人工蜂群算法；聚类中心；优化
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０　引言

随着科学技术的巨大进步，社会经济也取得了迅速的发

展，与人们生活和工作相关的各个领域也包含了越来越多的信

息。人们在实际生活和工作中会频繁地面临拥有大量繁杂的数

据信息而无法有效、准确提取有价值信息的尴尬境地，数据挖

掘理论与技术则应运而生。数据挖掘是从大量数据中挖掘有趣

模式和知识的过程，获取有用信息、隐含联系和潜在规律，以

引导人们发现大量数据中的有趣信息和规律，以及帮助科研人

员进行决策分析。聚类分析是数据挖掘的一种重要技术手段，

它是一个把数据集对象或观测划分成若干子集的过程，是一种

无监督的学习方法［１］。聚类分析要求聚类划分的类内对象相似

度大，而类间对象的差异性大。Ｋ均值聚类是经典的聚类算法

之一，常用欧氏距离作为相似度的标准进行聚类划分，类内距

离和越小表示生成的聚类结果越紧凑和类间越独立，聚类效果

越好［２］。Ｋ均值聚类算法划分简单易行，收敛速度快；但是，

Ｋ均值聚类不一定收敛于全局最优解，常常收敛于局部最优，

聚类结果常常出现不稳定的现象，影响聚类效果，从而影响人

们获取数据中的有效信息和决策的制定。许多研究者采用进化

算法和群体智能等方法与Ｋ均值混合聚类，包括文献 ［３ ５］

分别从初始化聚类中心和优化聚类中心位置的角度考虑，并改

进Ｋ均值聚类。考虑到人工蜂群算法的诸多优点，与 Ｋ均值

结合，可以同时从初始聚类中心和更新聚类中心位置改进标准

Ｋ均值算法。

人工蜂群算法是一种模拟自然界蜜蜂采蜜寻找优良蜜源行

为的元启发式算法，优化结果不受初始值影响。与其他智能算

法相比，人工蜂群算法的优点在于参数设置少，逻辑性好，计

算简单易于实现；以较大概率跳出局部极值，具有全局收敛

性，鲁棒性强；因为人工蜂群算法是一种通用性强的并行性优

化算法，可同时寻优多个解，因此是组合优化和数值优化问题

的有效优化工具，具有良好的理论应用和工程应用基础及价

值，吸引了众多学者的关注与研究工作。

本文综合考虑人工蜂群算法与Ｋ均值聚类算法的优缺点，

提出一种基于人工蜂群优化的 Ｋ均值聚类算法。论述了该混

合聚类算法的原理以及实现过程，设计了算法程序流程图；最

后，用Ｉｒｉｓ、ＲｅｄＷｉｎｅ、ＮｅｗＲｅｄＷｉｎｅ数据集做聚类测试与

验证，分析实验结果并得出结论。

１　相关算法简介

１１　犓均值 （犓－犕犲犪狀狊）聚类算法

在聚类分析问题中，给定采样数据集 犡 ＝ ｛狓１，狓２，．．．，

狓狀｝，其中狓犻（犻＝１，２，．．．，狀）是犱维数据，即狓犻∈犚
犱，表示数据

集犡中的每个数据有犱个属性，狓犻＝（狓犻１，狓犻２，．．．，狓犻犱）。Ｋ均值

聚类算法要将数据集犡划分成犽个簇类，即犆＝ ｛犆１，犆２，．．．，

犆犽｝类，每一个聚类的中心为犮犼（犼＝１，２，．．．，犽）。犽个聚类须满

足这些条件：犆犼 ≠，∪
犽

犼＝１
犆犼 ＝犡，犻≠犼，犆犻∩犆犼 ＝。按照这样

的划分条件，在聚类结果中，同一聚类的对象尽可能相似，而

不同聚类中的对象尽可能有较大差异，以便于识别与区分。

这里，事先没有给出每一个聚类的标签，因此这是一个无

监督学习的问题。数据集犡中的对象狓犻与聚类中心犮犼 的欧氏
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距离用 ‖狓犻－犮犼‖ 表示。算法的运行步骤描述如下：

１）随机初始化犽个聚类中心点：犮１，犮２，．．．，犮犽 ∈犚
犱 ；

２）重复循环执行以下操作，直至算法收敛：

对于数据集中的每一个对象狓犻：

犆犼：＝ａｒｇｍｉｎ
犼
‖狓犻－犮犼‖

２ （１）

　　对于每一个聚类中心犮犼 ：

犮犼 ＝
∑

犿

犻＝１
１｛犆犻 ＝犼｝狓犻

∑
犿

犻＝１
１｛犆犻 ＝犼｝

（２）

　　在以上的算法模型中，步骤１表示在数据集犡 中随机选

择犽个对象作为初始聚类中心。公式 （１）把每一个数据对象

狓犻划分到离它最近的聚类中心犮犼 对应的类别中；公式 （２）把

聚类中心犮犼 移动到当前聚类中所有点的均值处。

Ｋ均值聚类算法在一定程度上是收敛的，对聚类公式作如

下变形：

犑（犆犼，犮犼）＝∑
犿

犻＝１

‖狓犻－犮犼‖
２ （３）

　　犑（犆犼，犮犼）描述的是当前聚类划分中的数据对象到对应聚

类中心的欧氏距离平方和。Ｋ均值聚类效果用衡量标准函数犈

评价［６］，衡量标准函数为：

犈＝∑
犽

犻＝１
∑
狓
犻∈
犆
犼

犱犻狊狋（狓犻－犮犼） （４）

式中，犈是所有类内欧氏距离之和，犱犻狊狋（狓犻－犮犼）描述的是数

据对象狓犻到其所属聚类中心犮犼 之间的欧氏距离。犈越小表示

聚类的划分结果越紧凑和独立，聚类的效果也越好。同时，衡

量标准函数犈可作为人工蜂群算法的优化目标函数，为两种

算法的结合提供切入点。

１２　标准人工蜂群 （犃犅犆）算法

人工蜂群算法的基本要素包括蜂群、蜜源和蜜源适应

度［７］，算法将蜂群分为采蜜蜂、观察蜂和侦察蜂３种。ＡＢＣ

算法一般通过较大的适应度值引导算法向全局最优进化［８］，对

于最大值优化问题，可用待优化问题的目标函数犳表示适应度

函数犳犻狋；对于最小值优化问题，适应度函数用式 （５）表示：

犳犻狋＝

１

１＋犳
， 犳≥０

１＋犪犫狊（犳）， 犳＜
烅
烄

烆 ０

（５）

　　ＡＢＣ算法步骤叙述如下：

蜂群的初始化产生解：ＡＢＣ算法的初始化阶段，包括种

群规模犛犖，最大迭代次数犕犆犖，开采度次数犔犻犿犻狋。蜂群中

蜜蜂数量和食物源数量相等，且所有蜜蜂都是侦察蜂模式。通

过式 （６）随机产生ＳＮ个解并计算其适应度，将适应度按由

大到小的顺序排列，前一半作为采蜜蜂，后一半作为观察蜂和

侦察蜂。

狓犻犱 ＝狓犻犱ｍｉｎ＋狉犪狀犱（０，１）（狓犻犱ｍａｘ－狓犻犱ｍｉｎ） （６）

　　对于任一解狓犻的任一分量狓犻犱（犱＝１，２，．．．，犇）都进行初

始化，狓犻犱ｍｉｎ代表可行解空间分量的最小值，狓犻犱ｍａｘ代表可行解空

间分量的最大值。

采蜜蜂搜索阶段：采蜜蜂在初始阶段的蜜源附近，通过方

程 （７）搜索产生一个新解，即为候选蜜源进行开采。

狏犻犱 ＝狓犻犱 ＋狉犪狀犱（－１，１）（狓犻犱 －狓犼犱） （７）

式中，犼∈ ｛１，２，．．．，犖｝，犼≠犻表示在Ｎ个蜜源中随机选取一

个不同于狓犻的蜜源。计算新解的适应度犳犻狋犻 并进行适应度大

小评价，在狏犻和狓犻之中采用贪婪策略进行选择
［９］。

观察蜂跟随阶段：所有采蜜蜂完成搜索之后，采蜜蜂会把

蜜源信息及适应度分享给观察蜂。观察蜂通过选择概率犘犻 决

定每只采蜜蜂被跟随的概率

犘犻 ＝
犳犻狋犻

∑
犖

犽＝１

犳犻狋犽

狅狉 犘犻 ＝
犳犻狋犻

ｍａｘ（犳犻狋犽） （８）

　　观察蜂根据选择概率，采用轮盘赌策略选择采蜜蜂跟随；

轮盘赌成功，跟随采蜜蜂并再次更新其对应的蜜源。若新蜜源

对应解的适应度比之前的好，观察蜂会将新解保存；反之，观

察蜂将会保留原来的解，同时解的迭代搜索次数ｉｔｅｒａｔｉｏｎ会

加１。

侦察蜂阶段：如果某一食物源在被搜索开采Ｌｉｍｉｔ次之后

仍没有被更新，相应的采蜜蜂和观察蜂则会放弃该蜜源，转换

为侦察蜂模式，按照公式 （６）进行全局随机搜索，寻找一个

新的蜜源代替被舍弃的蜜源。然后返回到采蜜蜂的搜索阶段，

３种蜜蜂依次进行工作，重复循环搜索，最终找到待优化问题

的最优解。

１３　人工蜂群算法的改进

对人工蜂群算法的改进研究，主要从提高收敛精度和加快

收敛速度两个方面进行。在标准人工蜂群算法中，主要采用贪

婪选择和轮盘赌策略来选择新解和选择采蜜蜂进行跟随，但是

两种方法都是依靠个体蜜源的适应度进行选择。这种做法的结

果是过度贪婪选择适应度高的蜜源，解的多样性丢失，放弃了

具有开发价值的解，最终导致收敛精度降低。本文在应用人工

蜂群算法时，为了提高收敛精度，做了算法的改进工作。首

先，采用比例选择的方法代替轮盘赌策略，比例选择可以使每

一个采蜜蜂都有机会得到跟随，进而使每一个解都会得到进一

步开发；当然适应度高的蜜源，根据比例选择会被更多的观察

蜂跟随，对应解的开发力度会更大；但是测试结果并不好，最

终的选择概率会平均分布，目标函数值会稳定在精度更低的优

化结果处。因此，轮盘赌在蜂群算法中还是一种优秀的策略。

轮盘赌策略是采用一个 （０，１）之间的随机数与选择概率犘犻

进行比较，若随机数小于犘犻，观察蜂跟随采蜜蜂；否则，观

察蜂不跟随，继续比较下一个采蜜蜂的选择概率，直到所有观

察蜂都进行了跟随工作。为了使选择概率不完全依靠个体蜜源

的适应度值，设计新的选择概率计算公式如下：

犘犻 ＝
０．９犳犻狋犻
ｍａｘ（犳犻狋犽）

＋０．１ （９）

　　这是一种较为有效的改进方法，测试结果优于标准人工蜂

群算法。

２　基于人工蜂群优化的犓均值聚类实现方法

２１　食物源的编码与更新方法

根据聚类分析的问题背景，建立样本数据集 犡 ＝ ｛狓１，

狓２，．．．，狓狀｝，其中狓犻（犻＝１，２，．．．，狀）是犱维数据，说明每个数据

对象有犱个属性。犓均值算法将数据集犡 划分成犽个簇，可设置

人工蜂群算法要素，初始化蜂群有犛犖／２个采蜜蜂，每个蜜蜂代

表一个数据集划分，犣＝｛犣１，犣２，．．．，犣犽｝，其中狕犻（犻＝１，２，．．．，

犽）为犱维向量是，表示犣犻的聚类中心，犽是聚类数目，即每个蜜

蜂为犽个犱维向量的聚类中心。

蜂群初始化时，从样本数据集中随机选取犽个数据，每个
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数据包含犱维。因此，每只采蜜蜂对应的食物源是一个犽×犱

的矩阵，将蜂群选取的初始聚类中心送给 Ｋ均值执行聚类步

骤，得出聚类中心和聚类衡量函数值犈；接着采用标准蜂群算

法中邻域更新方法更新得到的聚类中心位置，继续执行 Ｋ均

值聚类算法，并以适应度函数引导收敛；重复操作以上步骤，

循环迭代，直到达到算法的终止条件。

２２　适应度函数设计

在人工蜂群算法中，适应度函数的选取是影响算法稳定性

和收敛性的关键因素［１０］。在聚类分析问题中，要求类内成员

具有较好的相似性，类间成员有较大的差异性；用欧氏距离表

示这种相似度，以聚类分析的衡量标准函数描述聚类分析的效

果。因此，本文把衡量标准函数作为基于人工蜂群优化的 Ｋ

均值聚类算法的目标函数，从而设计适应度函数。每个蜜蜂可

以通过式 （４）计算出聚类衡量函数Ｅ，所求优化目标是Ｅ的

最小值。因此，适应度函数设计［１１］为：

犳犻狋＝
１

１＋犈
（１０）

　　基于人工蜂群优化的 Ｋ均值聚类算法的程序流程设计如

图１所示。

图１　蜂群优化Ｋ均值算法流程图

３　实验结果及分析

为了验证本文提出的算法确实改善了聚类效果与精度，利

用 Ｍａｔｌａｂ进行算法仿真。本文采用 ＵＣＩ机器学习数据库聚类

索引中的Ｉｒｉｓ、ＲｅｄＷｉｎｅ和ＮｅｗＲｅｄＷｉｎｅ数据集
［１２］进行混合

聚类算法的测试。实验环境：计算机主机ｉ３ＣＰＵ、主频３．３０

ＧＨｚ，运行内存２．０Ｇ；软件版本为 ＭＡＴＬＡＢＲ２０１４ａ，分别运

行原始Ｋ均值聚类算法和基于人工蜂群优化的 Ｋ均值聚类算

法２０次。Ｉｒｉｓ、ＲｅｄＷｉｎｅ和ＮｅｗＲｅｄＷｉｎｅ数据集中数据表示

的是不同科鸢尾属植物和不同级别红酒各种物质的含量值，根

据这些数值划分识别鸢尾属植物的科目和红酒的级别。所采用

的数据集详细信息见表３．１。

在实验中，对于不同的聚类数据集对象，蜂群规模ＳＮ设

置不同，聚类数目设置见表１；设置蜂群算法的最大循环搜索

次数 ＭＣＮ为５００，同一蜜源的可重复开采次数为Ｌｉｍｉｔ为１０，

实验结果的相关数据记录如表２～４所示。

表１　实验所用数据集信息

数据集名称 包含样本数 样本属性数 聚类数目

Ｉｒｉｓ １５０ ４ ３

ＲｅｄＷｉｎｅ １７８ １３ ３

ＮｅｗＲｅｄＷｉｎｅ １５９９ １１ ６

表２　Ｉｒｉｓ数据集聚类结果对比

算法 收敛时间 犈最小值 犈最大值 犈平均值 犈标准差

Ｋ均值 ０．００６４ｓ ７８．９４０８ １４５．２７９３ ９１．８４４４ ２６．４８１９

ＡＢＣ－Ｋ均值 ２．７３ｓ ６９．７７５１ ７１．２７３８ ７０．０７７１ ０．１０５１

表３　ＲｅｄＷｉｎｅ数据集聚类结果对比

算法 收敛时间 犈最小值 犈最大值 犈平均值 犈标准差

Ｋ均值 ０．００７８ｓ ２．３７０７ｅ＋６２．６４０７ｅ＋６２．４７５０ｅ＋６ ０．１３１２ｅ＋６

ＡＢＣ－

Ｋ均值
４．６５２ｓ ２．２５２４ｅ＋６２．３０２９ｅ＋６１．６４７１ｅ＋６ ０．００８８ｅ＋６

表４　ＮｅｗＲｅｄＷｉｎｅ数据集聚类结果对比

算法 收敛时间 犈最小值 犈最大值 犈平均值 犈标准差

Ｋ均值 ０．０３０５ｓ １．９３４１ｅ＋５１．９５８９ｅ＋５１．９３５５ｅ＋５ ５７０

ＡＢＣ－

Ｋ均值
１２．５０６ｓ １．８９３０ｅ＋５１．９０９５ｅ＋５１．８９７７ｅ＋５ ３８．２０７６

分析上表数据可知，原始 Ｋ均值算法收敛速度快，只需

很短的时间就能输出聚类结果；但是聚类衡量函数值犈变化

幅度大，说明不同次的实验选择不同的初始聚类中心，对结果

影响较大，即原始 Ｋ均值算法容易受初始聚类中心影响，且

易于陷入局部最优；原始 Ｋ均值算法相对不稳定，体现在衡

量函数的标准差较大。

引入人工蜂群算法优化 Ｋ均值聚类算法，增加了算法的

时间复杂度，而且聚类数目越多，聚类对象的属性越多，算法

收敛时间会越长。但是，该算法确实克服了原始 Ｋ均值算法

的缺点，降低了聚类衡量函数犈值的变化幅度，改善了聚类

效果，使聚类结果更加稳定。在时间复杂度允许的范围内，提

高聚类的精度是十分有意义的；可以提高样本数据集在无监督

情况下的划分准确率，更好地帮助研究者发现数据间的联系与

规律，做出分析与决策。

４　结论

本文提出一种基于人工蜂群优化的Ｋ均值聚类分析算法。

同时从随机初始化聚类中心和优化聚类中心位置入手，利用聚

类衡量标准函数作为蜂群优化的目标函数，并以此设计适应度

函数，以较大概率引导聚类向全局最优解收敛，找到更优的聚

类中心。实验证明，该算法有效克服了 Ｋ均值聚类算法易陷

入局部最优和不稳定的缺点，提高了对聚类中离群点和边缘点
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