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摘  要：高维数据挖掘由于特征空间占用开销较大，挖掘的复杂度较高，挖掘精度不高，为了提高对高维数据挖掘的准确性能，提出一种基于相空间重构和K-L变换特征压缩的高维数据挖掘数学建模方法。采用集成学习技术,对高维数据信息流进行相空间重构处理，考虑类间的数据不平衡性，求得高维数据的关联维特征参量，根据数据的链距离进行稀疏性融合，计算高维数据流模型的最大Lyapunove指数谱，根据谱分析方法实现数据聚类，对聚类后的数据采用K-L特征压缩方法进行降维处理，降低数据挖掘的内存及计算开销。仿真结果表明，采用该方法进行高维数据挖掘，数据挖掘的准确概率较高，占用内存消耗较少，计算开销较小。
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Abstract: High dimensional data mining due to the characteristics of the space occupied large overhead mining, high complexity, mining precision is not good, in order to improve the accuracy of performance on high dimensional data mining, this paper brings forward a mining method of mathematical modeling of phase space reconstruction and K-L transform features of high dimensional data based on compression. The ensemble learning technique to reconstruct the phase space of high dimensional data flow, considering the inter class data imbalance, the correlation dimension of the characteristic parameters of high dimensional data, according to the chain distance data sparsity fusion, maximum Lyapunove computation of high dimensional data stream model refers to the number of spectra, the spectral analysis method of data after clustering, clustering of data using K-L feature dimension compression method, reduce the memory and computation overhead of data mining. The simulation results show that the method has high accuracy, less memory consumption and less computation cost.
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0  引言

大数据信息处理是网络技术发展需要面对的关键性问题，数据信息处理包括数据挖掘、数据聚类、数据融合和数据存储，其中，数据挖掘是实现数据库访问和网络信息传输的基础，通过数据挖掘，提取数据信息流的有用特征，满足用户在数据检索中的个性化需求。在网络的云存储空间中，为了降低存储开销，数据多以高维状态形式存储，对高维数据的有效挖掘，为了网络技术发展和信息传输提供高效、个性化、高增值率的应用服务，研究高维数据挖掘方法在计算机信息处理领域具有基础性的应用价值[1]。

数据挖掘在于从海量数据中挖掘出有效的信息特征参量，因此数据挖掘的过程也是对大数据信息流的特征提取过程，传统方法中，对数据挖掘方法的研究主要归为以下几类：基于统计信息处理方法[2]、基于信息融合聚类分析方法、基于信息检索挖掘方法、基于数据集的分布规律差异性分析方法、基于网格分布式计算方法等[3]。上述方法通过提取数据集符合某种统计规律的特征信息，结合相关的数据检索和几何学分析方法，利用数据对特征空间分布维度的敏感性，实现数据挖掘，从而针对性地研究数据的分布规律，提高挖掘的精度和效率，取得了一定的研究成果。其中，文献[4]中提出一种基于Kullback-Leiber距离迁移仿射聚类的云高维数据并行计算方法，对数据信息流进行互信息特征提取，基于数据并行调度的块匹配方法实现数据挖掘，具有较好的挖掘准确度，但是该方法在处理高维数据挖掘时没有进行降维处理，导致计算复杂度较高，实时性不好；文献[5]中提出一种基于聚类划分的高效用模式并行挖掘算法，对高维数据信息流进行互信息特征提取，通过融合异构特征的子空间迁移学习算法进行聚类分析，实现高维数据的并行挖掘，提高了计算速度，该方法存在的问题是抗干扰能力不强，在面对批量数据处理时容易出现测量误差。针对上述问题，本文提出一种基于相空间重构和K-L变换特征压缩的高维数据挖掘数学建模方法。首先采用集成学习技术对高维数据信息流进行相空间重构处理，然后提取高维数据的关联维特征参量，根据数据的链距离进行稀疏性融合，计算高维数据流模型的最大Lyapunove指数谱，对聚类后的数据采用K-L特征压缩方法进行降维处理，最后通过仿真实验进行了性能测试分析，得出有效性结论。

1  高维数据信息流相空间重构及特征提取

1.1  数据信息流的相空间重构

为了实现对高维数据挖掘的数学建模，针对高维数据的特征维度高的特性，需要采用非线性时间序列分析方法进行高维特征空重构，首先采用集成学习技术对高维数据信息流进行相空间重构处理，在高维空间构成系统的相空间，相空间的一个点代表数据分布的一组特征向量，一个子集
[image: image1.wmf]A

称为吸引子，存在
[image: image2.wmf]A

的一个邻域在数据的分布初始条件存在微小差别下，使高维相空间中的数据聚类中心轨道收缩成吸引子，一旦出现数据异常，数据之间的高度随机性将会出现局部收敛，这成为高维数据特征分布的伪随机特性和分形性，高维数据在相空间中具有分形特性，体现在如下几个方面[6]：

（1）高维数据的分形结构之间本身具有确定性和独立性，点的分布式零落散乱，数据特征的分形集存在任意小比例的细节，会导致数据的特征分布具有很强的不规则性，出现类间不平衡；

（2）数据在最优类分布模式下，以总体分类精度为学习目标进行信息融合和数据聚类，最优类代表样例存在特征差异性，导致在采用传统的线性时间序列分析方法出现额外的学习代价；

（3）从算法处理效率和数据处理精度方面考虑，根据数据的分形特性，将高维数据映射到高维相空间中进行非线性处理，能降低计算开销，在高维相空间中，可以通过分形维数去测量数据特征分布的不平滑、不规则性，结合关联维分析和Lyapunove指数谱提取，实现数据挖掘。

由此可见，通过对高维数据信息流相空间重构，构造一个辅助的相空间，从时间序列出发创建一个多维状态空间，结合统计特征分析方法求得数据属性状态及几何不变量，这些几何不变量包括不动点的特征值等，以此为信息素进行数据挖掘和聚类处理，根据上述分析原理，进行高维数据挖掘数学建模的第一步就是进行相空间重构，根据Takens. F和R. Mane的延迟嵌入定理[7,8]，进行高维数据相空间重构建模，首先给出高维数据的信息流模型为：
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式中，
[image: image4.wmf]nk

w

是吸引子的分维数，
[image: image5.wmf]()

vt

为加性高斯白噪声，由非线性差分方程描述高维数据挖掘数学模型在时刻
[image: image6.wmf]n

或
[image: image7.wmf]t

的状态向量，数据的几何特征分布表示为相空间
[image: image8.wmf]S

里的一个点。构建多元数量值函数，在时滞约束向量下得到相空间爱特征分布半正定最小特征解满足：
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利用嵌入空间的维数的稳定性平移条件，给定延迟时间间隔下的数据属性挖掘的约束泛函矩阵
[image: image11.wmf]12
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与
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，其中
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且
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，选取不同的训练集进行自适应训练，在集成学习下，原始训练集的极大熵满足：
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通过扰动特征泛函，进行数据向量量化基分类的收敛性控制，构造夹逼函数或者传递函数
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，高维数据在相空间中分布的几何特征表示为：
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其中，
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，
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和
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分别训练数据集的三个规则向量子集。分别为：
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S

——正多解向量集；


[image: image24.wmf]S

S

——更新训练数据集的边缘向量；


[image: image25.wmf]E

S

——支持向量集合。

根据上述对高维数据的非线性时间序列分析和相空间重构结果，进行特征提取和数据挖掘数学建模。

1.2 数据属性特征提取

在上述进行了高维数据相空间重构的基础上，考虑类间的数据不平衡性，求得反映高维数据属性类别的关联维特征参量[9]，根据对数据传输可靠性的要求，利用简单的状态空间模型进行数据特征分布的相互关联或相似程度建模，得到数据采样点特征量
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可以写为：
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上式中
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其中，
[image: image29.wmf]1

H

表示高维数据分布随机过程的相互关联，
[image: image30.wmf]tr

 (.)表示数据特征分布子带信息分布轨迹，
[image: image31.wmf]irp

A

为数据采样的时间跨度。根据连续均匀遍历，考虑类间的数据不平衡性[10]，求得高维数据的关联维特征参量为：
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上式中
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其中，
[image: image34.wmf]ir

x

表示主成分特征分量，
[image: image35.wmf]irq

x

为模糊核，
[image: image36.wmf]irq

B

为稀疏性分布状态值，
[image: image37.wmf]W

为数据的链距离，根据数据的链距离进行稀疏性融合处理，结合特征压缩方法降低数据挖掘的负载。

2  数据挖掘优化数学建模

2.1 最大Lyapunove指数谱计算

在对高维数据信息流相空间重构及特征提取的基础上，进行数据挖掘数学模型优化设计，本文提出一种基于相空间重构和K-L变换特征压缩的高维数据挖掘数学建模方法。根据数据的链距离进行稀疏性融合，考虑数据的离群因子，得到数据的稀疏性表达式为：
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其中，
[image: image39.wmf]x

u

和
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u

为数据对象的二维几何矩，
[image: image41.wmf]1

C

表示输出数据序列的不变矩。采用Radon尺度变换在高维相空间中计算最大Lyapunove指数为：
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上式中，
[image: image43.wmf]1

r

表示数据序列尺度信息分解维数，
[image: image44.wmf]2

r

表示先验点簇，
[image: image45.wmf]1

s

表示边缘相关性约束向量，
[image: image46.wmf]1

N

为仿射不变矩。

利用数据集的相似k距离邻居序列的尺度不变性，根据谱分析方法实现数据聚类，得到聚类目标函数为：
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其中，
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为数据对象的分块约束向量，
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为相空间所有对象的一个排列，
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为噪声敏感系数。

2.2  数据挖掘的K-L特征压缩

采用最大Lyapunove指数谱特征矩阵的奇异值分解方法，设
[image: image51.wmf]nm
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，得到挖掘的数据信息特征的K-L变换式为：
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其中误差项
[image: image53.wmf]e

满足相似k距离邻居分布，对高维数据的最大Lyapunove指数平进行奇异值分解[11]，通过特征压缩，将K-L变换式改写矩阵形式为：
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其中
[image: image55.wmf]Y

为
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维的向量，表示邻居数据序列轨迹，
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为
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的输入特征向量矩阵，
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为
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的误差向量。对高维数据挖掘的特征压缩问题转换为对
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求一致性估计问题，为了使得
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达到最小，通过对每个数据点进行特征压缩，求得所有数据对象q的逆，求解数据序列k距离邻域：
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最后采用自适应学习方法进行误差修正，实现数据优化挖掘的并行处理[12,13]，进行高维数据挖掘的并行计算。

2.3 数据挖掘实现步骤

综上分析，得到高维数据挖掘的优化实现步骤描述为：

（1）设置挖掘的初始迭代次数为
[image: image66.wmf]0

I
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，参数初始化；

（2）对全部物理机路径上的数据点进行初始化，进行相空间重构；

（3）分配虚拟机，利用集成学习方法进行测试样本训练；

（4）完成所有虚拟机的分配后，遍历每个数据点，利用公式（13）计算数据点的链距离，执行局部信息更新；

（5）利用公式（15）进行K-L特征压缩和数据降维处理，在最优分配方案下进行数据聚类，执行全局信息素的更新。

（6）假设当前挖掘次数
[image: image67.wmf]max

II
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，则
[image: image68.wmf]1

II
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，并跳转到过程（2），反之跳转到步骤（7）；

（7）结束挖掘，输出最优分配方案，得到最优挖掘结果。

3  仿真实验分析

为了测试本文方法在实现高维数据挖掘中的表现性能，进行仿真实验和性能分析，实验硬件配置环境为：操作系统Windows7，Intel(R)  Core(TM)2  Duo CPU E7400 2.80GHz，4GB RAM，硬盘：500G，软件为Matlab 7。实验所用的高维数据样本为两个大数据集，其中，CSLOGS数据集表示测试数据集，数据规模为2000GB, TEST set 数据集为训练数据集，数据规模为1000Mbit，子块分区大小为5.24Mbit，相空间重构的嵌入维数
[image: image69.wmf]4
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,时间延迟
[image: image70.wmf]11

t
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，数据采样的频率为12KHz，采样间隔为1.25s，数据的干扰信噪比-10~0dB,根据上述仿真环境和参量设定，进行数据挖掘仿真分析，首先进行原始数据采样，得到采样结果如图1所示。
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图1高维数据信息流时域波形

    以图1所给出的高维数据采样样本为测试对象，提取最大Lyapunove指数谱，进行数据聚类和特征压缩处理，得到谱特征提取结果如图2所示。
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图2 最大Lyapunove指数谱特征提取结果

    分析图2结果得知，采用本文方法进行高维数据挖掘，能从受到较大污染的数据序列样本中挖掘到有用的信息特征，挖掘的抗干扰能力较强。图3和图4给出了采用本文方法和传统方法进行数据挖掘的准确性和运行开销对比结果，分析得知，采用本文方法进行高维数据挖掘的准确度较高，因为进行了特征压缩，所以运行开销较小，综合表现性能较优。
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图3 挖掘准确性对比
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图4 运行时间对比

4  结束语

本文研究的高维数据的优化挖掘问题，提出一种基于相空间重构和K-L变换特征压缩的高维数据挖掘数学建模方法，首先采用非线性时间序列分析方法进行高维特征空重构，求得反映高维数据属性类别的关联维特征参量，然后利用简单的状态空间模型进行数据特征分布的相互关联或相似程度建模，求得最大Lyapunove指数谱特征，通过K-L特征压缩器进行高维数据压缩，采用自适应学习方法进行误差修正，实现数据优化挖掘的并行处理。研究得知，本文方法进行数据挖掘的精度较高，抗干扰性较强，运行时间较短，总体性能占优。
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