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摘要：校准间隔优化研究是舰艇作战系统动态对准理论的重要组成部分。针对目前作战系统校准间隔确定缺乏理论支撑、历史对准误差数据使用率较低的情况，根据历史对准误差数据的特点，提出了利用EEMD-LSSVM-B的组合预测方法对对准误差数据进行预测，从而确定作战系统的校准间隔的优化方法。首先利用EEMD将对准误差数据分解成若干不同频率的分量，分解后的各分量通过LSSVM进行预测，LSSVM的相关参数由QDE算法优化获得，各预测分量通过BP神经网络进行非线性重构，得到最终的预测结果，最后根据预测值对校准间隔进行优化调整。仿真实例表明，组合预测方法比单独的预测方法具有更高的精度，可以应用于作战系统校准间隔的优化过程。
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Abstract：Calibration interval optimization is an important component of the dynamic alignment theory of combat system. For the lack of theoretical support of calibration interval determination of combat system and the low usage of historical alignment error data, a calibration interval optimization method utilizing EEMD-LSSVM-BP combination forecasting is proposed according to the characteristic of historical alignment error data in this paper. Firstly the alignment error data is decomposed into several different frequency components by EEMD, which is predicted by LSSVM, parameters of LSSVM are obtained by QDE optimization algorithm, and each prediction component are reconstructed nonlinearly by the BP neural network to give the final prediction, and the calibration interval is adjusted and optimized based on the predicted value at last. The simulation shows that the combination forecasting method has higher accuracy than the individual prediction method, and can be applied to the calibration interval optimization process.
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0 引言
舰艇作战系统是结构复杂的多源输入输出、多源信息融合的大系统，是舰艇的主要作战装备。随着计算机技术和网络技术的不断发展和应用，舰艇作战系统内集成了大量的各类传感器和电子设备，这些设备需要根据装备设计方或制造方提供的校准间隔定期进行对准或标校，以保证其精度。
目前，对校准间隔的研究多数为测量仪器的校准间隔优化，主要可以分成定性方法和定量方法。定性的方法主要包括运行测试法、阶梯形法、图像法和统计学法等[1]。定量的方法，是指利用历史校准误差数据建立合理的预测模型，预测得到下一个或几个校准时刻的误差数据，进而对预测超差的设备提前检定校准。定量的方法又可分为基于统计模型和基于非统计模型的方法[2]。基于统计模型的方法需要大量的历史数据，且历史数据必须服从正态分布等[3]，实际校准过程中，校准数据很难满足统计模型。基于非统计模型的校准间隔优化方法就是针对测量仪器历史校准数据小样本、非线性的特点，运用非统计的方法对历史校准数据进行建模仿真，来预测其在短期内的发展趋势，从而根据预测的发展趋势来优化校准间隔。主要方法有灰色预测法[4-6]、支持向量机方法[7]和BP神经网络[8]方法等。上述方法主要基于单一的预测模型，在校准间隔优化算法的研究上，使用组合预测模型可以弥补了单一模型进行预测的片面性，从而可以提高模型的预测精度，受到了广泛的关注[9]。
1.对准误差数据序列分析
舰艇作战系统组成复杂，测试设备众多，使用环境恶劣，使得其误差特性也极其复杂，加之平时对准作业进行得较少，其对准误差数据具有小样本、非平稳、非线性的特征，直接使用灰色预测法或支持向量机方法进行预测效果不好。
对准误差数据可划分为趋势项和随机项两部分，其中趋势项反映了各被检设备由于自身特性和使用因素等引起的确定性变化趋势，而随机项则反映了由于外界的随机因素影响导致的随机波动。根据对准误差数据的预测值来动态优化下一次的校准间隔是目前常用的校准间隔优化方法。如果预测得到的对准误差数据在规定的对准偏差内，表明被检设备性能良好，可以适当延长对准间隔；反之，则说明设备超差，需要适当缩短对准间隔。
2 EEMD-LSSVM-BP组合预测模型
2.1 组合预测模型
本文通过对历史对准误差数据的分析，提出利用基于EEMD-LSSVM-BP组合预测方法对作战误差数据进行预测，使预测结果更加准确，为校准间隔的优化提供数据支撑。首先利用集合经验模态分解（Ensemble Empirical Mode Decomposition，EEMD）将非线性非平稳的历史对准误差数据分解成一系列相对比较平稳的分量序列，通过最小二乘支持向量机（Least Square Support Vector Machine，LSSVM）对分解后的各分量进行预测，利用量子差分进化（Quantan Differential Evolution，QDE）对LSSVM进行相关参数寻优，通过BP神经网络对预测得到的分量进行非线性重构，得到最终的对准误差数据的预测结果。组合预测模型结构图如图1所示。
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图1 组合预测模型结构图
2.2 EEMD分解
EEMD是一种基于噪声辅助分析的方法，是对EMD方法的改进，可有效消除EMD的模态混叠现象[10]。EEMD的核心是将随机白噪声加入原始信号中并进行多次EMD分解，将各次得到的相对应阶数的IMF分量进行集合平均，当次数足够多时，白噪声平均的结果将相互抵消，从而有效避免了模态混叠现象。
EEMD具体实施步骤如下： 

第1步：在待分解信号序列中加入随机产生的白噪声序列； 

第2步：对产生的新的信号进行EMD分解，得到各阶IMF分量和余项；
第3步：不断重复上述步骤，并且每次加入不同的随机白噪声序列； 

第4步：对得到的相应的IMF分量进行求和后平均，得到最后的各阶IMF分量。
2.3 LSSVM的基本原理
设样本的训练集为
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为输出，将输入向量从原空间利用非线性映射
[image: image6.wmf]()

j

×

映射到高维的特征空间，则可构造线性回归函数
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，其中
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为特征空间中的权系数向量，
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为偏移量。
则LSSVM就是求解下列优化问题：
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约束条件为：
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其中：
[image: image12.wmf]C

为惩罚因子，
[image: image13.wmf]i

x

表示回归函数值与实际值之间的偏差。引入Lagrange函数，则上面的约束优化问题就转化为无约束优化问题，得到下式：
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式中：
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表示Lagrange系数。由最优化理论中的KKT条件：
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可得：
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对式
(3)

消去 GOTOBUTTON ZEqnNum629180  \* MERGEFORMAT 和
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，得到如下线性方程组
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式中，
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。根据Mercer条件，定义如下核函数：
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设
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是一个对称半正定矩阵，
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可得：
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则LSSVM回归函数可表示为：
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目前，常用的核函数形式有：线性核函数,即
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。本文LSSVM的核函数选用径向基核函数。
2.4 基于QDE的LSSVM参数优化
由2.3可知，LSSVM模型在建模过程中要确定2个参数：惩罚因子
[image: image40.wmf]C

和核函数参数
[image: image41.wmf]s

，上述2个参数直接决定了模型的学习水平。
QDE算法是一种结合了量子计算与差分进化算法的搜索优化算法[11,12]。为了提高对IMF分量的预测精度，本文采用QDE优化LSSVM相关模型参数，实现参数的自动调整。
优化目标函数定义为：
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式中：
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为样本总体个数。
则基于QDE的LSSVM模型参数的组合寻优具体步骤如下：
第1步：初始化QDE算法的主要参数：种群规模
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，染色体长度
[image: image50.wmf]D

，变异因子
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，交叉因子
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和最大世代数
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，其中，
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初始数为0。
第2步：产生一个
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规模均匀分布的随机数矩阵。按照以下方式：
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其中：
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第3步：对初始种群进行量子编码。
第4步：变异操作使用两个随机向量，按照公式
(14)

产生变异向量 GOTOBUTTON ZEqnNum732479  \* MERGEFORMAT 。
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其中，
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间的随机数。
第5步：交叉操作可以增加种群多样性，该操作按照公式(15)

进行。
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式中：
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第6步：选择操作保证更优的后代生存到下一世代，选择操作的原则是按照最优适应度进行，适应度的计算按照公式(16)

进行。
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第7步：计算结果比较。
若算法达到迭代次数或满足收敛条件，记录最优结果，程序结束，否则返回第2步。
综上，基于QDE的改进LSSVM算法流程图如图2所示。

[image: image75.emf]运行 LSSVM得到预

测结果及适应度

变异操作

交叉操作

选择操作

结束

max

GG



1 GG



是

否

开始

参数初始化

种群初始化

量子编码

参数变形


图2 基于QDE改进的LSSVM算法流程图
2.5 基于BP神经网络的IMF预测分量重构
对准误差数据的预测是一个多因素相关的非线性函数，利用BP神经网络对其进行非线性重构可以取得良好的逼近效果。
利用BP神经网络对预测分量进行非线性重构的步骤如下：
第1步：在经过LSSVM预测后的训练样本取样本
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为样本数；
第2步：将输入信息输入到网络中，计算隐层各节点的输出：
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计算输入层节点的输出值：

[image: image80.wmf]32

1

()

p

kjkjk

i

YfWY

q

=

=×-

å


 MACROBUTTON MTPlaceRef \* MERGEFORMAT (18)

第3步：误差修正：对隐层
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和节点
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的连接权值
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第4步：通过输出层逆向调整各网络节点的权值；
第5步：依次重复第1-4步，训练结束条件为训练集误差最小化。
3. 仿真验证
3.1测量设备校准间隔优化
本文利用文献[6]中的数据对本文提出的EEMD-LSSVM-BP组合预测方法进行验证。预测数据来源于利用数字万用表E1412A对多产品校准器F5500A进行的每个月一次的监测结果，在标称值为10伏时，要求实际测量不确定度
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小于
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，监测结果如表1所示。
表1 校准试验数据

	序号
	日期
	不确定度/%
	序号
	日期
	不确定度/%

	1
	200307
	0.0062
	7
	200401
	0.0081

	2
	200308
	0.0066
	8
	200402
	0.0074

	3
	200309
	0.0063
	9
	200403
	0.0080

	4
	200310
	0.0070
	10
	200404
	0.0081

	5
	200311
	0.0068
	11
	200405
	0.0079

	6
	200312
	0.0071
	12
	200406
	0.0083


仿真验证时，利用前10个数据进行建模，利用后两个数据进行预测。采用的预测模型分别为基本的GM(1,1)模型，LSSVM模型，EMD-SVM-GM模型[13]和本文的提出的组合预测模型。
当利用LSSVM进行预测时，首先利用QDE进行参数寻优。首先进行参数设定，设随机生成种群数，种群规模
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且随机生成种群数。然后将训练样本集作为LSSVM的输入进行训练与测试，得到最后的预测值
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当利用BP神经网络进行非线性重构时，BP神经网络结构设置为4-9-1，迭代次数为1000，学习率为0.5，目标为0.00004。得到最终的预测结果如图3所示，表2为建模与预测平均相对误差。
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图3 各种预测方法比较图
表2 建模与预测平均相对误差

	预测方法
	RMSE
	RMSRE

	GM(1,1)
	0.0393
	0.0566

	LSSVM
	0.0351
	0.0409

	EMD-SVM-GM
	0.0220
	0.0229

	EEMD-LSSVM-BP
	0.0208
	0.0217


通过图3和表2可知，四种预测方法中，本文所提出的组合预测方法误差最小。GM(1,1)模型预测结果表现为单调的指数序列，对于有波动的序列缺乏应对方法。LSSVM模型的预测性能高于传统的GM(1,1)模型，基于EMD-SVM-GM和EEMD-LSSVM-BP模型的预测精度又高于LSSVM模型，而EEMD-LSSVM-BP的拟合和预测精度均高于其他方法，且性能稳定。
这是因为EEMD可以将非平稳的对准误差数据序列分解为一系列平稳的IMF分量，因此与原数据序列相比，更易于预测。在LSSVM参数寻优时，由于QDE算法采用量子编码方案，增加了对解空间的遍历能力，同时发挥了量子计算的优势，与其他优化算法相比，基于QDE算法的LSSVM参数寻优具有较强的搜索能力与效率。而利用BP神经网络对IMF预测分量进行重构，在可能的减少误差的情况下，可以使得预测模型更平滑。
3.2 某武器系统校准间隔优化
某武器系统为引进自国外的装备，根据武器使用规程，需要每三个月对其距离参数进行一次对准，其距离参数的对准偏差为6m，历史对准误差数据如表3所示。
表3 距离参数校准数据
	次数
	数值/m
	次数
	数值/m

	1
	2.902
	6
	4.102

	2
	2.937
	7
	4.498

	3
	3.284
	8
	5.014

	4
	3.568
	9
	4.847

	5
	4.317
	10
	5.352


首先利用EEMD方法对对准误差数据进行分解，分解结果见图4，包含一个IMF分量和残余分量，IMF分量呈现波动趋势，而残余分量呈递增趋势。对这两部分分别采用LSSVM进行预测，综合两者的预测，得到一步预测结果见图5。
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图4 数据的EEMD分解
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图5 一步预测结果

利用组合预测模型进行预测时，其建模的误差为0.02465，建模精度较高；其一步预测的数据为5.485m，在对准偏差范围内，不需要缩短校准间隔。但是，由EEMD分解得到的趋势项可以看出，对准误差呈增大的趋势，因此在以后的对准过程中要密切关注误差的变化情况。
4 结束语
作战系统对准间隔的优化研究是作战系统动态对准理论的重要组成部分，由于作战系统中各设备的使用环境恶劣，历史对准数据较少，对历史对准数据进行有效利用显得尤为重要。本文在分析历史对准误差数据的基础上，提出了将EEMD、LSSVM和BP神经网络方法组合应用于对准误差数据的预测上，发挥了各自方法的优势，取得了良好的预测效果，为校准间隔的优化提供了数据支撑，
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