双页码                                  计算机应用研究                                             2006年


基于改进核主元分析的TE故障诊断
刘春燕1，于春梅1
 (1. 西南科技大学 信息工程学院，四川 绵阳  621010)

摘要：PCA、KPCA作为常用的多变量统计监控算法，一般适用于定常过程。针对实际工业过程的时变、非线性特性，提出一种基于分块的改进KPCA算法。该方法通过采用随时间更新的核矩阵代替固定核矩阵用于主元模型的建立，使非线性监控模型能够在线更新，从而提高KPCA的检测正确率。与KPCA方法相比，该方法的运算复杂度明显降低。将该方法应用于TE(Tennessee Eastman)过程，仿真结果显示，该方法具有较好的监测性能，且所需时间大大减小，说明了本算法的有效性。
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TE  fault diagnosis based on improved Kernel Principal Component Analysis

Liu Chunyan1, Yu Chunmei1
(1. School of Information Engineering, Southwest University of Science and Technology, Mianyang 621010, China)

Abstract: As widely used process monitoring techniques, principal component analysis(PCA) and kernel PCA are limited to the application in time-invariant systems. To handle the time-varying and nonlinear characteristics of real processes, an improved KPCA based on block was proposed(BKPCA). It using a time-varying kernel matrix instead of a fixed kernel matrix to establish the principal component model, which was suitable for online model updating and much lower computational complexity. When applied to TE process monitoring, computer simulation demonstrates the effectiveness and efficiency of the proposed method.
Key words: kernel principal component analysis; principal component model; fault detection; tennessee eastman process; Block matrix
0  引言
主元分析(Principal component analysis, PCA)是一种广泛应用于过程监控的线性变换方法，对大部分生产过程的监控可取得较好效果，但在提取大型、复杂和非线性系统主元特征时，存在特征提取不准确以及监视结果不可靠等问题。对于非线性，最直观的解决方法是将变量的非线性项作为新变量加入模型，形成广义PCA(GPCA)，但该方法要求了解非线性部分性质等先验知识，因而限制了其应用。目前的解决方法主要包括：基于神经网络的方法、基于核的方法和主曲面方法[1] 。因为核方法运算较为简单，在工业过程监控中应用广泛[2-4]。
PCA、核PCA在实际应用中假设过程是时不变的，然而绝大部分实际工业过程都存在缓变的特性，如设备老化、催化剂失活、传感器飘移等。为实现时变过程的自适应监控，文献[5、6]分别提出递归PCA、递归核PCA方法，通过将新数据加入到矩阵中来更新协方差矩阵。文献[7]提出基于全局协方差矩阵的信息增量矩阵方法，通过相邻的两个协方差矩阵做差运算，得到信息增量矩阵，然后基于信息增量矩阵计算各元素对总体变化的贡献率和动态阈值，通过确定各变量对故障的影响程度来实现故障诊断。但随着采样数据的增多，距当前时刻较前的数据仍在使用，更新协方差矩阵时所获取的阈值已不能准确反映系统当前状态，增大了误报率和阈值更新的计算量。为此，文献[8]提出用具有固定大小的采样数据窗口及固定阈值窗口，使更新协方差矩阵时的数据量有效减少，且动态阈值以当前时刻数据为基础得到，降低了系统的误报率。但是，当系统变量维数较大时，该方法运算较为困难。

本文在KPCA方法的基础上，提出了BKPCA(Block Kernel Principal Component Analysis)算法，并将其用于时变非线性过程的故障监控。TE过程监控表明，BKPCA算法能够及时跟踪非线性过程的时变特征，保证监控模型的有效性。
1  核主成分分析
KPCA首先将数据矩阵通过非线性映射映射到一个高维的特征空间F，然后在高维空间中作线性主元分析，从而把输入空间中的非线性问题转化为特征空间中的线性问题。
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存在系数
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表达式（2）可简化为
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其中，
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由于该方法是在假设
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和核函数密切相关，所以在进行主元分析之前，要对K中心化处理
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其中，
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结合式（3）和式（4），由矩阵K的特征向量
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归一化后的特征向量为
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选取前k个特征值对应的特征向量用于主元模型的建立，则k的确立为
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映射
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核函数主元分析详细过程参见文献[9]。

    与线性PCA类似，KPCA用T2统计量对过程进行监测，定义为
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其中，
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是由与前k个主元所对应的特征值所组成的对角矩阵的逆。
当检验水平为α时，控制限为
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其中，N为总的样本个数。
2  BKPCA故障检测方法
传统KPCA在建立模型时，主元模型一旦建立，就不再改变，而实际生产过程中常因环境变化、设备磨损老化等引起正常的过程参数缓慢变化。所以必须建立随时间更新的主元模型。由式（9）可知，核方法的计算量很大程度上取决于总体样本个数N，而与样本的维数无关。因此，对于大样本数据集，核方法的计算量较大。基于此，本文提出一种基于分块的核主元分析方法(BKPCA)，该方法通过将训练样本按采集数据时间先后顺序分成d块，对每一块分别建模来更新主元模型。

2.1 基于BKPCA的模型建立

训练集
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BKPCA 建立模型的详细过程如下：

将训练集
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分成d块，则新的训练样本集可表示为
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2.2基于BKPCA的在线检测
（1）离线建模：
1．计算训练样本的均值、方差，将数据归一化。并分成d块。

2．计算第
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3．对K进行中心化处理，
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4．对
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特征分解，归一化特征向量
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6．计算
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7．重复步骤2~6，直到
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（2）在线监测：

9．用步骤1的均值、方差，对数据归一化。

10．计算在线数据核矩阵
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11．对
[image: image56.wmf]t

K

中心化：
[image: image57.wmf]ttt

=--

KKlK

 
[image: image58.wmf]tNtN

+

KllKl

，其中
[image: image59.wmf]t

l

为每一元素都为1/N的N ×N矩阵；

12．计算
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13．计算
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由于d<<N，，所以本文提出的BKPCA方法计算核矩阵K的速度远大于普通KPCA方法。

2.3三种常用的核函数

高斯核函数：
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多项式核函数：
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符号核函数： 
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其中，c[10-12]、d、
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3  算例分析
将BKPCA应用于TE过程的故障检测，并与PCA、BPCA、KPCA三种故障检测方法进行对比，验证该方法的优越性。仿真实验采用高斯核函数，在CPU为2.10GHZ、内存2GB的环境下利用Matlab R2012a进行。

3.1 TE过程的基本介绍
TE过程由反应器、冷凝器、压缩机、分离器和汽提塔五个主要单元组成，是一个真实的工业过程，包括41个测量变量和12个控制变量，21种故障。训练集由正常工况下采集的数据组成，包括960个样本，其余21种故障也由960个样本组成，故障从第160个样本开始引入，具体信息可参考文献[13]。

因故障3、9、15在整个过程中对方差和均值的影响很小[14]，难以检测，故本文只对其余18种故障进行检测。
3.2 实验结果分析
    首先研究分块大小对检测结果的影响。由于PCA具有计算简单的特性，本文以PCA为例研究分块大小对检测结果的影响。分别用PCA、BPCA对故障进行检测，其中BPCA分为两种：分别为每块120、240个样本，表1为采用不同检测方法得到的检测结果。从表1的检测结果可以看出，对于大部分故障，BPCA的检测结果优于PCA，并且两种分块所得的结果几乎一致。所以分块大小对结果影响不大。

分别用PCA、BPCA、KPCA和BKPCA四种方法，对故障进行检测。其中BKPCA训练集每块大小为120个样本。表1为采用不同检测方法得到的检测结果。表2为四种算法检测故障所需时间。由表1、表2可以看出：①BPCA检测结果优于PCA。②对大部分故障，KPCA因为考虑了数据的非线性，检测结果较PCA、BPCA好。③BKPCA算法检测结果稍好于KPCA，但所需时间远小于KPCA。
表1  故障检测结果

	故障类型
	错误率（%）

	
	PCA
	BPCA(120)
	BPCA(240)
	KPCA
	BKPCA

	故障1
	0.63
	0.62
	0.62
	0.52
	0.52

	故障2
	1.46
	1.46
	1.25
	1.46
	1.35

	故障4
	77.71
	58.65
	54.89
	50.19
	46.87

	故障5
	64.58
	64.16
	64.16
	62.08
	64.16

	故障6
	1.04
	0.73
	0.62
	1.35
	1.04

	故障7
	0.31
	0.20
	0.00
	1.98
	0.31

	故障8
	2.61
	2.29
	2.08
	2.29
	2.39

	故障10
	62.29
	69.48
	62.39
	46.85
	43.54

	故障11
	57.60
	46.46
	46.14
	45.85
	40.93

	故障12
	1.77
	1.77
	1.25
	1.77
	1.77

	故障13
	5.31
	5.62
	5.79
	4.79
	4.58

	故障14
	3.54
	1.35
	1.04
	0.52
	0.72

	故障16
	76.98
	71.87
	73.22
	64.77
	57.18

	故障17
	21.88
	20.93
	19.06
	14.37
	17.18

	故障18
	9.38
	8.75
	9.06
	8.85
	8.85

	故障19
	80.21
	78.75
	78.75
	78.35
	77.39

	故障20
	61.77
	52.19
	53.02
	45.31
	43.54

	故障21
	58.02
	53.65
	55.31
	52.91
	52.81

	平均值
	32.62
	29.94
	29.36
	27.45
	26.12


表2  训练样本个数及所需时间
	检测方法
	PCA
	BPCA
	 KPCA
	BKPCA

	平均时间（s）
	1.61
	1.62
	32.14
	7.38


图1、图2分别为BKPCA、KPCA对故障8、12的检测结果。可以看出，BKPCA的T2控制限随T2的变化相应的变化。在T2下降时，T2控制限相应的减小，T2增大时，T2控制限相应的增大。保证了故障监控模型的有效性。
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(a) BKPCA对故障8的检测
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（b）BKPCA对故障12的检测
图1 BKPCA的故障检测结果
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(a) KPCA对故障8的检测
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 (b) KPCA对故障12的检测
图2 KPCA的故障检测结果
4  结论
本文分析了PCA、BPCA、KPCA算法及其优缺点，在KPCA方法的基础上提出了一种基于分块的核主元分析方法（BKPCA)。该算法建立模型分两步进行，首先将训练样本集分成d块，然后对每一块分别建立KPCA模型。实验证明，与KPCA相比，对于大部分故障，BKPCA算法的检测率高于KPCA，且所需时间远少于KPCA，提高了工业过程中故障检测的效率。另外，本文提出的方法也可用于其他时变过程的故障诊断。
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