基于多维状态参量和时间序列对电机的异常检测
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摘要：针对传统对电机的异常检测常常出现误判或滞后的情况，采用基于时间序列对电机单一状态参量用AR拟合，同时利用SOM神经网络无监督的方式量化电机数据。然后，利用得到的量化序列结合AR曲线得到序列的转移概率，及早发现某种状态参量的异常变化；之后，DBSCAN算法挖掘多维参数之间特征关系来确定电机是否出现异常。最后结合实例说明该方法的检测过程，并对比验证了该方法的优越性。
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Anomaly detection of electric machine based on multi-dimension state parameter and time series
XU Shoukun，QU Shiqi，SHI Lin，WANG Bin
(1.College of Information Science and Engineering,Changzhou University,Changzhou 213000))

Abstract：In view of the traditional abnormal detection of the motor often appear in the case of miscarriage of justice or lag,this paper using AR fitting and SOM neural network unsupervised way to quantify the motor data based on the time series of the motor single state parameters.Then, the transition probability of the sequence is obtained by combining the quantitative sequence with the AR curve, and the abnormal changes of some state parameters are discovered as soon as possible.After that, DBSCAN algorithm mining multi-dimensional parameters of the relationship between the characteristics of the motor to determine whether there is abnormal.Finally, the detection process of the method is illustrated with an example, and the advantages of this method are verified by comparison.
Key words：Time series;AR fitting;SOM neural network;DBSCAN algorithm
0 引言

现在对于电机故障发生前的异常检测成为了必然的研究趋势，对设备进行异常检测大多是根据经验对电机部分状态参量设置的阈值，或者利用神经网络训练等人工智能的方式来检测异常[1]。这些传统的检测方式，不仅存在着数据分析片面性的问题，而且由于异常数据少，数据之间的相关性复杂等问题不能很好的建立比较完善的异常检测模型。近年，大数据技术中时间序列分析法[2]、隐马尔科夫算法[3]、聚类算法[4]等也被引入了设备异常检测领域，为电机的异常检测提供了新的思路[5]。但是，这些单一的方法对电机异常的检测，容易出现误判或者判断滞后的情况，不能及时高效的进行异常判定。

本文考虑电机运行时状态参量与时间序列的相关性，提出通过时间序列分析和无监督学习的方式，来对电机进行异常检测。针对电机正常的单一状态参量，通过时间序列的自回归算法[6]和利用自组织神经网络[7]分别拟合建立电机的时间序列模型；然后利用训练好的自组织神经网络量化数据，根据建立好的AR模型[8]，得到监测数据基于时间轴的转移概率序列。同时，将设备的多种状态参量通过DBSCAN聚类算法[9]来处理它们之间的复杂关系，从而建立电机的异常检测模型。该方法通过时间序列模型和自适应模型来挖掘数据的特征，尽早发现异常的出现，同时利用DBSCAN的方法来综合多维状态参量的关系，解决单一状态量的片面性从而减少误判。与传统的阈值判定、神经网络训练和单一的聚类的方法的方式相比而言，该方法不仅解决了多维参量的相关性和异常数据少的问题，而且还增加了异常判定的准确性。
1 相关算法
1.1时间序列自回归模型
时间序列自回归模型(Auto-Regressive，AR)就是按照时间的顺序，分析数据序列本身的规律和特征，从而预测该数据未来的情况。简言之，利用时间轴上已知的数据，用统计学的方法来预测未来的数据。因为AR系统中数据的变化依赖于上时刻的数据[10]，不会发生突变，这与企业中电机运行时的低动态性相符合，所以比较适合对电机进行拟合。

电机在正常工作时，状态量主要呈现平稳状态或者周期性变化。其中变化不大的数据序列因其势态比较平稳，可直接用AR(1)拟合，如：电机的三相电压电流、功率因素等；周期性变化的数据序列，总的来说波动幅度不大，如电机温度、振动、噪声等，在除掉周期性后也可以通过AR(1)拟合，公式如下：
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其中，
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为设备状态参量的数据序列；
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为正态分布的白噪声序列。

由于平时电机如果不发生一些意外情况，一般不会发生突发性的故障，如：操作错误、电压波动等。设备往往更多的是在日积月累的磨损下，发生的渐变式故障。当电机出现异常的时候，检测到的状态参量常常变化并不大，不容易被察觉。因此，对于电机中那些状态量没有超过规定阈值的异常，仅仅使用AR模型并不能检测出来。

1.2自组织神经网络
自组织神经网络(Self-Organized Map，SOM)是一种由互相连接的神经元阵列组成的自组织、无监督的竞争式学习网络，由输入层和竞争层两部分构成[11]。在SOM神经网络结构中，竞争层中的各个神经元，以欧式距离作为竞争的对比条件，竞争与输入向量相距最短。其中距离最短的为最优神经元，它与邻域中的其它节点相互激励，调整输入层和竞争层的连接权值，使领域中的节点对输入都能产生近似的输出结果。因此SOM算法可以计算出输入层中数据间的相似程度，并把相似度比较大的数据就近分配。

将电机基于时间序列的单一状态参量
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作为输入节点，利用SOM的算法进行训练，得到序列
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作为输出节点，
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属于输出节点
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可表示为：
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经过多次迭代后，
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距它所属于的输出节点最近，这样就能将时间序列
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进行量化。

1.3 DBSCAN聚类算法

聚类方法是多维统计分析的有效方法的一种，它将数据中最相近的数据分为一类，不同子类的数据尽可能不相似的方法。其中，DBSCAN算法是基于密度的聚类方法，它依据数据的分布密度来生成簇，同时它具有抗噪声的能力，而且能处理任何形状和大小的簇[12]。因此，在电机的多维状态参数中利用可以DBSCAN聚类算法(Density-Based Spatial Clustering of Applications With Noise，DBSCAN)时，不仅可以处理数据中的微小噪声，同时也能发现电机的异常数据。但是，仅仅利用DBSCAN的方法来分析电机的异常情况，如果最小包含点数(minPts)太小容易误判；但是如果取值太大，对电机的异常判定往往在发生异常一段时间之后，造成异常判断的滞后性。

2. 基于时间序列的电机状态参量的特征挖掘
时间序列的自回归模型的记忆性恰好和电机工作状态参量数据连续性的特性相吻合，因此正好可以用来拟合电机状态参量的曲线。由于自组织神经网络SOM无监督分类的特性，电机的单一状态参量数据序列利用训练好的SOM神经网络训练后，就变为时间轴上的离散点序列
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。因此，电机状态参量在SOM训练后，其中每个神经元节点的临近节点相关性最强，与其他的节点相关性弱[13]，量化生成的序列
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可以看成是一个神经元转移到另一个神经元，这样来挖掘电机单一状态参量的变化特征。之后，利用DBSCAN聚类算法来处理多维状态参量之间的关系。

2.1电机状态参量序列的概率密度函数
电机状态参量经过SOM神经网络训练后，若序列中数据之间的关系用转移概率来表示，那么相关性越大则转移的概率越大，反之，相关性越小则转移的概率越小。这样，我们把转移概率用P来表示，那么AR(1)模型中神经元之间的一阶转移概率为
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，由式(2)可知，在t时刻时，
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为
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的概率可以表示为：

[image: image18.wmf][

]

[

]

I

x

i

P

C

c

P

t

I

t

=

=

=

)

(



   
(3)
由式(3)可得
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的概率密度函数为
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其中，
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为欧式距离。

在式(1)中，
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为正态分布序列，因此
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也应该为正态分布。令
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也应该为正态分布，
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的分布函数可以写为：
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当I=1 时，式(5)简化为
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当I=N时，式(5)简化为
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2.2 电机状态参量序列神经元之间的转移概率

因为AR模型中数据变化的低动态性，所以神经元之间的转移概率跟神经元之间距离成反比。神经元间转移概率分布函数为
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式中
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为正态分布，则
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的分布函数为：
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其中，
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表示AR(1)模型的自相关函数[14]。考虑神经元之间的渐变转移，由式(3)、(5)将式(9)变换为
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如果知道了神经元之间的转移概率，并将神经元之间的转移概率基于时间序列的顺序表示出来，这样我们就可以得到一个单状态量数据的转移概率序列。

现用电机的负荷数据来进行异常检测作为例子来说明该方法，首先把一组电机正常工作的温度数据带入AR(1)模型进行拟合，可以算得模型中参数
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，然后将负荷数据输入到SOM中训练，得到该电机负荷的SOM模型。截取其中一段电机工作的负荷数据作为异常检测数据，如下图1所示。利用得到的SOM模型进行量化后输出得到下图2所示的电机负荷量化序列，利用拟合得到的AR 模型的参数，计算SOM 神经元间的转移概率，将负荷在时间轴上的序列转化成负荷在时间序列中的转移概率，如图3所示。[image: image43.png]888 1LR
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图1  电机负载数据图
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图2  电机负荷量化序列图
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图3  负荷在时间序列中的转移概率

由图中的电机负荷转移概率序列可知，电机正常工作时，转移概率都比较高，这表明电机正常工作时温度数据变化不大，表明电机的工况比较稳定，电机工作正常。反之，当序列中的一段数据很小，甚至为零时，表明神经元随后的变化较大，可能是电机出现了异常，导致负荷数据的变化不再符合建立的AR模型。

2.3 多维状态参量的综合判定
在实际情况中，电机运行出现异常时，虽然其中某个运行参数的变化量可能过小，但是更多伴随的是设备的多个运行参数的异常。如果只是针对单一检测状态量进行分析，可能导致对设备的异常出现误判，因此对多个状态量进行综合判定能有效的提高对异常判定的准确率。

同时，设备在实际运行时不仅在不同的工况下，设备的运行参数会产生差异，而且设备的多种参数之间的相关性和对异常的敏感性难以确切的表示出来。如电机的功率与震动、噪声、环境温度等参数的关系，难以通过简单的线性关系或者非线性关系算出[15]。这样，从多个状态参量出发的综合判定遇到了困难。

在无先验知识的情况下，聚类分析技术是解决上述问题的首选。针对多维参量融合的问题，利用电机工作出现异常时会产生离群点[16]，本文通过基于密度的聚类算法对多维历史检测数据进行聚类生成多个簇，然后去对需要监测的数据进行检测是否与历史数据属于同一类。若历史数据不属于生成的簇类，说明该时刻数据发生了异常。利用这种算法，不仅能解决不同状态参量对异常的敏感性不同和数据流过大的问题，还可以简化多种状态参量的相关性分析。

2.4 异常检测的方法

根据分析和挖掘设备多个状态参量的变化特征，并将多种状态参量结合判定异常的步骤如下图4所示。
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图4  设备异常检测流程图

步骤1针对设备正常运行的状态参量的历史监测数据，首先用AR模型来对数据进行拟合，然后用SOM算法来训练得到SOM网络模型，最后用拟合出来的AR模型，得到SOM 神经元之间的转移概率矩阵。

步骤2将设备的多维状态参量用DBSCAN算法聚类，得到多个簇类。

步骤3将检测数据的状态参量带入转移概率矩阵，可以进行计算得到设备的多种状态参量的时刻概率转移序列。同时，判断每个时刻点是否属于之前生成的簇类。

步骤4利用得到的转移概率序列和聚类的结果，对设备的异常判定方法为：

①如果各种在线监测状态参量的数据都聚到了之前生成的簇类中，那么就可以判断该时间段没有出现异常。

②如果各种在线监测状态参量的数据仅有少数几个时间点没有聚到了之前生成的簇类中，那么可以判断该时间段可能是数据异常或者传感器异常，并没有出现异常。

③如果各种在线监测状态参量的数据出现一段时间段没有聚到了之前生成的簇类中，则可以判断电机已经处于异常。然后，再根据对应时刻之前的在线监测状态参量的转移概率序列来确定异常发生的点。

3 实验结果与分析
为了验证本文的算法，我以安庆石化港贮部的电机运行数据作为实验数据。该港贮部已实行了电能耗的智能化管理，通过传感器和监测仪器，可以将现场设备的运行参数采集并传送到监测室，然后对设备的运行数据进行监测和备份。本文利用2013年9月电机正常工作的状态参量数据作为历史数据，进行样本训练；然后，截取2013年10月中一天电机早上7点开机后连续工作的数据作为检测数据，电机温度、负荷、出口压力的采样周期都是min/组，如下图5所示。
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图5  电机的检测数据图

首先用AR模型来对选择的样本数据进行拟合，用SOM算法来训练得到SOM网络模型，然后用拟合出来的AR模型，得到电机温度、负荷、出口压力的转移概率矩阵，最后将图5所示的检测数据带入转移概率矩阵，分别得到负荷、电机温度、出口压力的转移概率序列，并进行聚类，结果如图6、7、8、9所示。
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图6  负荷转移概率图
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图7  温度转移概率图
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图8  出口压力转移概率图
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图9  聚类结果

从上图中可以进行对截取的检验样本数据进行判断：

（1）在时间t=85（对应时间8：25）和t=350（对应时间12：50）左右时，电机温度、负荷、出口压力的聚类结果出现0值，这说明该时刻电机的状态参量不属于得到的任何一个簇类，但是该0值只是在几个时刻短暂的出现，判断该时间段可能是数据异常或者传感器异常，并没有出现异常。

（2）在时间t=580（对应时间16：40）左右时，电机出现一段时间的0值，之后出现短暂的1值后保持0值，这说明电机已经处于异常状态。然后查看状态量序列，其中电机负载转移概率在t=460和电机温度转移概率在t=470分别出现了0值，之后又多次出现0值，因此可以判断电机在t=460时发生了异常。

如直接采用阀值判断，根据经验通常选择正常工作数据的1.2倍。用该方法判断：在t=110（对应时间8：50）和t=480（对应时间14：00）之后出现异常。

如单独采用聚类方法判断，如采用DBSCAN聚类算法对电机进行检测时：在t=90（对应时间8：30）、t=350（对应时间8：30）和t=570（对应时间8：30）之后出现离群点，判断在t=90和t=350时，可能为数据或者传感器的异常，在t=570时刻出现异常。

如采用神经网络训练的方式，选用常用的BP神经网络进行训练得到结果：在t=480（对应时间14：00）、和t=520（对应时间14：40）之后多次出现异常。

查阅当天该电机的运行记录显示：在8：20时，操作员为了应客户时间要求，调大了泵的阀门开度，加大传输速度；在10:00时将开度调回至正常；在14：00时发现电机转轴出现轻微卡轴，整理可得表1。
表1  异常检测结果对比 

	异常检测方法
	诊断出的异常点
	实际异常点
	滞后时间/min

	阀值法
	t=110（对应时间8：50）

t=480（对应时间14：00）之后
	t=420（对应时间14:00）之后
	60

	聚类
	t=570（对应时间8：30）之后
	
	150

	BP神经网络
	t=480（对应时间14：00）

t=520（对应时间14：40）之后
	
	40

	本文方法
	t=460（对应时间13：40）
	
	60


对比发现，该本文的方法对于电机的异常检测更准确、更及时。

之后，在安庆石化港贮部2014年-2015年的电机运行数据中截取100段，利用不同的方法来进行异常检测，其中误报率为检测结果中存在检测错误的百分比，滞后率以滞后400分钟为基准进行整理可得到下表2。
表 2  不同方法异常检测结果对比
	异常检测方法
	误判率
	滞后率

	阀值法
	30%
	15%

	聚类
	5%
	37.5%

	BP神经网络
	7%
	12%

	本文方法
	3%
	10%


该表表明，相比于阈值判断法、BP神经网络和单一的聚类的方法，本方法能对用电设备进行更加有效的异常检测，能减少误判和对异常发现的滞后性。

4 结论
该方法基于时间序列结合多维参数特征挖掘数据变化特征，利用聚类方法提高对电机异常检测的准确率，同时利用分析数据的变化特征来减少诊断结果的滞后性。

同时，本方法也有不足之处，当选取的多维参数特征受外界影响特别大时，DBSCAN聚类的算法聚类比较麻烦，因而容易出现对异常的误报，因此在今后的工作中需要进行改进。
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