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摘要：针对水电机组振动故障征兆和故障类型的非线性特性及传统小波网络在故障诊断中的缺陷，设计了一种基于模拟退火算法的小波神经网络(SA-WNN)故障诊断模型。将SA-WNN诊断模型应用到水电机组四种典型故障，验证其可行性。实例结果表明，与传统小波网络相比，基于模拟退火算法优化的小波神经网络训练次数少，收敛精度高，为水电机组故障诊断提供了新途径。
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Abstract: Fault diagnosis for the vibration fault symptoms and fault types of the fault and the fault type of the fault type and the fault diagnosis of the traditional wavelet network in the fault diagnosis of the fault diagnosis model based on simulated annealing algorithm of the wavelet neural network (SA-WNN) fault diagnosis model.  The SA-WNN diagnostic model is applied to four kinds of typical faults of hydro power plant to verify its feasibility. The results show that, compared with the traditional wavelet network and BP, the number of wavelet neural network training based on simulated annealing algorithm is less, and the convergence precision is high, which provides a new way for the fault diagnosis of hydroelectric generating units.
Key words: Simulated annealing algorithm；Wavelet neural network; hydro-turbine generating unit; Fault diagnosis .  
0  引 言
水电站在电网系统中承担着调频、除峰填谷、黑启动等重任，确保了系统稳定运行[1]。水轮发电机组是水电站的核心，庞杂的机组结构及组成部件高度的集成化使得水电机组运行过程中的故障率明显提升，故障类型也更加复杂。据统计，水电机组大约80%的故障表现在机组振动上[2]。水电机组区别于其他旋转机械，其振动信号受到水力因素、机械因素及电气因素的共同影响[3]，且三者呈现出高度的耦合性。耦合效应导致振动信号拥有水、机、电三性特征，非线性化突出。所以故障诊断遇到了一定的技术难题，即无法利用简单的‘故障字典法’建立振动信号特征量与故障原因两者之间一对一的线性关系模型以实现故障诊断。鉴于水电机组振动故障的复杂性、耦合性，故障诊断通常采用建立振动特征集与故障集之间非线性诊断模型的方法来实现两者的有效映射。智能控制技术的普及为故障诊断提供了多种智能方法，如BP网络、贝叶斯网络、SVM等，可有效建立所需的非线性模型，在水电领域取得了不错的诊断效果[4-6]。虽然BP神经网络非线性映射能力很强，但其收敛速度慢、容易陷入寻优函数局部极值的缺陷使得故障诊断训练过程中难以得到最优解；贝叶斯网络节点条件概率模糊式确定形式直接影响故障识别精准度；面对多故障分类问题时，支持向量机模型需建立多个子分类器，故障诊断存在运算速度慢、效率低的缺陷。

自经问世，小波分析便得到的深层次研究。凭借小波基函数自由伸缩和平移特性及其良好的时频分辨能力[7]，小波技术已成为故障诊断领域处理非平稳随机信号的有效分析手段[8]。以小波分析为基础、用小波基函数替代神经网络固有的激励函数构成的紧致型小波神经网络(Wavelet Neural Network,WNN)是一类新型前馈网络[9]。这种网络结构融合了小波分析时频域多尺度局部细化特色和神经网络自学习功能，具有较强的逼近、容错和模式分类能力[10]，为故障诊断领域提供了新途径[7,9]。但WNN没有特定算法训练网络参数，其采用的梯度下降算法易陷入函数极值点的缺陷严重影响网络训练的精度和速度[11]。国内外已有一定科研文献提出利用启发式智能算法对小波网络结构改善、对网络参数寻优。文献11和12分别采用粒子群算法和遗传算法优化WNN，并应用于齿轮箱和电力变压器的故障诊断，提高了诊断精度和速度[11-12]。但粒子群算法与遗传算法存在的早熟收敛现象[13]会使函数过早陷入优先搜索得到的局部极值而忽略其他极值点，从而难以收敛到全局最优点。因此，研究在全局内具有较强寻优能力的算法成为解决多变量、非线性组合优化问题的迫切需求。

模拟退火（Simulated Annealing, SA）算法属于一类随机寻优理论，可以在全局搜寻到函数的最优解。通过待优化变量的随机变化，网络能够朝着目标函数减少及以某种概率分布接受目标函数增大的方向调整,防止网络陷入局部最小，从而逼近全局最优解。Kirkpatrick等成功地将其引入到组合优化问题，并在图像处理、通信、经济等领域得到广泛应用[14]。本文结合SA可以跳出局部极值点和小波网络时频局部化的优点，构建模拟退火-小波网络（SA-WNN）。利用水电机组振动信号的特征频率和故障类型作为模型输入和输出，使用SA算法取代梯度下降法优化WNN的权值等参数，构建基于SA-WNN的故障诊断模型，并用典型故障数据检验其识别效果。诊断结果显示，与基于BP及WNN的诊断模型相比，该方法训练时间更短，故障模式判别更精确，为水电机组振动故障智能在线诊断提供了新方法。

1  模拟退火算法原理
固体的退火机理：高温固体缓慢冷却至低温的过程中，内部微粒状态由紊乱逐渐趋于规则有序排列，相应地固体内能慢慢减为最小。模拟退火算法处理寻优问题时，学习过程类似固体退火，目标函数模拟为固体内能，给定初始温度，随后以一定方式降温，直至搜索到最优的结果。不同于梯度下降，SA算法优点是寻优过程中会以一定概率舍弃目标函数局部极值继续搜索解空间内其他解，防止坠入局部极小“陷阱”，进而确保查寻到解为全局最佳。研究已证实，SA算法是一类全局寻优理论，收敛至全局最优解的概率接近1[15]。
SA算法包含S、C(S)、f，其中f是目标函数，S是当前解，C(S)为解空间。设T为温度，对组合问题进行寻优就是对不同T下S重复“C(S)内新解形成-计算f差值-新解接纳或拒绝”迭代的过程。
首先在C(S)内生成新解S’,紧接着根据式(1)求取S’的接纳率p，
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                       （1）
当每个温度T下搜索L次后按照一定规则降温；随后在新的温度下重复上述过程。
2  小波网络
采纳文献7构建的紧致型小波网络，其结构和参数分别如图1、表1。
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图1 小波神经网络结构  

表1 小波网络各项参数
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，则WNN的输出量可描述成式（2）:
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WNN训练与BP相似，需要确定训练对象，即误差函数
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式中：
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为目标输出向量。
3  模拟退火-小波网络（SA-WNN）模型
本文将SA算法与WNN融合在一起，构造基于SA-WNN的故障诊断模型，结构如图2。模型对参数寻优时不采用梯度下降，更换为SA算法。新算法待优化参数和目标函数分别对应
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图2  SA-WNN模型结构
3.1 模型优化参数原理
模拟退火算法中的三函数两准则，以及初温决定SA算法的优 化性能，本文对六种影响因素设置如下规则：
(1) 状态产生函数。新状态产生方式如式(4)：
              (4)
其中
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是符合柯西分布的随机变量，
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为控制参数，这样既可在
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局部邻域内寻优，也能给
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添加相对大幅增量进入
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的全局邻域内寻优，以跳出局部极小。
(2) 状态接受函数。采用式(1)确定
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的接受率，如果
[image: image54.wmf]E

D

<0,接受
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作为
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的接受标准。
(3) 温度更新函数。采用式(5)降温：  
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其中

为初温，
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<1）。[image: image64.wmf]c



为制冷率（0<
(4)初温确定。初温
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根据式(6)确定： 
[image: image68.wmf]0

0

LnP

c

T

D

-

=

                   (6)
式中
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分别为初始两状态间的能量差值和接受率，优化对象不同，输入量不同，故初温大小需根据具体情况确定。
(5) 内循环终止准则。即马科夫链长度L，确定同温下解的搜索次数。
(6)外循环终止准则。采用两种结束条件：
1）降温超过指定次Z；
2）误差
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，即认为寻优成功，结束算法。若降温次数超过Z且
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，认为优化失败。
3.2模型优化具体步骤
模型优化流程如图3所示：
(1)初始化网络权值
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(2)计算平方误差
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；判断是否满足收敛条件。若是，输出当前解，结束算法；否，转至下一步。
(3)
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(4)计算
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(5)若
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的方式接受
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(6)重复(2)-(5)，当[image: image96.png]


时，转至(7)。
(7)对T降温，n=n+1,重复(2)-(6)，直到达到终止条件，或指定迭代次数Z。
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图3  SA-WNN算法流程图

4  典型故障诊断实例
4.1 模型结构参数确定
目前水电领域故障诊断应用最为广泛的方法是通过提取振动信号的频域特征，获得表征故障类型的频率分量幅值，并以此作为诊断模型的特征输入量，实现对故障特征集的函数映射关系。本文采用机组振动频谱幅值域的（0.4-0.5）f（f为机组转频）、1f、2f、3f、>3f作为输入层特征向量，涡带偏心、不平衡、不对中及正常状态四种故障类型作为诊断对象。网络输出采用单输出结构，并定义1、2、3、4分别代表上述四种故障的输出值，利用模拟退火-小波网络进行水电机组振动故障识别、诊断。表2为SA-WNN诊断模型各项参数。

为简化模型训练时输入数据运算，将四种故障的训练样本和测试样本归一化，确保输入的频率幅值在[0,1]内，表3和表4分别为网络训练样本和测试样本[10]。

表3训练样本
	(0.4～0.5)f
	1f
	2f
	3f
	>3f
	故障类型
	目标输出

	0.88
	0.22
	0.02
	0.04
	0.06
	涡带偏心
	1

	0.85
	0.25
	0.06
	0.02
	0.01
	涡带偏心
	1

	0.04
	0.98
	0.10
	0.02
	0.02
	不平衡
	2

	0.03
	0.96
	0.12
	0.04
	0.03
	不平衡
	2

	0.02
	0.41
	0.43
	0.34
	0.15
	不对中
	3

	0.02
	0.45
	0.42
	0.28
	0.29
	不对中
	3

	0.01
	0.02
	0.01
	0.05
	0.04
	正常
	4

	0.10
	0.03
	0.02
	0.03
	0.04
	正常
	4


表4测试样本
	(0.4～0.5)f
	1f
	2f
	3f
	>3f
	故障类型
	目标输出

	0.82
	0.28
	0.05
	0.04
	0.03
	涡带偏心
	1

	0.02
	0.91
	0.08
	0.01
	0.02
	不平衡
	2

	    0.01
	0.48
	0.48
	0.36
	0.20
	不对中
	3

	0.10
	0.03
	0.02
	0.03
	0.04
	正常
	4


4.2训练结果分析
图4是SA-WNN诊断模型误差曲线。当降温至第7次时，误差值便降到0.007，低于期望误差，算法结束，耗时0.799s。观察全程七次降温误差值[image: image99.png]


发现，[image: image101.png]Es >E,>E,



。误差经历两次短暂连续增长后重新回到下降趋势，再经过两次降温误差便降到0.01以下，达到训练目的。误差值两次增大现象表明寻优过程中以某个概率接受了非优解，改变了模型训练方向，及时跳出局部极值点。从整个寻优过程可以看出，SA算法不像梯度下降算法那样一味追求误差递减方向训练，克服了误入局部极值的不足，进而在全局范围内搜索到了全局最优解，大大降低了搜索时间，提高了寻优效率。
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图4 SA-WNN网络训练曲线

为比较SA-WNN诊断效果，分别利用WNN、附加动量项BP神经网络在同一计算机上对训练学习样本。WNN参数设置与表2中相同，算法为梯度下降；附加动量项BP网络结构为5-8-1型。两者的训练曲线分别如图5、图6，两者误差值在初始训练阶段（WNN前50步内，BP前100步内）下降的很快，随后速率大幅降低，误差曲线趋于水平。当误差函数值降到期望误差0.01以下时，WNN迭代206步，耗时3.693s；附加动量项BP网络训练547步，耗时10s。
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图5  WNN网络训练曲线图6附加动量项BP网络训练曲线

利用表4中样本测试经过训练后三种诊断方法的故障识别精度，结果如表5。根据(3)式计算三种诊断网络的误差值，误差及诊断时间对比如表6。
表5 三种诊断网络输出值
	故障类型
	SA-WNN
	WNN
	BP
	期望值

	涡带偏心
	0.9904
	0.9896
	1.0996
	1

	不平衡
	2.0800
	2.1618
	2.1069
	2

	不对中
	2.9580
	2.9291
	2.8070
	3

	正常
	3.9602
	3.9944
	3.8236
	4


表6 三种诊断网络误差及训练时间
	诊断方法
	SA-WNN
	WNN
	BP

	误差
	0.0049
	0.0156
	0.0445

	时间(s)
	0.799
	3.693
	10


分析以上诊断结果，可得出如下结论：
(1)表5可以得出，针对同一故障，SA-WNN、WNN、BP三种方法诊断结果与目标值十分接近，都能有效识别故障类型。
(2)表6中，WNN和BP训练时间都较长，因为WNN采用的梯度下降算法及BP网络的算法都易陷入局部极值，大大降低了收敛速度；SA-WNN模型结合了SA算法能跳出局部极值的优点及小波分析良好的时频局部化特性，诊断时间最短，且精确识别典型故障，诊断精度最高。
(3)较BP、WNN模型，SA-WNN诊断模型较优，能够满足水电机组故障实时诊断的需求。
5  结 语
小波神经网络采用的梯度下降算法易陷入局部极小值，大大降低了训练速度，难以满足水电机组故障实时在线诊断的要求。结合模拟退火可以跳出局部极值点和小波网络时频局部化的优点，本文提出了一种基于模拟退火-小波神经网络的诊断模型，使用模拟退火算法替代梯度下降法优化网络参数并利用水电机组典型故障数据验证其可行性和有效性。实例诊断表明，本文所采用的模拟退火算法比BP算法及小波网络算法的故障识别精度高、收敛速度快、诊断效果优，为水电机组故障诊断开辟了新方法。
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