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0 引言

机械故障诊断由两个主要步骤组成：提取故障特征和模式识别。

由于机械部件存在局部损伤时，其振动信号往往表现出多载波调制特性。常用的时频分析方法有经验模态分解（Empirical Model Decomposition, EMD）、局部均值分解方法（Local Mean Decomposition, LMD）等。但是EMD方法存在严重的过包络、欠包络和端点效应等局限性[1]。根据文献[2]，LMD以迭代次数少的优势，在一定程度上抑制了端点效应；根据文献[3]，当LMD分解非平稳间断性信号时，仍然会表现出明显的模态混淆现象。为抑制LMD分解间断性非平稳信号过程中存在的模态混淆现象和迭代次数增加时产生的端点效应，本文提出了一种将数字图像处理的频率分辨率概念[4]与LMD相结合[5]的本征频率尺度分解（Intrinsic Frequency-scale Decomposition, IFD）方法。

目前，常用的模式识别方法主要有神经网络、支持向量机等。但是人工神经网络需要大量的训练样本，运算速度慢[6]；支持向量机是二进制分类器，对于多分类问题其分类效率受核函数的影响较大[7-8]。本文在总结以上方法特点的基础上，采用一种基于差分进化极限学习机（Differential Evolution- Extreme Learning Machine, DE-ELM）的模式识别方法。DE在优化非线性控制[9]、神经网络[10]、滤波器设计[11]等方面得到了广泛应用。相对于神经网络模型，极限学习机（Extreme Learning Machine, ELM）具有模型简单、精度高的特点，但泛化能力和精度还有待进一步提高。因此，本文将DE和ELM结合起来，并将该方法应用于轴承故障诊断[12]。
1  本征频率尺度分解
1.1  IFD方法
假定原始振动信号为x(t)，IFD分解过程归纳如下:

（1） 确定局部极值点的频率分辨率。找出原始振动信号x(t)中所有的局部极值点Pi，并求得所有Pi 的左频率分辨率
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（2） 确定低频率分辨率区域。对所有极值点，设
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为极值点频率分辨率尺度，如果
[image: image7.wmf]0

f

f

i

>

-

且
[image: image8.wmf]0

f

f

i

<

+

，则记Pi为Pj1，因此，左极点集合
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，则Pi为低频率分辨率极值点。因此，低频率分辨率区域为
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（3）构造本征频率尺度函数
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之间的本征频率尺度函数信号F(t)可表示为：


[image: image24.wmf])

2

sin(

)

(

j

p

+

=

ft

A

t

F

          （1）

其中，
[image: image25.wmf]A

为本征频率尺度函数的相对幅值，频率为
[image: image26.wmf]f

。

（4）添加本征频率尺度函数到低频率分辨率区域。将本征频率尺度函数信号添加到原始信号x(t)低频率分辨率区域，本征频率尺度函数信号将使离散的高频率分辨率区域成为连续的高频率分辨率信号X(t)。

（5）故障特征信号提取。对添加本征频率尺度函数信号X(t)进行LMD分解，具体步骤参见文献[13]。因此，可得
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式中，PF(t)代表突出振动特征的分量，
[image: image28.wmf]u(t)

代表X(t)的残余分量。

由于本征频率尺度函数信号将原始信号中间断的高频率分辨率信号转变成连续的高频率分辨率信号，因此，LMD能够自适应的将非平稳连续信号中的本征频率尺度函数信号和高频率分辨率信号提取到PF分量中，从而抑制模态混淆现象，最后剔除本征频率尺度函数信号就可以得到突出原始信号振动特征的PF分量。同时，由于本征频率尺度函数的添加减小了端点与其相邻极值点的幅值差，因此，端点效应也相应的得到了抑制[14-15]。

1.2 实例仿真

为了验证LMD和IFD的分解特点，本文仿真一个由正弦信号和冲击信号混合而成的振动信号x3(t)，如图1所示。其中，正弦信号为
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，冲击信号为
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，冲击信号每隔0.1秒发射一次，共发射9次。其LMD方法的分解结果如图2所示。由图可得PF(t)分量表现出明显的端点效应和模态混淆现象。
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图1 仿真信号时域波形
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图2 仿真信号的LMD分解结果
对仿真信号进行IFD分解，设幅
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为采样频率。其分解结果如图3所示，从图中可以明显看出突出原始信号振动特征的冲击信号与正弦信号被很好地分离开来，LMD分解的端点效应和模态混淆现象得到了抑制。
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图3 仿真信号的IFD分解结果
2  差分进化极限学习机模式识别方法

2.1  差分进化算法
DE算法是一种新的基于种群迭代的群体智能优化算法，该算法的主要思想就是利用结构简单的差分变异算子和适者生存的竞争策略产生新种群，最终使种群达到或者接近优化问题的最优解。作为一种新的进化方法，DE具有鲁棒性好、结构简单、收敛速度快等优点[16-17]。目前，在优化计算领域得到了广泛应用。DE算法包括三个主要流程：变异、交叉和选择。

对于一个函数的优化问题：
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，D是解空间的维数。DE算法的流程归纳如下：

（1） 种群初始化。初始种群
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[image: image43.wmf]i

个个体；
[image: image44.wmf],

(0)

ij

x

表示第0代种群的第
[image: image45.wmf]i

个个体的第
[image: image46.wmf]j

个元素；
[image: image47.wmf]NP

表示种群的规模；
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表示0到1之间均匀分布的一个随机数。

（2）变异。DE实现变异的主要方法是差分策略。差分策略就是随机选择种群中的两个个体，将其向量差经过缩放后再与待变异的个体进行向量合成，即
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其中，
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为缩放因子，控制差分向量的缩放比例。

在变异过程中，为保证结果的有效性，必须判断个体是否满足边界条件，即：
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。如果不满足以上条件，则重新进行种群初始化。通过变异后，产生一个中间体
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（3）交叉。对第
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代种群及其变异的中间体进行个体交叉操作，即：
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其中，CR为交叉概率，
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（4）选择。为了判定
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能否成为下一代种群个体，DE算法采用贪婪准则来确定进入下一代种群的个体：
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（5） 
[image: image65.wmf]1
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，重复步骤2至4，直到满足算法的终止条件。

2.2 极限学习机

极限学习机算法的主要思想可归纳为：

训练样本集为：
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隐含层的节点数为
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，激励函数为
[image: image68.wmf]()

gx

，其SLFN的统一模型为：

[image: image69.wmf]11

()()

KK

iijiiijij

ii

gxgaxbt

bb

==

åå

=+=

g

    （9）
即，
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（1）随机选取权值
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（2）隐含层的输出矩阵为：
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（3）计算输出权重
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由于ELM在训练过程中，输入权值和偏置都不需要调整，参数选择简单，因此，其训练速度和学习速度是传统神经网络的数倍，同时也具有很好的泛化能力。

2.3 差分进化极限学习机

虽然ELM的学习速度快，但是为了使网络获得更好的性能，需要增加隐含层神经元的个数来获得最优的权值和偏置。因此，使神经网络的复杂度增加，过度拟合现象加剧。为了减少ELM隐含层神经元的个数，提高神经网络的泛化能力，本文将具有全局寻优能力的DE算法和ELM结合起来。DE-ELM的流程图如图4所示，具体步骤归纳如下：

训练样本为：
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，隐含层的节点数为
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（1）设置节点数
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、交叉因子
[image: image87.wmf]CR

、缩放因子
[image: image88.wmf]F

和最大迭代次数
[image: image89.wmf]M

。

（2）生成初始种群
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（3）利用极限学习机的步骤2、3求出输出权重
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，并求出均方根误差E。
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（4）变异、交叉、选择，生成下一代种群。在选择过程中将均方根误差作为适应度函数，考虑到网络的拟合性和泛化性，将均方根误差和
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原则结合起来综合考虑，那么新种群的选择可表示为：
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式中
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为预先设定的容差率。

（5）重复步骤（3）和（4），直至达到目标或最大迭代次数。找到最优
[image: image97.wmf]q

后，确定
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图4 DE-ELM流程图

3 应用实例

本文以轴承故障诊断为例验证IFD与DE-ELM相结合的有效性和实用性。该方法的诊断流程如图5所示。
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图5基于IFD与DE-ELM的轴承故障诊断流程

（1）IFD分解

本文采用美国Case Western Reserve University电气工程与计算机科学系实验室采集的实验数据进行分析。测试轴承的型号为6205-2RS SKF，转速为1750r/min，采样频率为12kHZ，每组数据长度为5000。轴承3种状态分别为：正常、内圈故障和外圈故障。设滚动轴承内圈故障时的振动信号为X(t)。分别令
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，其IFD分解所得的相应PF分量为PF1(t)、PF2(t)及PF3(t)，令pf3(t)=PF3(t)-PF2(t)，pf2(t)=PF2(t)-PF1(t)，pf1(t)=PF1(t)，其pf1(t)，pf2(t)，pf3(t)如图6所示，。从图6可得，IFD有效的从原始振动信号中提取了突出原始信号振动特征的不同频率分辨率分量。
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图6 内圈故障振动信号的IFD结果
（2）构建特征向量

峭度系数、能量和偏度系数是信号分布特性的时域统计无量纲特征参数，只与机械设备的工作状态有关，不受设备工作参数的影响，是一种很好的故障诊断参数。因此，本文采用PF分量的峭度系数
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作为故障诊断参数构建特征向量，并输入到DE-ELM中对滚动轴承的故障类型进行分类。其中，第
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个PF分量的特征参数可表示为：
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由于PF分量的能量往往较大，为方便处理，对向量进行归一化处理。
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特征向量T为：
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（3） DE-ELM故障诊断

将正常、外圈故障和内圈故障的特征向量分别作为DE-ELM的输入，用经过训练的DE-ELM对测试样本进行故障类型识别。

4 实验结果分析

为了验证本征频率尺度分解的有效性，使用IFD与LMD分别对轴承振动信号进行分解，构建特征向量，采用DE-ELM进行故障模式识别。每类故障类型训练样本为70，测试样本为200，实验结果如表1所示,由表可得，与LMD相比，IFD方法的识别效率提高了8.33%，表明本文提出的方法对轴承的故障诊断更加有效。

表1 实验结果

	方法
	训练样本
	测试样本
	测试精度/ %
	总精度/ %

	
	
	
	内圈
	正常
	外圈
	

	LMD
	70
	200
	86
	94
	87
	89.00

	IFD
	70
	200
	96
	100
	96
	97.33


5 结束语

（1）IFD继承了LMD的自适应性，能够有效的将一个非平稳振动信号分解成若干个不同频率分辨率的PF分量，并且有效抑制了LMD分解间断性非平稳信号过程中出现的模态混淆现象和端点效应。

（2）本文将IFD和DE-ELM结合起来用于轴承故障诊断，应用实例的结果表明，与LMD相比，该方法在机械故障诊断领域具有较好的应用前景。
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摘 要：针对局部均值分解（LMD）实现过程中存在的模态混淆现象和端点效应，影响识别精度的问题，提出了一种基于本征频率尺度分解（IFD）与差分进化极限学习机（DE-ELM）的方法。该方法将数字图像处理的频率分辨率概念与LMD结合起来；首先确定原始振动信号中的所有局部极值点的频率分辨率，将振动信号分为高频率分辨率区域和低频率分辨率区域；然后，构造本征频率尺度函数，将本征频率尺度函数添加到局部极值点低频率分辨率区域；最后，对添加本征频率尺度函数的原始振动信号进行LMD分解，在得到的乘积函数（PF）分量中剔除本征频率尺度函数，就可以得到突出原始信号振动特征的不同频率分辨率的PF分量，提取PF分量的特征参数构建特征向量作为DE-ELM的输入，进行故障类型识别。将该方法应用于轴承故障诊断，与LMD相比，故障识别精度提高了8.33%，表明了该方法的有效性与可行性。
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Research on machine fault diagnosis using IFD and DE-ELM


XU Youcai1,2, WAN Zhou*1,TANG Chao1 


（1. Kunming University of Science and Technology, Kunming 650500 ,China; 2. Special Equipment Safety Inspection Institute in Yunnan Province, Kunming 650228, China）


【Abstract】Aimed at the problem that the modal confusion phenomenon and the endpoint effect in the decomposition process of Local Mean Decomposition(LMD) affected the accuracy of fault identification, a method based on Intrinsic Frequency-scale Decomposition (IFD) and Differential Evolution- Extreme Learning Machine(DE-ELM) was proposed. The method combined the frequency resolution method of digital image processing with LMD. Firstly, the method calculated the frequency resolution of all local extremum point in the original vibration signal, and the vibration signal was divided into high frequency resolution area and low frequency resolution area. Secondly, it was to construct the intrinsic frequency scaling function and add the intrinsic frequency scaling functions to low frequency resolution are of the local extreme value point. Finally, LMD could decompose the low frequency resolution into several PF components with different frequency resolution. It was to extract the characteristics parameters from the PF component with eliminating the intrinsic frequency scaling functions to build the feature vector. According to the feature vector, DE-ELM could identify the fault types. This method applied into bearing fault diagnosis. The experimental results show that the fault recognition efficiency increased by 8.33%, compared with LMD. As a result, the method is feasible and valid.


【Key words】intrinsic frequency-scale decomposition; Differential Evolution(DE); Extreme Learning Machine(ELM); the effect of the endpoint; the modal confusion phenomenon;
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