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催化裂化反再系统的故障诊断方法研究

程　明，栾秋波
（南京工业大学 自动化与电气工程学院，南京　２１１８１６）

摘要：考虑到石油化工过程系统复杂，变量繁多，非线性关系极强，故障样本数据难于获取，故利用支持向量机对炼油厂催化裂化

装置反应再生子系统的故障状态进行模式识别；且支持向量机参数犆、σ对分类精度有很大影响，采用了改进的遗传算法对其进行优化；

并采用了决策树算法进行多类分类，根据类间分离测度，从最难分类 （类间分离测度最小）的两类样本集开始训练，将其合并为一个类

簇后同其他样本集一起，再从中寻找最难分类的两个样本集合并，如此逐步合并最终得到训练模型；实验结果表明，利用改进的遗传算

法优化惩罚系数犆和核函数参数σ后，缩短了分类时间，提高了分类准确率，基于决策树算法的支持向量机能有效地解决一对一和一对

多分类算法中存在的无法辨识区域的问题，能很好地识别故障类型，对催化裂化装置的故障诊断有显著的指导作用。
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０　引言

催化裂化装置是炼油厂中最为重要的装置之一，核心为反

应再生子系统，其运行的好坏直接影响到产品质量、收率和消

耗等经济性指标［１２］。因此，对反再系统的故障诊断研究有着

十分重要的意义。

目前对于催化裂化装置的诊断有基于神经网络、基于专家

系统等方法。基于神经网络的诊断方法存在过学习和欠学习的

情况，泛化能力不足。基于专家系统的诊断方法存在局限性，

当遇到一个没有相应规则与之对应的新故障时，系统则显得无

能为力［３］。支持向量机 （ＳＶＭ）是以统计学习理论为基础，

基于结构风险最小化原则的新型机器学习技术。由于其在处理

小样本问题和模式识别问题上的出色表现，正适合处理石油化

工过程故障诊断领域中很难获得故障样本这一问题［４］。遗传算

法 （ＧＡ）是一种借鉴生物界的进化规律演化而来的搜索全局

最优解的方法［５］，利用改进的遗传算法 （ＩＧＡ）对支持向量机

的参数进行寻优，可以提高分类结果的准确率。

１　支持向量机的基本原理

支持向量机是有Ｖａｐｎｉｋ与其领导的贝尔实验室的研究小

组一起开发出来的一种建立在统计学习理论的ＶＣ维和结构风

险最小化原理基础上的新的机器学习技术［６７］。

１１　线性可分问题

ＳＶＭ方法是从线性可分情况下的最优分类面发展而来的，

其基本思想可用如图１所示的二维平面的情况来说明。

图１　两类线性可分的最优超平面

在图１中，方框点和圆点代表两类样本，中间的实线为分

类线，其附近的两条虚线分别为过各类中离分类线最近的样本

且平行与分类线的直线，它们之间的距离就是分类间隔 （ｍａｒ
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ｇｉｎ）。所谓最优分类线就是要求分类线不但能将两类正确分开，

即训练错误率为０，而且使分类间隔最大。使分类间隔最大实

际上就是对推广能力的控制，这是ＳＶＭ的核心思想之一
［８］。

在线性可分条件下构建最优超平面，可以转化为下面的二

次规划问题：

ｍｉｎ
ω

２

２

ｓ．ｔ 狔犻（（ω·狓犻）＋犫）≥
烅
烄

烆 １

（１）

式 （１）中，最优解ω，犫 为下面的拉格朗日函数的鞍点：

犔（ω，犫，犪）＝
１

２
（ω·ω）－∑

犾

犻＝１

犪犻［狔犻（（ω·狓犻）＋犫）］ （２）

　　其中：犪≥０为拉格朗日乘数。因此，决策函数集为：

犵（狓）＝ｓｇｎ［（ω·狓）＋犫］ （３）

１２　线性不可分问题

非线性ＳＶＭ问题的基本思想是通过非线性变换，将输入

变量狓转化到某个高维空间中，然后再变换空间求最优分类

面。这种变换可能比较复杂，因此这种思路在一般情况下不易

实现［９］。但是要注意到，上面的对偶问题都只涉及训练样本之

间的内积运算：

（狓犻，狓犼）　犻，犼＝１，…，犾 （４）

　　即在高维空间只需进行内积运算，而这种内积运算是可以

用原空间中的函数实现的，甚至没有必要知道变换的形式。根

据泛函的有关理论，只要一种核函数：

犓（狓犻，狓犼）　犻，犼＝１，…，犾 （５）

满足 Ｍｅｒｃｅｒ条件，它就对应某一变换空间中的内积。

如果定义：

犓（狓，狔）＝Φ（狓）·Φ（狔） （６）

那么 “最大间隔”非线性支持向量机的目标函数就变为：

犠（犪）＝∑
犾

犻＝１

犪犻－
１

２∑
犾

犼＝１

狔犻狔犼犪犻犪犼犓（狓犻，狓犼） （７）

　　相应的决策函数为：

犳（狓）＝ｓｇｎ［ω·Φ（狓）＋犫］＝

ｓｇｎ［∑
犾

犻＝１

狔犻犪犻犓（狓犻，狓犼）＋犫］ （８）

　　选择不同的核函数就可以产生不同的支持向量机，常用的

方法有以下几种：

（１）线性核：犓（狓，狔）＝狓·狔 （９）

（２）多项式核：

犓（狓，狔）＝ ［（狓·狔）＋犮］
犱，犮≥０ （１０）

（３）高斯 （ＲＢＦ）核：

犓（狓，狔）＝ｅｘｐ
－ 狓－狔

２

２σ｛ ｝２
（１１）

（４）Ｓｉｇｍｏｉｄ核：

犓（狓，狔）＝ｔａｎｈ［犽（狓·狔）－δ］，犽＞０，δ＞０ （１２）

２　支持向量机决策树 （犛犞犕犇犜）算法

在采用一对一算法和一对多算法进行多类分类时，会存在

“拒绝分类”和 “重叠区域”，即无法辨识区。支持向量机决策

树的基本思想是与基于二叉树的支持向量机采用反向思维，

ＳＶＭＤＴ是基于类蔟展开的，所谓 “类簇”是指多类样本空间

分布局部集中可以将其看作一个新集合类，即形成所谓的

“簇”［１０１１］。

２１　类间分离性测度

通常采用欧氏距离 （类间中心点的距离）来衡量类间分离

测度。但欧氏距离不能很科学评定类间分离的难易程度，不能

代表其类间的分离度。因此，定义了一种类分布的类间分离性

测度来评定两类的分离性强弱。在进行犽类分类，训练样本集

由类狓犻，犻＝１，２，…，犽组成，则狊犿犻犼表示类犻和类犼间的类

间分离性测度［１２］：

狊犿犻犼 ＝
犱犻犼

（σ犻＋σ犼）
（犻＝１，２，…，犽） （１３）

　　其中：犱犻犼 表示类犻和类犼间的中心距离；

犱犻犼 ＝ 犮犻－犮犼 （１４）

　　犮犻是根据训练样本计算出的类中心：

犮犻 ＝
１

狀犻∑狓∈犡犻
狓，犻＝１，２…，犽 （１５）

σ犻 ＝
１

狀犻－１∑狓∈犡犻
狓犻－犮犻 ，犻＝１，２…，犽 （１６）

　　其中：狀犻为类狓犻中的样本个数；σ犻表示类犻的标准差，σ犼表

示类犼的标准差，其表示类的分布情况。

对于非线性的训练样本集，经非线性映射Φ作用后，在

特定空间犎 中类犻和类犼间的分离性测度为：

狊犿犻犼 ＝
犱犎（犿犻Φ，犿

犻
Φ）

（σ犎犻 ＋σ
犎
犼 ）

（１７）

犱犎（狕１，狕２）＝ 犓（犣１，犣１）－２犓（犣１，犣２）＋犓（犣２，犣２槡 ）

（１８）

犿Φ ＝
１

狀∑
狀

犻＝１

Φ（狓犻） （１９）

σ
犎
＝

１

狀－１∑
狀

犻＝１

犱犎（狓犻，犿Φ） （２０）

　　其中：犓 （·，·）是核函数，犱犎（狕１，狕２）是经非线性映

射作用后，在特征空间 犎 中，训练样本间的欧式距离，同时

输入空间样本的中心经映射后得到不在是特种空间中的训练中

心，特征空间样本的中心向量为犿Φ ，狀为样本个数，σ
犎 特征

空间中的类方差。

２２　犛犞犕犇犜的训练过程及分类过程

支持向量机决策树是在训练过程中从类间最小距离入手，

分类过程中则是类间最大距离。训练时根据类间分离测度，找

到最难分类的两个样本集 （单一类别样本集），对它们进行训

练，再将它们合并成一个类簇，并与其余的样本集一起，再找

出最难分类的两个样本集 （可能是单一样本集，也可能是类

簇），这样逐层合并形成类簇来建立训练模型；而分类过程则

是训练过程的逆过程，从决策树的根节点到叶子节点逐层判

断，最后得到分类结果。ＳＶＭＤＴ的训练过程和分类过程分别

如图２和图３所示。

３　改进的遗传优化算法

根据生物进化的模型，ＪｏｈｎＨ．Ｈｏｌｌａｎｄ提出了一种优化

算法———遗传算法。一般的遗传算法由选择 （Ｓｅｌｅｃｔｉｏｎ）、交

叉 （Ｃｒｏｓｓｏｖｅｒ）和变异 （Ｍｕｔａｔｉｏｎ）３个部分构成。选择、交
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图２　ＳＶＭＤＴ训练过程

图３　ＳＶＭＤＴ分类过程

叉和变异操作由种群的适配值或适应度函数的概率确定［１３１４］。

改进遗传算法与标准遗传算法的主要区别是在选择和交叉两步

遗传操作：选择操作中采用了代沟选择和基于适应度值的重插

入，确保当前种群中最适应的个体总是被连续地传播到下一

代；交叉操作中采用可变交叉概率，使进化后期优化的对象比

较容易稳定，以减少无用计算［１５］。

基于改进的遗传算法具体步骤如下：

（１）给定参数犆、σ的范围，并对其进行二进制编码。

（２）适应度评估。采用犓－折交叉验证 （即将数据集分成

犓份，犓－１份用于训练，１份用于测试）方法确认评估个体

的适应度。本文选取１０折交叉验证方法。

（３）设置初始种群数量和最大进化代数。

（４）计算群体中各个体的适应度，检查是否满足终止条

件，若满足，则结束寻优；否则转至步骤 （５）。终止条件为寻

优达到最大进化代数或最优个体的适应度相等。

（５）依次执行遗传算子操作。对于选择操作，使用随机遍

历抽样，设置代沟犵犵犪狆，根据适应度值从当前种群中选择犿

×犵犵犪狆个个体复制到子代种群中。对于交叉操作，对选择操

作中复制的子代种群进行单点交叉。对于交叉概率，本文采用

动态参数法，这样做可以使进化后期优化的对象比较容易稳

定，以减少无用计算。

（６）基于适应度值的重插入。由于使用了代沟，子代种群的

数量比当前种群数量要小，用子代群体中的个体代替当前种群中

最不适应的个体。基于适应度的重插入确保当前种群中犿× （１－

犵犵犪狆）个最适应的个体总是被连续传播到下一代，并且每一代中

不创建比现存种群多的个体，计算次数减少，内存要求也小。

（７）进化代数加１，检查是否满足终止条件，若满足，则结

束寻优；否则转至步骤 （５）。

４　犉犆犆犝反再子系统故障诊断实例

催化裂化反应再生子系统的故障类别多样，引发故障的原

因复杂，故障的征兆参数不但数量多，而且它们之间的定量关

系也难以用数学关系精确表达［１６－１７］。通过研究催化裂化反应

再生子系统整个运行过程的特点，结合相关的理论及经验知

识，确定了４个主要工艺故障，如表１所示，并选取了１２个

操作参数作为故障征兆参数，如表２所示。

表１　催化裂化反应再生子系统主要故障

序号 故障类别

１ 催化剂活性降低

２ 二次燃烧

３ 炭堆积

４ 待生剂带油

表２　催化裂化反应再生子系统主要故障征兆参数

序号 故障征兆参数

１ 新鲜原料量

２ 反应料位

３ 反应温度

４ 再生床层温度

５ 烧焦罐出口温度

６ 稀相温度

７ 密相温度

８ 反应压力

９ 再生压力

１０ 两器差压

１１ 再生烟气氧含量

１２ 催化剂循环量

对于多故障的情况，本文采用基于决策树算法的多分类

支持向量机，核函数选择ＲＢＦ核函数。每类故障选取１００个

数据做为训练集，６０个数据做为测试集，对于参数犆、σ的

优化，采用改进的遗传算法进行比较，并与标准遗传算法比

较，具体参数设置：犆、σ的范围均为 ［０，１００］，二进制编

码长度为２０，初始种群数量为２０，最大进化代数为２００，变

异概率为０．００１。ＧＡ的交叉概率为０．４，ＩＧＡ的代沟为０．９，

交叉概率初始值为０．４。利用 ＧＡ和ＩＧＡ进行参数优化后的

犆和σ的最优值以及分类准确率 （以故障１为例）如图４、图

５所示。

图４　ＧＡ－ＳＶＭＤＴ适应度曲线图

由图４、图５可以看出，对故障１进行故障识别时，采用

ＧＡ算法优化ＳＶＭ参数，犆的最优值为６．６５９６，σ的最优值

为０．５７５４５，此时的分类准确率为８１％；采用ＩＡＧ算法优化
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图５　ＩＧＡ－ＳＶＭＤＴ适应度曲线图

ＳＶＭ参数，犆的最优值为２．８３３２，σ的最优值为０．８８５６９，

此时的分类准确率为９３％。因此，ＩＧＡ相对于标准的遗传算

法能够获得更优的参数，分类准确率更高。由图６可知，采用

改进的遗传算法分类时所消耗的时间较标准遗传算法也缩短很

多，而对于在线故障检测，能否快速地诊断出故障极其重要。

分别采用ＳＶＭＤＴ算法、二叉树算法、一对一算法进行故障分

类，对比其分类准确率，如图７所示。

图６　ＧＡ－ＳＶＭＤＴ和ＩＧＡ－ＳＶＭＤＴ分类所用时间

图７　各分类算法分类准确率比较

由图７可以看出，由于ＳＶＭＤＴ训练是从最难分类的故障

入手，这在一定程度上避免了二叉树分类算法在根节点的错误

分类而产生的误差积累，ＳＶＭＤＴ的分类准确率高于其他的两

种分类算法。

５　结语

本文采用了支持向量机决策树分类算法对催化裂化装置反

应再生子系统进行故障诊断，并利用改进的遗传算法对ＳＶＭ

的参数进行优化。实验结果证明，建立的ＩＧＡ－ＳＶＭＤＴ故障

诊断模型效果良好，缩短了样本数据的训练时间，提高了故障

数据的分类准确率。此外，将支持向量机与主元分析 （ＰＣＡ）

相结合，可以构建一个基于数据驱动的在线故障监测与诊断系

统。利用主元分析建立系统低维模型，在线监测系统的实时工

况数据并在故障发生时提取故障特征信息，然后采用支持向量

机进行故障类型的识别。
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